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Prefácio

A visão computacional procura integrar as áreas de processamento di-
gital de imagens e inteligência artificial, tendo como ojetivo a obtenção
de algoritmos capazes de interpretar o conteúdo visual de imagens. Suas
aplicações estão presentes em diversos segmentos tecnológicos que envol-
vem análise de imagens, reconhecimento de padrões e controle inteligente,
abrangendo múltiplas áreas do conhecimento, tais como agronomia, astro-
nomia, biologia, biometria, medicina e muitas outras. Constitui, portanto,
uma área multidisciplinar com muitas aplicações práticas.

Os caṕıtulos deste livro correspondem a trabalhos selecionados entre os
que mais se destacaram no VII Workshop de Visão Computacional (WVC
2011), realizado na Universidade Federal do Paraná, em Curitiba, de 22
a 25/05/2011. A finalidade dos eventos WVC é servir de plataforma de
divulgação de trabalhos cient́ıficos que envolvam aplicações e técnicas de
visão computacional, de pesquisadores e alunos de instituições brasileiras.
O WVC 2011 ofereceu um ambiente proṕıcio ao compartilhamento de novas
ideias e à divulgação de pesquisas recentes, levando ao ensejo da elabora-
ção deste livro contendo caṕıtulos com versões ampliadas e revisadas de
trabalhos previamente apresentados na forma de artigo durante o evento.

Dos 33 trabalhos inicialmente submetidos à avaliação pelos pares, so-
mente 20 caṕıtulos foram selecionados para compor este livro. Embora
a natureza dos caṕıtulos seja inerentemente multidisciplinar, as principais
áreas de aplicação contempladas foram: análise de imagens médicas (ca-
ṕıtulos 1 a 6), agronomia (caṕıtulos 7 e 8), biometria (caṕıtulos 9 e 10),
processamento de v́ıdeo (caṕıtulos 11 a 12), reconhecimento de caracteres
(caṕıtulos 13 a 15), segmentação (caṕıtulos 16 a 18) e visualização (caṕı-
tulos 19 e 20).

Os editores agradecem a todos que contribuiram para a concretização
deste livro, seja por meio da submissão de seus trabalhos ou por meio da
árdua tarefa de avaliação dos caṕıtulos submetidos. Um agradecimento
especial é devido a Terumi Paula Bonfim Kamada, pelo seu competente
e incansável trabalho no gerenciamento das comunicações entre autores,
avaliadores e editores envolvidos na elaboração desta obra.

Apresentamos o livro “Avanços em Visão Computacional”, desejando
uma relevante e produtiva leitura a todos.

Luiz Antônio Pereira Neves – UFPR

Hugo Vieira Neto – UTFPR
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Capítulo 1

Classificação Estatística e Predição
da Doença de Alzheimer por meio de Imagens Médicas

do Encéfalo Humano

Michel Pereira Fernandes∗, João Ricardo Sato,
Geraldo Busatto Filho e Carlos Eduardo Thomaz

Resumo: O aumento da expectativa de vida populacional ocasio-
nou um aumento na prevalência de demências degenerativas como a
Doença de Alzheimer (DA). Como não há cura, o desafio é a anteci-
pação do diagnóstico e tratamento através dos casos do Transtorno
Cognitivo Leve (TCL), que tem alto grau de conversão para DA.
Identificar nos casos do TCL quais converterão para DA é o princi-
pal objetivo. É proposto o uso de ferramentas de automação compu-
tacional através de modelos estat́ısticos para avaliar as informações
extráıdas das imagens médicas. Análises mostram que a metodolo-
gia é promissora com confirmação cĺınica de 80% e antecedência de
até 4 anos.

Palavras-chave: Mapeamento Estat́ıstico; Imagem por Ressonân-
cia Magnética; Morfometria Baseado em Voxel.

Abstract:The increase in life expectancy has led to a population in-
crease in the prevalence of degenerative dementias such as Alzhei-
mer’s Disease (AD). Since there is no cure, the challenge nowadays
is to anticipate the diagnosis and treatment by analysis of cases of
Mild Cognitive Impairment (MCI), which is known to have a high
degree of conversion to AD. Thus, identifying which MCI cases will
convert to AD has been the main goal. In this work, we propose the
use of computational tools based on statistical models to evaluate
the information extracted from medical images. Our experimental
results show that the methodology is promising with clinical con-
firmation of 80% and, in some subjects, with up to four years in
advance.

Keywords: Statistical Mapping; Magnetic Resonance Imaging; Vo-
xel Based Morfometry

∗Autor para contato: michelpf@gmail.com

Neves et al. (Eds.), Avanços em Visão Computacional (2012) DOI: 10.7436/2012.avc.1 ISBN 978-85-64619-09-8
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1. Introdução

O avanço da sociedade nas áreas de saneamento, medicina, educação e
alimentação, dentre outras áreas, está ocasionando um crescimento acele-
rado da população idosa no mundo, aumentando a expectativa de vida das
pessoas.

No Brasil, em 1900, segundo dados do IBGE (Instituto Brasileiro de
Geografia e Estat́ıstica), a expectativa de vida ao nascer do brasileiro era
de 33,7 anos. Em 2010, passou para 73,4 anos e a projeção para 2041 é
de 80,09 anos. Em função destes dados apontarem para uma população
idosa em grande número, é cada vez mais claro que a área dos transtornos
neuropsiquiátricos associados ao envelhecimento representa um campo de
grande importância para a saúde pública nacional, especialmente sobre os
custos envolvidos na assistência das doenças (Forlenza & Almeida, 2006).
Neste contexto, verifica-se que dentre as doenças relacionadas a transtornos
neurológicos e a idade avançada, a Doença de Alzheimer (DA) é a que mais
prevalece chegando a responder pela quarta parte de todas as demências
quando a pessoa acometida tem 85 anos ou mais (Forlenza & Almeida,
2006).

A DA é caracterizada pelo comprometimento de funções cognitivas, ini-
cialmente ligadas a memória e avançando para outras áreas como atenção,
linguagem e funções executivas. Por essa razão, à medida que a doença
avança mais severos são os seus efeitos. Ainda que não tenham sido de-
senvolvidas até hoje estratégias de tratamento de grande eficácia, várias
alternativas terapêuticas que postergam a evolução dos sintomas estão dis-
pońıveis. Assim, é um desafio a antecipação do diagnóstico para que o
tratamento possa ser iniciado precocemente. Uma estratégia importante
é a de identificação dos casos de Transtorno Cognitivo Leve (TCL), que
representam um estágio de pré-demência. Como os casos de TCL apre-
sentam alto grau de conversão para a DA, o desenvolvimento de métodos
diagnósticos que permitam prever a conversão de TCL para DA é de grande
relevância.

Este trabalho tem por objetivo a realização de um estudo estat́ıstico
sobre predição da DA utilizando as informações discriminantes extráıdas
de imagens médicas de ressonância magnética (RM) do cérebro humano.
As informações extráıdas das imagens correspondem ao ponto de vista
anatômico e não através de avaliação cĺınica. Adicionalmente, objetiva-se
validar na prática se o modelo adotado está correto por meio dos dados de
seguimento cĺınico dispońıveis no banco de dados utilizado. A validação do
modelo é importante, pois os casos de classificação intermediária poderão
ter uma nova análise quando for realizado o sistema de predição. Além
disso, é posśıvel confirmar os casos de conversão de pacientes com TCL
para DA do modelo utilizado por meio das informações cĺınicas dispońıveis.
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Este caṕıtulo está dividido em 4 seções. A próxima seção apresenta a
metodologia que foi utilizada sobretudo nos processos de pré-processamento
de imagens e dos modelos estat́ısticos univariado e multivariado além de
apresentar a base de dados investigada. Na seção 3 são abordados os ex-
perimentos realizados e seus resultados. Por fim, na seção 4 é apresentada
a conclusão do trabalho.

2. Metodologia

Nesta seção são apresentados os métodos investigados neste trabalho, que
incluem os métodos de pré-processamento de imagens, extração das carac-
teŕısticas relevantes, classificação e mapeamento estat́ıstico das informa-
ções baseados em três metodologias, que utilizam o modelo massivamente
univariado, o modelo multivariado e a projeção de hiperplanos que é res-
ponsável, principalmente, por validar o modelo de classificação utilizado.
Por fim é apresentada a base de dados utilizada.

Figura 1. Imagem de RM estrutural disponibilizada pelo ADNI (sem
pré-processamento).

2.1 Pré-processamento de imagens
As etapas de pré-processamento de imagens médicas adotadas são as se-
guintes: (i) normalização, (ii) segmentação e (iii) suavização. Estas etapas
foram executadas dentro de um arcabouço computacional de análise de neu-
roimagens, denominado Mapeamento Estat́ıstico Paramétrico (MEP), que
torna posśıvel a investigação de diferenças locais na anatomia do cérebro
humano. Este arcabouço implementa o método de morfometria baseada
em voxel (Friston et al., 2007; Good et al., 2001) que, de forma sucinta, es-
tima a distribuição de probabilidade das intensidades dos voxels para gerar
mapas estat́ısticos paramétricos que possam determinar diferenças relevan-
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tes ou testar hipóteses sobre efeitos regionais espećıficos das amostras de
interesse (Friston et al., 1991).

2.1.1 Normalização espacial
Na primeira etapa de pré-processamento é realizada a normalização espa-
cial, que tem o objetivo de corrigir posśıveis erros de aquisição e permitir o
registro de imagens de pessoas diferentes através da estimativa de parâme-
tros de deformação de um espaço anatômico padronizado, como o atlas de
Talairach & Tournoux (1987) e que pode aumentar o número de graus de
liberdade permitido em um modelo estat́ıstico. O processo de normalização
espacial é evidenciado na Figura 2.

A normalização espacial padrão determina a transformação espacial
que minimiza a soma da diferença de quadrados entre uma imagem e uma
combinação linear de um ou mais modelos padronizados (Friston et al.,
2007). Inicia com um registro afim para combinar com o tamanho e a
posição da imagem, seguido por uma deformação global não-linear para
combinar a forma total do cérebro. Utiliza um modelo Bayesiano para
simultaneamente maximizar a suavização das deformações.

Figura 2. Processo de normalização espacial.

A estimativa de deformação, na normalização espacial, pode usar uma
variedade de modelos para o mapeamento, dentre eles: (i) a transformação
afim de 12 parâmetros, que constituem uma matriz de transformação espa-
cial (translação, rotação, escala e cisalhamento) nas três direções posśıveis,
(ii) as funções espaciais base de baixa frequência (geralmente um conjunto
cosseno ou polinômios) e (iii) um campo vetorial que especifica o mapea-
mento para cada ponto de controle (por exemplo, o voxel). A estimativa
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dos parâmetros de todos estes modelos pode ser acomodada em um modelo
Bayesiano simples, em que se está procurando encontrar os parâmetros de
deformação θ que tem a máxima probabilidade a posteriori, definida por
p(θ|y). A deformação é atualizada iterativamente usando o método de re-
gressão linear Gauss-Newton para maximizar p(θ|y) utilizando o prinćıpio
de verossemelhança (Friston et al., 2007).

2.1.2 Segmentação
A segmentação da imagem bruta em substância branca, substância cin-
zenta e ĺıquor serve para separar a região de interesse de acordo com a
relevância cĺınica de cada uma dessas substâncias em um determinado es-
tudo. Por exemplo, para o estudo da DA, os efeitos são mais evidentes e os
biomarcadores mais predominantes na substância cinzenta do que nas ou-
tras regiões. A diferenciação das substâncias cerebrais é realizada através
da identificação de ńıveis de intensidade de voxel que, posteriormente, são
separados em classes espećıficas para cada região, de acordo com a Equação
1 a seguir:

P (yi|ci = k, µk, σk) =
1

(2πσ2
k)
exp

(
− (yi − µk)2

2σ2
k

)
, (1)

onde yi é a intensidade do voxel i, e µk e σ2
k são respectivamente a média

e a variância da classe k. Os parâmetros µk e σ2
k são estimados a partir de

mapas de probabilidade a priori de tecidos sobrepostos. Esses mapas de
probabilidade de tecido foram constrúıdos pelo International Consortium
for Brain Mapping, utilizando-se imagens por RM de cérebros adultos sem
desordens cerebrais e representam tanto uma média de intensidades quanto
de posicionamentos espaciais dos voxels cerebrais.

2.1.3 Suavização
Na última etapa, a suavização tem o papel de reduzir variações devido
a diferenças individuais na anatomia dos tecidos da substância branca,
substância cinzenta e ĺıquor, através da aplicação de um filtro gaussiano
que faz com que a intensidade de cada voxel da imagem seja dada pela
média ponderada dos valores dos voxels adjacentes, determinada pelo valor
de comprimento do filtro, suavizando as bordas (Good et al., 2001). Além
disso, esta etapa permite a uniformização dos dados estatisticamente para
que os erros associados a cada imagem sejam normalmente distribúıdos,
portanto tende a aumentar a eficiência do teste estat́ıstico paramétrico
(Friston et al., 1995).

2.2 Modelo estatístico massivamente univariado
O modelo estat́ıstico univariado é baseado no Modelo Linear Geral (MLG).
O MLG expressa uma variável de resposta verificada em termos de uma
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combinação linear das variáveis em conjunto com um termo de erro asso-
ciado (Friston et al., 2007). O MLG é também conhecido como Análise de
Covariância ou Análise de Regressão Múltipla dentre outros e inclui vari-
antes mais simples como o Teste de Hipóteses (teste t) para as diferenças
entre médias.

O MLG pode ser descrito sucintamente pela Equação 2:

Y = Xβ + ε, (2)

onde Y é a matriz de resultados (dados de observação), X é a matriz de va-
riáveis que representa o desenho experimental ou matriz de delineamento,
β é a matriz dos parâmetros estimados (contribuição de cada componente
na matriz de delineamento) e ε é a representação do erro ou reśıduo (di-
ferença entre os dados de observação, Y , e o que foi predito pelo modelo,
Xβ) associado à amostra utilizada, que se assume que seja independente
e normalmente distribúıda (Friston et al., 1995a). A forma matricial da
Equação 3 considera o modelo MLG aplicado para cada n voxel analisado,
em um estudo de imagem médica por RM, por exemplo, descrito por:

vetor(Y ) =

y1...
yn

 =

x1 · · · 0...
. . .

...
0 · · ·xn


β1...
βn

+

ε1...
εn

 . (3)

2.2.1 Teste de hipóteses
Para geração dos mapas estat́ısticos univariados, utiliza-se comumente o
teste t de Student para identificar diferenças estatisticamente significantes
entre os grupos de imagens pré-processadas (Leão et al., 2010). O t valor
de cada voxel (tk) é definido como a diferença aritmética entre as médias
de cada grupo de amostras ponderada pelo desvio padrão do espalhamento
das amostras, ou seja:

ti =
x1,i − x2,i

σi
√

1
N1

+ 1
N2

, (4)

onde x1,i e x2,i são respectivamente as médias do voxel i para os grupos 1
e 2 de amostras, σi é o desvio padrão ponderado de todas as amostras para
o voxel i, e N1 e N2 os números totais de amostras do grupo 1 e do grupo
2. O desvio padrão ponderado do conjunto de amostras é definido como:

σi =

√
(N1 − 1)(σ1,i)2 + (N2 − 1)(σ2,i)2

N1 +N2 − 2
, (5)

onde σ1,i e σ2,i são respectivamente o desvio padrão do voxel i para os
grupos 1 e 2.
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Calculados os t valores dos voxels para os grupos de amostras anali-
sados, pode-se utilizar o conceito de hipótese nula para definir as regiões
do cérebro que apresentam diferenças significativas. Para que a diferença
seja significativa, deve-se rejeitar a hipótese nula (H0) em favor da hipótese
alternativa (Ha), descritas como:

H0 : µ1 = µ2, (6)

Ha : µ1 6= µ2. (7)

De acordo com a teoria do teste de hipóteses, dois tipos de erro podem
existir nessa análise: Erro do tipo I, isto é, rejeitar H0 quando esta é
verdadeira, ou seja, afirmar que existe diferença estat́ıstica significativa
quando ela não existe; Erro do tipo II, ou seja, não rejeitar H0 quando esta
é falsa, ou seja, afirmar que não existe diferença estat́ıstica significativa
quando ela existe (Girardi et al., 2009). Normalmente, determina-se um
ńıvel de significância α que representa na prática uma taxa de erro tipo
I aceitável dado o grau de liberdade do estudo. Usualmente, o valor de
α é fixado em 5%, 1% ou 0,1%. Assim, determinada arbitrariamente a
probabilidade α de se cometer o erro de tipo I e utilizando a diferença
entre a quantidade total de amostras e a quantidade de grupos como grau
de liberdade, calcula-se o valor da estat́ıstica do teste para cada voxel i.
Se o valor absoluto da estat́ıstica calculado com os dados das amostras for
maior que um determinado valor cŕıtico teórico, então considera-se que a
diferença encontrada no voxel i é estatisticamente relevante.

2.3 Modelo estatístico multivariado
O modelo multivariado tem o objetivo de extrair as informações discrimi-
nantes relevantes entre diferentes grupos utilizando todas as informações
dispońıveis em uma mesma análise. O método SVM (Support Vector Ma-
chines) (Vapnik, 1999) binário para a separação dos grupos analisados em
duas classes tem sido o mais utilizado em classificação de imagens médi-
cas por RM (Cuingnet et al., 2011; Sato et al., 2009; Klöppel et al., 2008;
Mourão-Miranda et al., 2006). No contexto deste trabalho, as classes de
interesse são DA versus controle e TCL versus controle.

2.3.1 Máquinas de vetores suporte para classificação linear
As Máquinas de Vetores Suporte ou Support Vector Machines (SVM) (Vap-
nik, 1999, 1998) são um método de classificação amplamente utilizado em
bioinformática além de outras áreas de conhecimento devido a sua alta
precisão, capacidade de lidar com alta-dimensionalidade e quantidade de
informação e flexibilidade na modelagem de diversas fontes de dados (Schöl-
kopf et al., 2004).
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O classificador SVM também é chamado de modelo não-paramétrico,
pois ao contrário da inferência estat́ıstica clássica, os parâmetros não são
pré-definidos e seu número de vetores suporte depende dos dados de trei-
namento utilizado. Este classificador é baseado na minimização do risco
estrutural, que é uma função que depende do ajuste de um modelo aos
dados. Este ajuste leva em consideração a complexidade do modelo. Isto
é importante para que o classificador tenha boas propriedades de generali-
zação, ou seja, poder de predição.

Nos casos onde as classes não podem ser separadas de forma linear,
o SVM transforma a entrada original em um espaço caracteŕıstico de
alta dimensionalidade por meio de mapeamentos não-lineares ou multi-
quadráticos com a utilização de uma função kernel apropriada. Após esta
etapa de transformação não-linear é encontrado o hiperplano linear ótimo
de separação deste espaço em duas classes (Huang et al., 2005).

Para uma classificação linear binária, seja o seguinte conjunto de trei-
namento formado por N pontos, onde cada entrada −→xi tem n atributos e
está em uma das duas classes, ou seja, yi = −1 ou yi = +1. O hiperplano
de separação pode ser descrito pela seguinte equação:

f(−→x ) = −→w · −→x + b = 0, (8)

onde −→w é o vetor normal ao hiperplano e b
‖−→w‖ é a distância perpendicular

do hiperplano até a origem, conforme a Figura 3.

Figura 3. Representação da separação linear de hiperplano utilizando o
SVM.

Os dados de treinamento podem ser discriminados em:
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yi = +1: −→xi · −→w + b ≥ +1, (9)

yi = −1: −→xi · −→w + b ≤ −1. (10)

Considerando os pontos mais próximos da separação do hiperplano,
isto é, os vetores suporte, pode-se descrever os planos como:

para H1: −→xi · −→w + b = +1, (11)

para H2: −→xi · −→w + b = −1. (12)

Para obter a separação ótima de hiperplano é necessário maximizar
a margem do SVM, ou seja, manter os vetores suportes mais distantes
posśıveis do hiperplano. Minimizando o vetor −→w e aplicando uma função
de otimização quadrática com solução por Lagrange, primeiro obtem-se o
vetor normal ao hiperplano de separação na Equação 13, depois os vetores
suporte por meio das Equações 14 e 15:

−→w =

N∑
i=1

αiyi
−→xi , (13)

αsys(
−→xs · −→w + b) = 1, (14)

αsys(
∑
mεS

αmym
−→xm · −→xs + b) = 1, (15)

onde os multiplicadores de Lagrange, representados por α, dada a sua ma-
ximização pelas condições de otimização de Karush-Kuhn-Tucker (KKT),
são valores positivos que correspondem aos vetores suporte, porque nesta
condição se encontram nos hiperplanos H1 e H2.

Por fim, a função de classificação é definida pela Equação 16 a seguir:

g(−→x ) = sgn(f(−→x )) = sgn

( ∑
−→xiεV etoresSuporte

αiyi
−→xi · −→x + b

)
. (16)

2.3.2 Projeção de hiperplano para predição de modelo classificatório
A projeção de hiperplano pode ser uma maneira versátil de verificar o com-
portamento de casos intermediários de classificação e apontar a direção de
evolução para um determinado elemento. Este aspecto pode ser utilizado
especialmente na área médica para monitorar a evolução de uma determi-
nada enfermidade e antecipar o caminho de deterioração para começar o
quanto antes a estratégia de medicação, por exemplo.
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Por meio dos hiperplanos gerados pelo classificador baseado em SVM
pode-se utilizar a técnica de projeção em hiperplanos para verificar o com-
portamento de determinados elementos que não fizeram parte do conjunto
de treinamento original afim de avaliar seu comportamento devido à se-
melhança ou correlação com os elementos originais. A Figura 4 mostra a
representação da projeção de amostra em hiperplanos previamente treina-
dos no modelo de classificação SVM.

Figura 4. Representação da projeção de amostra em hiperplanos
previamente treinados no modelo de classificação SVM. Adaptado de

(Mourão-Miranda et al., 2006).

A projeção de um elemento externo ao treinamento no hiperplano ótimo
utiliza a função da Equação 17 a seguir:

f(−→x ) = (−→x · −→w ) + b = 0. (17)

Utilizando a técnica de validação cruzada (Weston, 1999), é posśıvel
avaliar a generalização dos resultados da classificação para verificar qual
o desempenho do modelo preditivo. Este tipo de validação se baseia, em
um primeiro momento, em gerar os hiperplanos de separação com amostras
previamente treinadas, depois projetar uma amostra que não participou da
etapa do treinamento, para, posteriormente, o classificador definir em qual
lado do hiperplano a mesma será projetada. Esta caracteŕıstica é explorada
para a validação do modelo classificatório e preditivo dos pacientes com
TCL.
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Figura 5. Fluxo das etapas envolvidas na classificação multivariada.

2.4 Classificador multivariado
A classificação multivariada foi realizada com a utilização do método SVM
e é composta das seguintes etapas, ilustradas esquematicamente na Figura
5: (i) extração de caracteŕısticas relevantes, (ii) treinamento dos grupos
que se deseja classificar, (iii) teste e classificação.

A extração das caracteŕısticas relevantes das imagens médicas é rea-
lizada pelos processos de pré-processamento. Foi priorizado a substância
cinzenta devido aos efeitos das enfermidades estudadas se concentrarem,
principalmente, neste tecido. As demais componentes cerebrais resultan-
tes da segmentação, como a substância branca e o ĺıquor são descartadas.
Após a separação das imagens, cada uma delas é transformada em um
vetor de informações cuja dimensão é dada pelo número de voxels da ima-
gem pré-processada. Neste trabalho o tamanho da imagem tridimensional
é de 91 x 109 x 91 (x, y, z). A próxima etapa consiste no treinamento e
aprendizado das imagens envolvidas. Nesta etapa o classificador realizará a
melhor separação linear posśıvel entre duas classes de acordo com os vetores
de informações provenientes das imagens médicas, segmentadas e suaviza-
das. Por fim, na fase de testes, cada amostra é avaliada de acordo com o
treinamento prévio realizado e desta forma o classificador determinará sua
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acurácia de classificação. A projeção corresponderá a quão distante uma
classe da outra uma certa amostra estará de acordo com suas caracteŕısti-
cas relevantes. Assim pode-se estimar se uma dada amostra se aproxima
mais de um determinado grupo ou de outro.

2.5 Base de dados internacional ADNI
Para a realização dos experimentos foi utilizada a base de dados internacio-
nal ADNI (Alzheimer’s Disease Neuroimaging Initiative) tanto de imagens
quanto de informações cĺınicas a respeito dos seus participantes. A base do
ADNI é uma importante fonte de dados padronizada e suas imagens e de-
mais informações são utilizadas em vários trabalhos relacionados na área
em toda a comunidade cient́ıfica (Spulber et al., 2010; Yakushev et al.,
2009; Cuingnet et al., 2011), principalmente nas pesquisas mais recentes.

O banco de dados ADNI é uma iniciativa público-privada financiada a
partir de várias fontes nos Estados Unidos da América, incluindo agências
de fomento à pesquisa governamentais e não governamentais bem como di-
versas empresas, em grande parte do setor farmacêutico, que visa coletar o
maior número de imagens por RM estrutural em boas condições e de forma
padronizada para serem analisadas em pesquisas que poderão auxiliar no-
vas descobertas para o tratamento de doenças relacionadas a DA. O acervo
contempla imagens estruturais por RM, informações adicionais como, por
exemplo, sexo, idade, pontuações em testes cognitivos, seguimento cĺınico e
informações genéticas para três grupos distintos e conhecidos a priori : DA,
TCL e controles (clinicamente sem nenhuma desordem cerebral). O banco
de dados é hospedado no acervo de imagens do LONI IDA (Laboratory of
Neuro Imaging Image Data Archive) da Universidade da Califórnia1.

Os participantes do banco de dados foram recrutados em 50 localidades
nos Estados Unidos e no Canadá, sendo 233 controles cognitivamente sau-
dáveis em idade avançada seguidos por 4 anos, 408 indiv́ıduos com TCL
amnésico seguidos por 3 anos e 200 indiv́ıduos com DA inicial seguidos
por 2 anos. Estes números refletem a situação do banco no final de 2010,
pois há atualização constante. Os critérios de inclusão no ADNI foram:
indiv́ıduos entre 55 e 90 anos de idade, sem histórico de depressão ou outra
condição psiquiátrica, ausência de medicações psicoativas, pontuação 4 ou
menor no teste de Hachinski modificado, ter parceiro fixo capaz de prover
informações sobre funcionalidade em atividades diárias. Para os contro-
les saudáveis foram pré-requisitos: pontuação entre 24 e 30 no teste Mini
Mental e pontuação de 0 no Clinical Dementia Rating (CDR). Para paci-
entes com TCL foram pré-requisitos: queixas de problemas de memória,
pontuação entre 24 e 30 no teste Mini Mental, perda de memória medida
com o teste Logical Memory II, CDR de 0,5 e sem prejúızos funcionais nas
atividades diárias. Para pacientes com a DA foram pré-requisitos: estar

1 http://www.loni.ucla.edu/ADNI

http://www.loni.ucla.edu/ADNI
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de acordo com os critérios de provável diagnóstico do National Institute
of Neurological Disorders and Stroke e Alzheimer’s Disease and Related
Disorders Association, pontuação entre 20 e 26 no teste Mini Mental e
pontuação de 0,5 ou 1 no CDR.

As imagens por RM foram coletadas em diversos equipamentos de fabri-
cantes diferentes, por isso durante a fase de planejamento do ADNI foram
desenvolvidos protocolos espećıficos para cada fabricante, com o objetivo
de maximizar a utilidade cient́ıfica das imagens coletadas e minimizar pos-
śıveis artefatos relacionados à aquisição das imagens.

3. Experimentos e Resultados

3.1 Mapeamento visual das diferenças univariadas estatisticamente
relevantes

Por meio da aplicação do SPM (Friston et al., 1995b), foi realizado o mape-
amento estat́ıstico paramétrico que consistiu em uma sobreposição de uma
imagem de um cérebro de referência com o mapa gerado pelo teste de hipó-
teses. Esse mapa é traduzido como regiões de atrofia cerebral significantes
entre os grupos de estudo.

Para melhor compreensão dos resultados e das regiões cerebrais demar-
cadas como coincidentes ou não, foi sobreposto o mapa de contrastes de
cada análise em uma imagem de RM estrutural de um cérebro de controle,
através do software MRIcro (Rorden & Brett, 2000). A Figura 6 mostra
esses resultados. As diferenças entre DA e controles são representadas pela
cor vermelha. Para as diferenças entre TCL e controles, utilizou-se a cor
azul e as caracteŕısticas comuns entre as duas análises são representadas
pela mistura das cores vermelha e azul, representadas em tons de rosa.
Para visualização das diferenças estat́ısticas optou-se utilizar o ńıvel de
confiança de 95%.

No mapeamento univariado pode-se verificar as regiões do cérebro com
diferenças estat́ısticas mais evidenciadas e concentradas em certas estrutu-
ras do que outras, como por exemplo, nas estruturas do hipocampo, lobos
temporais, corpo caloso, cerebelo e sistema ventricular quando compara-se
controles com DA. Na comparação entre controles e TCL, as diferenças
são mais sutis, coincidindo em muitas regiões como aquelas detalhadas na
DA, mas não tão localizadas. Este resultado evidencia o efeito da atrofia
no tecido cerebral em maior escala de acordo com o biomarcador cĺınico
baseado em neuroimagem utilizado atualmente (Cuingnet et al., 2011).

As informações extráıdas com este mapeamento coincidem com as in-
formações cĺınicas esperadas para cada tipo de enfermidade (Killiany et al.,
2000; Xu et al., 2000; Bobinski et al., 1998). O método de mapeamento
univariado, que analisa a imagem por RM voxel-a-voxel, constrói um mapa
estat́ıstico com várias regiões que compreendem as diferenças entre os gru-
pos analisados. Essas regiões confirmam as estruturas cerebrais afetadas e
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Figura 6. Mapeamento visual das diferenças univariadas estatisticamente
relevantes: DA em vermelho, TCL em azul e regiões mútuas em lilás.

constituem uma ferramenta estat́ıstica importante em evidenciar as prin-
cipais caracteŕısticas relevantes entre os grupos analisados.

3.2 Mapeamento e classificação do modelo estatístico multivariado
O mapeamento e classificação estat́ıstica de imagens no modelo multivari-
ado foram realizadas por meio do aplicativo PROBID (Pattern Recognition
of Brain Image Data) (Marquand et al., 2010), utilizando o classificador
SVM binário com validação cruzada baseada no método Leave One Out. As
imagens foram classificadas em DA versus controle e TCL versus controle.
Esta análise é baseada na classificação binária dos pacientes, que permite
não somente avaliar o desempenho do classificador em separar os grupos de
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análise, mas também como utilizar a informação para um modelo preditor,
especialmente para os casos de TCL que poderão evoluir para a DA.

3.2.1 Classificação estatística multivariada
Para a classificação dos grupos controle versus DA foi obtido um alto ńıvel
de desempenho, com acurácia de 86,11%. A classificação do grupo controle
versus TCL obteve um ńıvel de desempenho inferior devido ao TCL se
encontrar na fronteira entre o envelhecimento natural e a demência (Flint
Beal et al., 2005) e obteve acurácia de 71,79%, conforme Tabela 2. A
explicação de cada parâmetro de desempenho é exemplificada pela Tabela
1 e os valores consolidados dos indicadores de avaliação foram obtidos por
meio das Equações 18 (Sensibilidade), 19 (Especificidade) e 20 (Acurácia),
descritas a seguir:

Resultado Doença Presente Doença Ausente

Positivo VP (Verdadeiro Pos.) FP (Falso Pos.)
Negativo FN (Falso Neg.) VN (Verdadeiro Neg.)

Tabela 1. Quadro explicativo para o conceito de avaliação dos resultados
pelo sistema classificador.

S =
V P

V P + FN
(18)

E =
V N

FP + V N
(19)

A =
V P + V N

V P + V N + FP + FN
. (20)

Classificação Sensibilidade Especificidade Acurácia

DA x Controles 87,22% 85% 86,11%
TCL x Controles 73,74% 69,83% 71,79%

Tabela 2. Quadro com os principais indicadores de desempenho do
processo de classificação multivariado utilizando o SVM.

O classificador conseguiu separar os grupos DA e controles baseado so-
mente na informação contida na imagem por RM com uma baixa taxa de
erro. Apesar da imagem por RM ser um importante biomarcador para au-
xiliar no diagnóstico da DA, ela não é o único critério adotado (McKhann
et al., 1984), e isso pode ajudar a explicar os erros de classificação encon-
trados. Ainda é posśıvel verificar que a classificação não somente separa
as duas classes como também pode indicar a severidade dos efeitos da DA
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sob o ponto de vista do classificador. Por exemplo, pacientes classificados
no grupo DA com ı́ndice de classificação mais negativo podem indicar uma
progressão maior da doença enquanto os pacientes que se encontram na
região de separação (́ındices próximos de zero) podem estar no ińıcio da
DA.

Na classificação entre os grupos TCL e controles, a separação entre os
dois grupos não é tão evidente quanto nos grupos DA e controles. Isso é
explicado pela natureza da TCL ser caracterizada pela transição gradual
entre o envelhecimento natural e a demência. Seu diagnóstico é conside-
rado complexo sob o ponto de vista cĺınico, mesmo assim o classificador
conseguiu separar os grupos de pacientes com taxa de acerto de aproxima-
damente 72%. Da mesma maneira, a severidade dos efeitos do TCL pode
estar associada à sua classificação, logo os pacientes com ı́ndices de classi-
ficação mais negativos podem indicar uma evolução maior da doença. Os
pacientes que se encontram na região de separação podem indicar a própria
transição entre o envelhecimento natural e a demência.

Figura 7. Gráfico de projeção dos grupos controle, DA e TCL junto ao
resultado do teste de cognição Mini Mental (classificação no eixo x e

resultado do Mini Mental no eixo y)

O gráfico ilustrado pela Figura 7 fornece a plausibilidade do modelo,
pois mostra o cruzamento das informações do resultado do teste de cognição
Mini Mental com a informação obtida pelo classificador para os três grupos
envolvidos (DA, TCL e controle) na primeira visita de aquisição. Fica
comprovado que, quanto menor o resultado do teste Mini Mental, mais
a classificação converge para casos de DA, ou seja, há um agrupamento
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dos pacientes da DA em zonas de pontuação baixa. Os pacientes com
TCL ficam concentrados na zona intermediária e, por fim, os casos de
controle, ficam no topo da pontuação. O Mini Mental é um importante
teste de avaliação cognitivo utilizado para acompanhamento e subśıdio para
o diagnóstico de pacientes com TCL e DA.

3.3 Projeção de amostras e predição da classificação
A projeção de amostras tem por objetivo validar em que ńıvel de severidade
os efeitos no TCL estão e se é posśıvel verificar sob o ponto de vista da
base de treinamento dos grupos DA e controles, se o paciente está no ińıcio
do TCL ou com aspecto de estabilização, podendo ser classificado pelo
hiperplano como uma amostra de controle. De forma contrária, se estiver
em estado de progressão, poderá ser classificado como DA ou na região
de fronteira. Este experimento foi realizado com as 179 amostras de cada
grupo (DA e controle) na primeira aquisição de imagem. Adicionalmente,
o experimento utilizou imagens por RM em várias etapas de aquisição
para realizar o acompanhamento da progressão da enfermidade e relacionar
com a informação obtida exclusivamente pelo classificador. Portanto, é
posśıvel evidenciar casos de conversão em etapas diferentes de aquisição,
de acordo com a progressão da enfermidade. As informações obtidas neste
experimento são validadas pelos dados cĺınicos que estão dispońıveis na
base do ADNI, assim pode-se também constatar se houve confirmação dos
casos de conversão ou não previstos pelo classificador desde a primeira
aquisição.

O experimento de acompanhamento utilizou 30 pacientes escolhidos
aleatoriamente de cada grupo (DA e TCL) que foram testados em três
etapas diferentes (aquisição ou screening, seis meses depois e 24 meses
depois). Foi constatado que nem todos os pacientes possuem o mesmo
acompanhamento, ou seja, podem ter a aquisição inicial e somente após
12 meses realizam outra aquisição, de modo que tentou-se priorizar neste
experimento os pacientes que possuem as três etapas de aquisição para
permitir uma melhor comparação entre eles.

Para a validação da relação do parâmetro obtido na classificação com
o diagnóstico cĺınico e também pelas caracteŕısticas evidenciadas pela pro-
gressão foi projetada a classificação do grupo de pacientes com DA ao longo
de 24 meses, com as três etapas de aquisição nos hiperplanos de classifica-
ção (no hiperplano da DA o valor de classificação é menor do que zero e
para o hiperplano de controle o valor de classificação é maior do que zero).
No gráfico da Figura 8 é posśıvel constatar que, como a DA é uma do-
ença neurodegenerativa progressiva, e mesmo com a medicação atual, não
é posśıvel a sua regressão. As projeções confirmam o progresso constante
da doença e nenhum sinal de regressão.

Aplica-se então o mesmo estudo de validação para o grupo de pacientes
com TCL (Figura 8), onde é apresentado a evolução da enfermidade para
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este grupo de pacientes. Neste gráfico fica evidente a caracteŕıstica da ve-
locidade da progressão da enfermidade ser mais lenta quando comparada
com os efeitos da DA. Por esse motivo, verifica-se que as amostras dos paci-
entes da primeira, segunda (após seis meses) e terceira (após 24 meses) eta-
pas de aquisição ficam próximas umas das outras, diferentemente quando
compara-se a evolução da DA, onde para cada visita o aprofundamento dos
efeitos da enfermidade é maior. Ainda é posśıvel verificar pacientes com
TCL que possuem uma grande probabilidade de evoluir para a DA cujo
valor de classificação seja menor que zero ou na zona limı́trofe, evidenciado,
por exemplo, pelo paciente de número 2. O oposto também é verificado,
isto é, pacientes com estabilização na zona de transição ou com valor de
classificação maior do que zero, como por exemplo o paciente de número
27, onde todos os exames se encontraram na mesma região, ou seja, não
houve uma evolução consistente dos efeitos da DA.

Figura 8. Gráfico radial de projeção da evolução do grupo de pacientes
(DA e TCL). Valores negativos sinalizam DA e positivos controles. Cada

eixo radial corresponde a um paciente distinto.

Foram confirmados pelo acompanhamento cĺınico fornecido pela base
do ADNI 87,5% de conversão dos pacientes TCL classificados de maneira
preditiva para conversão para DA, levando em consideração somente a
informação da imagem médica por RM. Em termos de acurácia total, ou
seja, confirmação dos pacientes que converteram ou não clinicamente, o
desempenho foi de 76,7%.

Avaliando os dados de classificação mostrados no quadro da Tabela 5
é verificada uma taxa elevada de confirmação das informações de classi-
ficação, que indicam um bom desempenho do modelo preditivo. Para a
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Indicador Quantidade

Verdadeiro Positivo (VP) 14
Verdadeiro Negativo (VN) 9

Falso Positivo (FP) 5
Falso Negativo (FN) 2

Tabela 3. Quadro com dados de desempenho do modelo estat́ıstico
multivariado comparando com os resultados dos testes de cognição cĺınico.

avaliação da predição de conversão ou não dos pacientes com TCL foram
utilizados os mesmos indicadores de desempenho utilizados anteriormente
(Tabela 1). Assim, obtém-se para VP o valor de 14 das 16 amostras con-
firmadas. Para VN obtém-se o valor de nove das 14 amostras confirmadas.
Para FP obtém-se o valor de cinco amostras e para FN tem-se o valor de
duas amostras. O resumo destes resultados estão descritos na Tabela 4.

Sensibilidade Especificidade Acurácia

87,5% 64,3% 76,7%

Tabela 4. Quadro com dados de desempenho do modelo estat́ıstico
multivariado de conversão comparando com a confirmação cĺınica.

Realizando uma avaliação mais completa dos resultados e da sua vali-
dação cĺınica de acordo com o que foi conclúıdo com os dados2 da Tabela
5, verifica-se que o modelo de predição (ou seja, se um paciente com TCL
converterá ou não para DA) é promissor. Das confirmações em que o clas-
sificador coincidiu com o dado cĺınico (14 de 16 ou 87,5% de acerto para os
casos de conversão), apenas em um caso o classificador apontou conversão
para DA em menos de um ano de antecedência (paciente com identificação
2). Nos demais casos o classificador já apontava conversão para DA com
grande antecedência, superior ou igual a um ano, confirmada clinicamente
nas etapas posteriores. O poder de predição chegou a ser de 4 anos de
antecedência. Também é importante mencionar os casos de não conversão.
O classificador constatou nove não conversões das 14 verificadas clinica-
mente. Como o objetivo principal é promover o tratamento dos pacientes
convertedores cada vez mais cedo, estes resultados mostram a relevância
de se utilizar tais ferramentas computacionais para avaliação de pacientes
com TCL em complemento com o acompanhamento cĺınico.

2 As informações ND (não definido) na Tabela 5 são devido à ausência de aqui-
sição de imagem de um determinado paciente. A 2a visita é após 6 meses a
primeira aquisição e a 4a visita é após 18 meses da primeira aquisição. Nem
todos os pacientes possuem exames em todas as visitas.
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Paciente Predição Conv. Cĺınica Acerto

ID. Idade 1aVisita 2aVisita 4aVisita

1 74,9 -0,79461 -0,8492 -1,6597 Sim (2 anos) X
2 76,67 -2,1939 -2,4957 -3,0149 Sim (0,5 ano) X
3 73,5 -1,3687 -1,765 -2,4474 Não %
4 75,3 0,63533 0,73644 0,13702 Não X
5 79,89 -0,26161 -0,10006 ND Não %
6 86,29 -1,5859 ND -2,8244 Sim (1,5 anos) X
7 82,84 -0,59505 ND -0,30472 Sim (4 anos) X
8 81,77 -1,5307 -1,4724 -1,7035 Sim (3 anos) X
9 56,81 -1,2188 -0,66401 -1,8249 Sim (1,5 anos) X
10 87,78 -1,1763 ND -1,5435 Sim (1,5 anos) X
11 82,02 1,6732 1,0088 0,73405 Não X
12 62,19 -1,1742 -0,76552 ND Sim (2 anos) X
13 77,07 -1,1143 -1,2034 ND Sim (1,5 anos) X
14 61,66 -0,72683 -0,42392 -1,4065 Não %
15 70,52 -1,3511 -1,1541 -2,1038 Sim (1 ano) X
16 79,75 0,84755 1,0393 0,76782 Sim (0,5 ano) %
17 75,66 0,32715 0,75582 ND Não X
18 65,16 0,33904 0,30631 ND Não X
19 78,51 0,03779 ND -0,52664 Sim (3 anos) X
20 75,03 1,2826 1,1003 1,0685 Não X
21 79,94 -0,43008 ND ND Sim (1 ano) X
22 64,71 0,38254 0,28761 -0,2342 Sim (1,5 anos) X
23 71,02 0,72424 0,65947 ND Não X
24 75,98 0,68095 0,73789 0,42262 Não X
25 71,1 -0,42939 -0,57593 -0,71368 Sim (3 anos) X
26 74,16 -0,056789 ND -0,37667 Não %
27 72,47 0,38824 0,22058 0,61694 Não X
28 68,02 -0,67679 -0,6302 ND Não %

29 76,64 0,22907 0,39083 ND Sim (inicial) %
30 81,81 0,19246 0,3651 0,15992 Não X

Tabela 5. Tabela com a classificação baseada em projeção dos casos de
TCL no hiperplano de DA versus controles, comparando os casos de

conversão cĺınica para DA confirmados pelo ADNI.

4. Conclusão

Este trabalho utilizou o arcabouço computacional de análise de imagens
médicas por RM que torna posśıvel a investigação de diferenças locais
na anatomia do cérebro humano. Este arcabouço implementa o método
de morfometria baseado em voxel que, de forma sucinta, estima a dis-
tribuição de probabilidade das intensidade dos voxels para gerar mapas
estat́ısticos paramétricos que possam determinar diferenças relevantes que
permitem, antes de realizar qualquer tipo de análise, extrair as informa-
ções mais importantes. A extração dessas informações constitui a etapa
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de pré-processamento, que tem por objetivo normalizar as imagens com a
finalidade de mantê-las em um mesmo espaço anatômico para permitir a
comparação de pessoas diferentes em uma mesma análise. Após isso, são
extráıdas as regiões de interesse do cérebro por meio da segmentação de
imagens. A última etapa do pré-processamento, a suavização, tem o ob-
jetivo de suavizar as bordas das imagens, processo que auxilia a eficiência
dos testes estat́ısticos.

Neste artigo, por meio de mapeamentos estat́ısticos, foi posśıvel revelar
quais as diferenças estatisticamente relevantes entre as enfermidades DA e
TCL nas estruturas cerebrais humanas. As diferenças encontradas podem
complementar os estudos atuais relacionados com ambas as doenças e os
efeitos que afetam cada uma das enfermidades, sobretudo no TCL, onde a
possibilidade de antecipar a evolução para outros tipos de demência per-
mite um tratamento cĺınico mais personalizado. Nota-se, especialmente,
a relevância da região do hipocampo, comum nas duas enfermidades, que
estabelece efeitos semelhantes nos pacientes, porém em diferentes tipos de
severidade.

Com o classificador multivariado foi posśıvel, além de verificar como o
método classifica os grupos analisados, também constatar o efeito preditor
do modelo estat́ıstico na prática. Na classificação de grupos, o desempenho
de acurácia para separação dos grupos DA e controles obteve pouco mais
de 86% de acurácia, nos grupos TCL e controle o resultado foi um pouco
inferior, chegando a mais de 71% de acurácia. Estes resultados comprovam
que o SVM conseguiu uma boa margem de classificação para todos os gru-
pos analisados. Outros trabalhos na área obtiveram valores de desempenho
semelhantes por meio desta e de outras técnicas de classificação quando se
compararam os mesmos grupos envolvidos neste trabalho (Cuingnet et al.,
2011).

Ao treinar uma base de dados com um número significativo de amos-
tras de pacientes com DA e controles, a avaliação de acompanhamento de
pacientes com TCL durante 24 meses em três etapas de aquisição tornou-se
um método promissor de predição dos efeitos da DA e posterior possibi-
lidade de conversão. O modelo foi devidamente validado por meio das
confirmações cĺınicas dos pacientes com conversão para DA, por meio do
acompanhamento cĺınico que o banco de dados ADNI proporciona. O alto
grau de confirmações verificadas, superior a 80%, e a grande capacidade de
predição, confirmada pela previsão de conversões de pelo menos seis meses
e até quatro anos de antecedência, podem indicar um caminho promissor
do estudo da conversão de pacientes com TCL para DA.
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Capítulo 2

Análise e Caracterização de Lesões de Pele
para Auxílio ao Diagnóstico Médico
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Resumo: Neste caṕıtulo, propõe-se uma metodologia h́ıbrida para
detectar e extrair os contornos de lesões de pele a partir de ima-
gens, bem como a definição de caracteŕısticas usualmente utilizadas
no diagnóstico de lesões. O método de segmentação por divisão e
união (Split and Merge) foi adotado para detectar a lesão e obter o
seu contorno inicial. Em seguida, este contorno é refinado pelo mo-
delo de contorno ativo tradicional. Caracteŕısticas da lesão usadas
na regra ABCD são definidas a partir do contorno refinado. Os re-
sultados experimentais indicam que o método proposto é promissor
para detectar as áreas com lesão e extrair seus contornos a partir
de imagens, mantendo suas caracteŕısticas.

Palavras-chave: Segmentação de Imagens Médicas, Lesões de
Pele, Crescimento de Regiões, Contornos Ativos.

Abstract: A hybrid methodology for detecting and extracting skin
lesion contours from images as well as the definition of common
lesion diagnosis features are presented in this paper. The split and
merge segmentation method has been applied to lesion detection and
to the extraction of its initial contour. This contour is then adjusted
using the traditional active contour model. The final contour cha-
racteristic features are defined according to the ABCD rule. Ex-
perimental results show that the proposed method is promising in
detecting ill areas as well as extracting their contours from images,
while keeping lesions’ features.

Keywords: Medical Image Segmentation, Skin Lesions, Region
Growing, Active Contour.
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1. Introdução

Metodologias computacionais para processamento e análise de imagens têm
sido extensivamente pesquisadas, e várias soluções desenvolvidas para au-
x́ılio aos profissionais da área médica. Estas soluções visam ajudar no
diagnóstico e no acompanhamento da evolução de doenças e dos planos de
tratamento a partir de imagens, de forma rápida e precisa.

As lesões de pele são cada vez mais frequentes e podem indicar doenças
graves, tal como o câncer de pele. Geralmente, o diagnóstico inicial destas
lesões é feito a partir da análise de imagens obtidas através do exame de
dermatoscopia ou de fotografias tiradas usando câmeras digitais conven-
cionais. Para obter o diagnóstico inicial destas lesões, os dermatologistas
analisam visualmente as imagens das regiões suspeitas. No entanto, alguns
fatores, como o cansaço visual, a pequena dimensão de algumas lesões,
especialmente quando ainda em estágio inicial de desenvolvimento, e as
variações nas imagens causadas pela presença de rúıdos e reflexos, tornam
tal diagnóstico dif́ıcil e, por vezes, impreciso.

Para a análise de imagens de lesões de pele, os dermatologistas utili-
zam frequentemente, as caracteŕısticas da borda e da região interna das
lesões para fazerem um diagnóstico inicial e visual das áreas de lesões. Os
elementos que podem auxiliar no diagnóstico médico são a rugosidade e
irregularidade das bordas das áreas lesionadas, a sua assimetria, diâmetro
e variação de cor. Além disso, pode ser considerada também a evolução da
lesão com o passar do tempo. A análise da evolução pode ser justificada
devido a um aumento considerável do número de casos de câncer de pele
causados pelo desenvolvimento de manchas ou lesões, que são afetadas por
fatores externos, como a exposição excessiva ao sol (Guide, 2012). Assim,
técnicas de processamento e análise computacional de imagem podem ser
usadas para ajudar o dermatologista na realização de diagnósticos mais efi-
cientes, extraindo os contornos e as caracteŕısticas das lesões a partir das
imagens em estudo.

Para que um método computacional de aux́ılio a diagnóstico de lesões
de pele seja eficiente, o contorno extráıdo deve preservar as caracteŕısticas
de irregularidade da fronteira da lesão (Ma et al., 2010). Com o objetivo
de detectar e extrair os contornos de lesões de pele a partir de imagens,
mantendo sua integridade de detalhes, propõe-se desenvolver um método
para processamento e análise das imagens de pele. Para atingir este obje-
tivo aplicou-se o método de crescimento de regiões, seguido de uma etapa
de pós-processamento, onde este contorno inicial é melhor ajustado à lesão
pelo modelo de contorno ativo tradicional.

O crescimento de regiões foi implementado utilizando o algoritmo de
“divisão e união”(split and merge), adotando o desvio padrão dos ńıveis das
componentes do espaço de cor RGB (Red-Green-Blue) de cada quadrante
como parâmetro de controle de crescimento. Após a divisão é realizada a
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união baseada na intensidade de cor das áreas da lesão em estudo, tornando
posśıvel a extração do seu contorno inicial. A topologia deste contorno ini-
cial é similar à topologia da borda desejada. No entanto, o contorno inicial
deve ser refinado para representar convenientemente a borda da lesão. Para
tal refinamento, o método tradicional de contorno ativo é aplicado defor-
mando este contorno inicial, de maneira a obter o novo contorno, sendo o
mais próximo do real posśıvel.

Neste caṕıtulo, uma proposta de caracterização das lesões a partir das
bordas obtidas das imagens é proposta. No método desenvolvido, para
definir a rugosidade, a assinatura das bordas é extráıda, analisando-se o
tamanho e a quantidade de isṕıculos presentes na mesma. O diâmetro e a
assimetria das áreas lesionadas são calculados a partir da distância entre os
pixels do contorno, e a partir da localização do tecido lesionado obtem-se
a variação de sua coloração.

Na sequência, tem-se na Seção 2 o panorama geral da área em pesquisa.
Na Seção 3, descreve-se o método proposto. Uma discussão sobre os testes
realizados e os resultados experimentais obtidos são inclúıdos na Seção 4,
seguido das conclusões e sugestões para trabalhos futuros.

2. Enquadramento

Para efetuar o processamento e análise de imagens de lesões é importante
conhecer o problema a ser tratado, bem como as metodologias a serem
utilizadas na resolução do mesmo.

2.1 Diagnóstico de lesões de pele
O alto ı́ndice de lesões de pele adquiridas de várias formas, e as consequên-
cias que elas podem trazer para o paciente, podendo vir a ser um câncer de
pele, torna a sua detecção precoce muito importante para permitir a defini-
ção do plano de tratamento mais adequado. As lesões de pele provocadas
por células cancerosas podem levar vários anos para se manifestar. No
entanto, após se manifestarem, algumas lesões cancerosas podem crescer
lentamente enquanto outras (os melanomas, por exemplo) podem crescer
e se espalhar rapidamente pelo corpo (Guide, 2012). A demora na mani-
festação das lesões decorre do fato de que as canceŕıgenas geralmente se
desenvolvem a partir de uma célula doente, a qual sofreu alguma mutação
desordenada, provocando danos no seu DNA.

Para o diagonóstico das lesões de pele algumas caracteŕısticas visuais
como assimetria, irregularidade da borda, variação da cor interna e o diâme-
tro são observadas. Estas caracteŕısticas são conhecidas como ABCD das
lesões de pele (ou simplemente regra do ABCD). Na Tabela 1 apresenta-se
o guia ABCD.

O fato dos melanomas crescerem e se modificarem rapidamente tem
levado a uma reavaliação do guia ABCD, onde pretende-se adicionar a
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caracteŕıstica “evolução”, transformando o guia em ABCDE (Barcelos &
Pires, 2009). Uma pesquisa desenvolvida por Morris-Smith (1996) revelou
que os profissionais da área médica enfatizam muito estas caracteŕısticas
quando analisam as imagens de lesões, principalmente a irregularidade do
contorno (Jia-Xin & Sen, 2005). Este guia permite ao dermatologista fazer
uma análise prévia da lesão, definindo os procedimentos a serem seguidos
até que exames mais detalhados sejam feitos.

Tabela 1. Guia ABCD das lesões de pele (Adaptado de Barcelos et al.
(2003)).

Caracteŕıstica Descrição

Assimetria

Simétrica: lesões que geralmente são não cancerosas
e/ou não malignas, sendo mais arredondadas.
Assimétrica: lesões que possuem grande probabili-
dade de serem cancerosas e malignas.

Borda

Lisa: lesões não malignas possuem bordas lisas e su-
aves.
Rugosa ou cortada: frequentemente lesões malig-
nas possuem bordas irregulares.

Cor

Regular: lesões com cor interna homogênea que, na
maioria das vezes, são não malignas.
Irregular: geralmente os melanomas possuem co-
loração interna com grande variação das intensida-
des marrom e preta, podendo ter regiões isoladas em
branco.

Diâmetro

< 6mm: lesões não malignas geralmente possuem
diâmetro inferior a 6 mm e não variam de tamanho.
≥ 6mm: frequentemente os melanomas são maiores
do que 6 mm de diâmetro, crescem e mudam de forma
rapidamente.

As imagens de lesões de pele são obtidas, de forma não invasiva, a partir
de máquinas fotográficas ou, mais detalhadamente por meio de um exame
de dermatoscopia. Neste segundo caso, um instrumento óptico chamado
dermatoscópio é usado para fazer a captura da imagem. Este equipamento
possui lentes de aumento associadas a um sistema de iluminação, permi-
tindo analisar as camadas mais profundas da pele. A principal vantagem
de fazer a captura das imagens por dermatoscopia é o diagnóstico das le-
sões em seus estágios iniciais. No entanto, um fator negativo relacionado
a este exame é que a maioria dos pequenos munićıpios não dispõem de
tal tecnologia. Tal fato aumenta a importância de técnicas que permitam
uma análise inicial das lesões a partir de imagens obtidas por máquinas
fotográficas comuns.
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Através da visualização das imagens de pele, o dermatologista pode
analisar a lesão, e suas caracteŕısticas, a fim de ter uma idéia sobre a sua
classificação. No entanto, esta análise não é tarefa fácil, devido a fatores
como o cansaço visual do dermatologista, e a interferência causada por
pêlos ou bolhas sobre a região lesionada. Uma forma de minimizar estes
problemas é extrair o contorno destas regiões. Assim, a irregularidade das
lesões fica mais evidente, evitando que a principal caracteŕıstica do guia
ABCD seja distorcida em caso de cansaço visual.

2.2 Segmentação de imagens médicas
Geralmente, as técnicas de segmentação de imagens médicas são usadas
para detectar estruturas, tais como órgãos, lesões, tumores e tecidos,
representados em imagens, bem como extrair seus contornos de uma forma
eficiente, robusta e automatizada. As pesquisas nesta área têm focado
em métodos capazes de segmentar eficientemente as imagens afetadas
por rúıdos e outras interferências, evitando a perda das caracteŕısticas
principais da borda original, como a rugosidade, irregularidade e forma.
Outra caracteŕıstica muito pesquisada é a automatização dos métodos na
tentativa de evitar intervenções externas e subjetivas durante a etapa de
análise computacional das imagens. Há métodos de segmentação baseados
em diferentes conceitos e técnicas, como a limiarização de imagens,
crescimento de regiões, algoritmos genéticos, redes neurais artificiais,
modelos de contornos ativos e métodos h́ıbridos (Ma et al., 2010).

Limiarização
As metodologias de segmentação baseadas em limiares tentam separar

as regiões de interesse do fundo da imagem, usando valores como classifi-
cadores de uma caracteŕıstica particular (Gonzalez et al., 2003).

Crescimento de região
Na tentativa de unir o maior número posśıvel de pixels em regiões

homogêneas, têm sido propostos métodos baseados em crescimento
de regiões (Lee et al., 2005; Celebi et al., 2008). Uma abordagem
frequentemente usada é dividir a imagem de entrada em conjuntos de
regiões disjuntas, tal como realizado pelo método de divisão e união.
Esta abordagem consiste em dividir recursivamente a imagem original
em quadrantes, até que um dado parâmetro de crescimento P seja ver-
dadeiro. Usualmente, este parâmetro é baseado nos ńıveis de intensidade
de cada quadrante, como a média por exemplo. Então uma árvore é
constrúıda, onde cada nó não-folha possui quatro nós filhos, os quais
podem ser unidos de acordo com sua similaridade (Gonzalez et al., 2003).
Diversas outras abordagens para crescimento de regiões têm sido propostas.
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Algoritmos genéticos
Algoritmos genéticos (AG) têm sido usados na segmentação de ima-

gens com caracteŕısticas variadas (Hashemi et al., 2010; Mukhopadhyay
& Maulik, 2011). Os AG usam funções, conhecidas como operadores
genéticos, para gerar novas populações a partir de uma população inicial,
com o objetivo de produzir indiv́ıduos mais aptos. Os operadores mais
comuns são o de cruzamento e mutação. O primeiro recombina as
caracteŕısticas dos pais durante o processo de reprodução, resultando
na herança de caracteŕısticas pelas gerações seguintes. Este operador
pode ser implementado de diferentes formas: cruzamento de ponto único,
onde um ponto é selecionado para dividir os cromossomos dos indiv́ıduos
pais em duas partes, e então as informações genéticas (genes) dos pais
são trocadas, passando uma das partes de um pai para o outro; e o
cruzamento multi-ponto, onde os genes são trocados considerando mais do
que um ponto de corte. O operador de mutação atua na manutenção da
diversidade genética da população, evitando a estagnação na evolução dos
indiv́ıduos, que pode gerar resultados falsos-positivos.

Redes neurais artificiais
As redes neurais artificiais (RNA) são sistemas inteligentes, cuja

meta é interpretar e resolver problemas computacionais baseando seu
funcionamento no do cérebro humano (Babini & Marranghello, 2007). Elas
são capazes de adquirir conhecimento utilizando um grande conjunto de
unidades de processamento, tratados por neurônios artificiais, interligados
entre si, formando o que se conhece por sinapses artificiais. Essa estrutura
confere às RNA uma capacidade de processamento paralelo e distribúıdo,
garantindo-lhes caracteŕısticas interessantes, do ponto de vista computa-
cional, tais como: adaptabilidade, capacidade de aprendizado, habilidade
de generalização, tolerância a falhas, possibilidade de armazenamento
distribúıdo e facilidade de prototipagem (da Silva et al., 2010). Técnicas
baseadas em RNA têm sido muito utilizadas para o reconhecimento de
padrões (Bishop, 2004), em particular, dentro do escopo deste caṕıtulo,
para o processamento e análise de imagens médicas (Hudson & Cohen,
2000).

Modelos de contornos ativos
Com o objetivo de desenvolver métodos de segmentação mais precisos

e capazes de realizar a detecção aceitável de objetos e estruturas irregu-
lares, várias técnicas de segmentação de imagens baseadas no modelo de
contorno ativo de Kass et al. (1988) têm sido propostas. Usualmente,
estes métodos iniciam com uma curva inicial, definida dentro do domı́nio
da imagem, deformando esta curva em direção à borda desejada, pela ação
de forças internas e externas aplicadas sobre a curva. Esta deformação
é obtida pela minimização da energia da curva, sendo a energia mı́nima
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encontrada quando a curva está sobre a caracteŕıstica a ser segmentada.
O uso dos métodos de segmentação baseados em contornos ativos tem sido
muito explorado na análise de imagens médicas (Yoon et al., 2008; Lu &
Shen, 2006).

Métodos h́ıbridos
Existe também uma tendência para unir diferentes técnicas (Jianli &

Baoqi, 2009; Dokur & Ölmez, 2002; Araujo et al., 2011). Estas metodolo-
gias h́ıbridas têm ganhado atenção especial devido à sua habilidade para
produzir resultados mais precisos, além de processar imagens mais comple-
xas. Por meio da combinação das caracteŕısticas de duas ou mais técnicas,
estas metodologias são usadas para superar algumas dificuldades da seg-
mentação, tais como a heterogeneidade das regiões, as interferências de
rúıdos, as variações de posicionamento ou oclusões.

3. Método proposto

Nas imagens de lesões de pele existe a interferência causada por rúıdos e
outros artefatos, como pêlos, bolhas e interferências da iluminação. Além
disto, as lesões de pele possuem formas, dimensões e tons variados. As-
sim, realizar a caracterização visual destas lesões é uma tarefa complexa,
o que torna a extração eficiente das bordas de lesões crucial para facilitar
o diagnóstico pelo dermatologista. Aqui é proposto um método h́ıbrido
para extrair contornos de lesões de pele a partir de imagens convencionais,
usando as técnicas de crescimento de regiões e contornos ativos. Optou-
se por adotar as imagens obtidas por câmeras de imagem convencionais
devido ao fato de uma boa parte dos exames iniciais ainda serem feitos a
partir destas imagens, por falta de acesso ao dermatoscópio.

Na Figura 1, apresenta-se o diagrama de fluxo do método proposto para
realizar as tarefas de processamento, segmentação e caracterização das le-
sões a partir de imagens de pele. O método é baseado nos seguintes passos:
pré-processamento, processamento, pós-processamento e caracterização.

As imagens de lesões de pele são geralmente coloridas e variadas, com
diferentes formas e intensidades de rúıdo, como pêlos, bolhas e interferência
da iluminação, dificultando sua caracterização visual. Desta forma, um
filtro de redução de rúıdos é aplicado para pré-processar a imagem original
e tentar reduzir a interferência destes artefatos na etapa de segmentação.
Nesta etapa, é desejável que as interferências sejam removidas e ao mesmo
tempo as regiões dos contornos dos objetos mantidas. Diante disto, o
método de suavização proposto por Barcelos et al. (2003) é aplicado por
apresentar bons resultados na remoção de rúıdos e na manutenção das
bordas em imagens de pele, como pode ser verificado em Barcelos & Pires
(2009).
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A extração das bordas das lesões de forma eficiente é importante para
facilitar a análise da rugosidade do contorno das regiões lesionadas pelo
dermatologista. Várias técnicas de segmentação podem ser aplicadas para
realizar esta tarefa. No entanto, para obter bordas mais precisas, as tarefas
de extrair os contornos é dividida em duas etapas: detecção do contorno
da lesão e refinamento deste contorno. Em cada etapa foi aplicado um
método de segmentação, na tentativa de obter contornos que mantivessem
a integridade de suas caracteŕısticas.

Figura 1. Diagrama de fluxo do método proposto.

Após a redução das interferências causadas pela presença de rúıdos,
o segundo passo do método é aplicado na imagem para detectar a área
lesionada e extrair um contorno inicial para esta. Partindo-se do conheci-
mento a priori sobre as lesões de pele analisadas, nota-se que geralmente
as áreas lesionadas apresentam intensidades de cores mais escuras do que
as regiões não lesionadas. Assim, o método de segmentação baseado em
divisão e união foi adotado para esta etapa, por permitir dividir a imagem
em regiões distintas de acordo com a similaridade de seus pixels. Nesta seg-
mentação inicial, cada componente do sistema de cores RGB é processada
separadamente e unidas posteriormente. Na tentativa de aceitar apenas os
quadrantes da imagem que possuam uma variação de intensidade reduzida,
adotou-se o desvio padrão das intensidades dos pixels de cada quadrante
como parâmetro de crescimento. Sendo a imagem suavizada dividida até
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que o desvio padrão do quadrante seja inferior a 20% do desvio padrão
da imagem antes da divisão. Este valor foi definido experimentalmente a
partir de testes realizados sobre o conjunto de imagens analisadas. Assim,
a divisão acontece até que este parâmetro seja satisfeito ou, no pior caso,
até que o quadrante tenha dimensões iguais a 2x2 pixels e assim não seja
mais diviśıvel.

O passo seguinte permite que as imagens suavizadas sejam represen-
tadas por um conjunto de regiões homogêneas, facilitando a detecção das
regiões de pele que são potenciais áreas lesionadas. Para unir as várias
regiões segmentadas e isolar o fundo da imagem, um algoritmo de união é
aplicado considerando a distância entre as intensidades das regiões e agru-
pando as regiões com intensidades similares. O resultado é uma imagem
binarizada, a qual torna posśıvel a extração dos contornos aproximados
para as lesões pela avaliação das intensidades dos seus pixels.

Na maioria das imagens testadas, os contornos aproximados obtidos
pelo método de crescimento de regiões foram coincidentes com a topologia
das bordas das lesões. No entanto, apesar destes contornos possúırem to-
pologia semelhante à topologia das lesões, eles não envolveram toda área
doente das mesmas, necessitando de um melhor ajuste para coincidir com
o contorno desejado. Estes contornos iniciais são então melhor ajusta-
dos para a fronteira da lesão pelo uso de um método de contorno ativo.
Para este refinamento foi adotado o modelo de contorno ativo tradicional
(snakes) (Kass et al., 1988), que tem como uma de suas caracteŕısticas,
a manutenção da topologia da curva inicial. O peso das forças externas
adotado experimentalmente foi 0, 1, e os parâmetros de elasticidade de ri-
gidez foram considerados iguais e com valor 0, 05 para todas as imagens. É
importante ressaltar que os parâmetros adotados foram baixos para garan-
tir a manutenção da topologia borda inicial da lesão e também para que
a deformação da curva com o passar do tempo ocorresse lentamente, uma
vez que a curva inicial pode-se encontrar próximo do limite desejado.

Com a última etapa do método proposto tenta-se extrair caracteŕısticas
das imagens que possam ser usadas para ajudar o especialista médico na
definição das lesões a partir da regra ABCD, as quais são importantes por
possibilitarem um diagnóstico inicial do tipo das lesões cancerosas.

A partir da borda da lesão detectada e extráıda a caracterização pode
ser feita calculando-se primeiramente o diâmetro do contorno (D), seguidos
do cálculo da assimetria (A), irregularidade da borda (B) e variação da cor
interna (C). De acordo com os especialistas médicos, o diâmetro da lesão
é considerado como sendo o maior segmento de reta que corta a região
lesionada, ligando dois pontos do seu contorno. Assim, adotou-se a maior
distância euclidiana entre os pares de pontos do contorno para definir o
diâmetro da lesão.

O cálculo do diâmetro foi o primeiro passo da caracterização devido à
importância da maior diagonal da lesão para a definição de sua assimetria.
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Aqui é proposto classificar as lesões em três classes de acordo com a sua as-
simetria: simétrica, levemente assimétrica e acentuadamente assimétrica.
Esta classificação é feita a partir da análise das semi-retas perpendiculares
à diagonal maior. Primeiramente, são definidas todas as linhas que ligam
os pontos do contorno, cruzando a diagonal maior, e que sejam perpendi-
culares a esta. Em seguida, divide-se cada linha no ponto de interseção
com a diagonal maior, obtendo duas novas linhas, uma de cada lado da
diagonal maior, como ilustrado na Figura 2 pelas linhas (L1) na cor rosa,
e (L2) em amarelo.

Figura 2. Exemplo de comparação de uma linha perpendicular à diagonal
maior usada para definir a assimetria da lesão.

Após a divisão da linha perpendicular à diagonal maior, calcula-se a
diferença de tamanho entre os seus segmentos (L1) e (L2), definindo a
porcentagem desta diferença em relação ao maior dos segmentos. Assim,
a diferença fica definida em função do maior lado da linha perpendicular.
Este cálculo é feito para todas as perpendiculares. Para definir à qual
classe de assimetria a lesão pertence, foram definidos dois limiares T1 e T2,
usados para dividir o conjunto de perpendiculares à diagonal principal em
três grupos: Grupo1 contendo as perpendiculares cuja diferença for menor
ou igual a T1; Grupo2 para as perpendiculares cuja diferença for maior
do que T1 e menor ou igual a T2; e Grupo3 com as perpendiculares cuja
diferença for maior do que T2.

Com o objetivo de definir estes limiares de forma que pudessem ser
usados para todas as imagens do conjunto de testes, analisou-se a distri-
buição das porcentagens obtidas através das diferenças entre os segmentos
L1 e L2 das retas perpendiculares à diagonal maior. O histograma obtido
é formado por 100 colunas (referentes aos 100%), onde em cada coluna
armazena-se a quantidade de diferenças com cada porcentagem. A partir
da análise dos histogramas de uma amostra de 9 imagens do conjunto de
testes, percebeu-se que ocorreu uma maior concentração entre os valores
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0% (zero) e 30% para as bordas simétricas, e acima de 45% para as acen-
tuadamente assimétricas. É importante ressaltar que as lesões usadas para
análise dos histogramas tiveram suas assimetrias previamente definidas por
uma análise visual de um dermatologista, sendo 3 imagens pertencentes a
cada um dos grupos de assimetria definidos no trabalho. Assim, adotou-
se T1 = 30 e T2 = 45. Com estes limiares as lesões foram classificadas
dividindo-as em classes da seguinte forma: simétrica se o Grupo1 contiver
mais elementos do que os demais; levemente assimétrica se o Grupo2 for
maior que os restantes; e acentuadamente assimétrica se o Grupo3 contiver
mais elementos.

Para definir a irregularidade das bordas, propôs-se, uma abordagem
baseada nos pontos de inflexão. Estes pontos são aqueles em que as curvas
mudam de côncavas para convexas, ou vice-versa. Para encontrar estes
pontos em que as bordas mudam de direção, desenvolveu-se duas técnicas.
A primeira retira a assinatura da borda, e através desta procura os pontos
em que ocorrem mudanças de direção, definindo seus pontos de inflexão (pi-
cos e vales). A segunda técnica percorre a assinatura da borda, calculando
o produto vetorial entre dois vetores definidos por pontos pertencentes a
esta.

Para a primeira técnica percorre-se todos os pontos pi da assinatura
da borda, analisando os quatro vizinhos do lado esquerdo e os quatro do
lado direito de pi. Na imagem (a) da Figura 3, tem-se o esquema de um
ponto de inflexão na cor vermelha, e seus quatro vizinhos à esquerda (na
cor azul) e à direita (na cor verde).

Figura 3. Exemplo de um ponto de inflexão e seus vizinhos direitos e
esquerdos na imagem (a), e exemplo de produto vetorial na imagem (b).

Para determinar se o ponto pi é uma inflexão, definiram-se pesos para
cada um dos oito vizinhos de pi (os quatro da direita e os quatro da es-
querda) da seguinte forma: se o vizinho estiver abaixo de pi em relação à
coordenada y, ele recebe peso 1, senão, ele recebe peso −1. Para os casos
onde a soma dos pesos for superior ou igual a 2, ou inferior ou igual a
−2, para ambos os lados, considera-se a existência de uma inflexão. Caso
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seja detectada uma mudança de direção e a soma dos pesos seja positiva,
a inflexão é um pico, caso seja negativa é um vale. Assim, cada ponto de
inflexão está associado a uma oscilação da borda.

Cada isṕıculo é formado por um pico cercado por um vale à direita e
outro à esquerda. Como este método faz uma análise apenas dos vizinhos
próximos de pi, ele retorna as pequenas variações da borda, dificultando
a detecção dos isṕıculos maiores. Na tentativa de obter um método para
definição dos isṕıculos maiores, desenvolveu-se uma segunda técnica para
calcular as inflexões, baseando-se no produto vetorial. Considerando três
pontos, p1 = (x1, y1), p2 = (x2, y2) e p3 = (x3, y3) pertencentes à borda
da lesão, pode-se definir o direcionamento da curva formada pelos pontos
(p̂1p2p3), a partir do produto vetorial entre os vetores definidos pelos pontos
~p1p2 e ~p2p3. Usando a convenção de leitura da imagem, isto é, da esquerda

para a direita e de cima para baixo, tem-se que se o produto vetorial p for
maior que 0 (zero), p1, p2 e p3 constituem um pico, se for menor que 0
(zero) constituem um vale, e se for igual a 0 (zero) formam uma reta.

p = (x2 − x1).(y3 − y1)− (y2 − y1).(x3 − x1) (1)

Na imagem (b) da Figura 3, têm-se exemplos de três sequências de
pontos e o seu produto vetorial. Pode-se observar que a curva azul forma
um vale (produto vetorial negativo), enquanto a vermelha forma um pico
(produto vetorial positivo) e a rosa forma um segmento de reta (produto
vetorial igual a 0 (zero)). Vale ressaltar que apenas na imagem (b) desta
figura foi exibido o sistema de coordenadas com a origem no canto superior
esquerdo. A mudança para esta imagem foi feita apenas para facilitar o
entendimento de como o produto vetorial foi usado para definir os picos e
vales.

A técnica que utiliza o produto vetorial considera os vetores formados
pelos pontos (p1 − 15; pi; pi + 15), sendo 1 ≤ i ≤ n, e n o número de
pontos da borda. Esta variação de 15 pixels para a esquerda e para a di-
reita foi adotada para descartar os isṕıculos muito pequenos, que já foram
calculados pela técnica anterior. Assim, esta etapa do método calcula a
quantidade de isṕıculos e vales grandes, e também a quantidade de isṕı-
culos e vales pequenos. As duas informações são importantes para definir,
respectivamente, a irregularidade e a rugosidade dos contornos das lesões.

A variação da coloração interna das lesões foi calculada usando o canal
H (matiz) do sistema de cores HSV . Este canal foi escolhido por conter
a variação de cor de uma imagem. Para definir a quantidade de cores do
tecido doente, a matiz foi dividida linearmente em 10 intervalos, chamados
de classes de cores. Todas as cores pertencentes a um mesmo intervalo
foram consideradas semelhantes. Assim, para calcular a quantidade de co-
res da lesão, percorre-se a região limitada pelo contorno, contando quantos
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pixels existem em cada um dos intervalos de cor. Após fazer esta conta-
gem, descartam-se as classes que contêm menos de 100 pixels. Isto é feito
para evitar que pixels isolados, ou regiões muito pequenas (como pequenos
artefatos) interfiram na contagem do número de cores da lesão.

4. Resultados

Os testes experimentais do método proposto foram feitos em um conjunto
de imagens de pele com lesões, formado por 40 imagens coloridas, com
resolução de 256x256 pixels, retiradas de Dermatlas (2012) e Goshtasby
(2012). Foram utilizadas imagens contendo lesões de três classificações:
lesões at́ıpicas, lesões malignas e lesões não-malignas. As imagens desta
fonte foram usadas porque, além das imagens, são disponibilizadas também
informações sobre o diagnóstico final das regiões afetadas. O conjunto de
imagens adotado foi formado por imagens variadas, possuindo imagens
com bom contraste, baixo contraste, afetadas por diferentes quantidades
de rúıdo e artefatos, como pêlos, bolhas e reflexos de luz. A validação dos
resultados foi feita por um especialista em doenças dermatológicas.

A Figura 4 contém algumas imagens processadas pelo método desenvol-
vido. Nesta figura tem-se as imagens originais e suas respectivas bordas,
resultantes da aplicação da etapa de segmentação proposta. A lesão da
imagem 1 é uma lesão at́ıpica, da 2 e 3 são não-malignas e da 4 e 5 foram
diagnosticadas como lesões malignas.

Nas imagens apresentadas, nota-se que as lesões foram detectadas e
envolvidas pelo contorno final. Todos os contornos finais obtidos foram vi-
sualmente avaliados pelo especialista que confirmou que as lesões existentes
nas imagens em estudo foram detectadas com sucesso. Após detectar as
lesões e extrair suas bordas, aplicou-se a etapa de caracterização das lesões.
Nesta etapa, o objetivo é extrair caracteŕısticas que possam ser usadas para
diagnosticar as áreas doentes de acordo com a regra ABCD. Na Tabela 2,
tem-se os dados retornados por esta etapa para as mesmas imagens da
Figura 4.

Na segunda coluna da Tabela 2, tem-se a classificação das lesões de
acordo com a sua simetria. A quantidade de isṕıculos grandes e peque-
nos aparece na terceira coluna. Estes dados foram retornados para que o
dermatologista tenha a ideia da irregularidade das bordas. Vale ressaltar
que, para fazer a analise da irregularidade, deve-se considerar o tamanho
da lesão, uma vez que a tendência é que o numero de isṕıculos seja menor
quando a região doente for menor.

Pelos resultados percebeu-se também que nas lesões at́ıpicas e malignas,
a quantidade de cores internas foi maior do que nas lesões não-malignas.
Ao passo que foram encontradas poucas cores nas lesões não malignas, na
maior parte das malignas detectou-se mais de 5 cores, o que também atende
a regra ABCD.
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Figura 4. Resultados do método proposto aplicado a imagens com
diferentes caracteŕısticas.
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Tabela 2. Caracteŕısticas extráıdas das lesões.

Img Assimetria Irregularidade da borda Cores Diâmetro
(Pixels)

1 Levemente
Assimétrica

7 isṕıculos e 5 vales grandes, e 13
isṕıculos pequenos

9 167

2 Levemente
Assimétrica

8 isṕıculos e 1 vale grandes, e 18
isṕıculos pequenos

1 150

3 Levemente
Assimétrica

11 isṕıculos e 4 vales grandes, e 25
isṕıculos pequenos

4 216

4 Acentuadamente
Assimétrica

6 isṕıculos e 3 vales grandes, e 18
isṕıculos pequenos

10 162

5 Acentuadamente
Assimétrica

6 isṕıculos e 3 vales grandes, e 21
isṕıculos pequenos

8 149

A medida do diâmetro foi calculada em pixels, pois a maioria das ima-
gens usadas nos testes não trazia informações que permitissem montar uma
relação, e definir aproximadamente esta medida em miĺımetros. Para de-
monstrar a validade do cálculo do diâmetro usado, apresenta-se na Figura 5
uma imagem com uma referência para cálculo da distância em miĺımetros.
Na Figura 5, em (a) tem-se uma imagem contendo uma lesão de pele com
aproximadamente 5 miĺımetros de diâmetro, como pode-se observar pela
régua usada como referência na parte superior da imagem (a). Na imagem
(b) tem-se o valor em miĺımetros (4,73 mm), do diâmetro calculado pelo
método de caracterização desenvolvido. Este cálculo foi feito a partir da
relação entre o número de pixels da maior diagonal da lesão, e o número
de pixels necessários para representar cada miĺımetro na imagem original.
A borda da lesão e o seu diâmetro foram processados adequadamente por
meio do método desenvolvido.

Figura 5. Cálculo do diâmetro da lesão. Em (a) o diâmetro da lesão
definido pelo especialista, e em (b) o diâmetro calculado a partir da borda

retornada pelo método proposto.
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Após obter estes resultados, foi avaliada a qualidade das bordas finais
detectadas e extráıdas. Os dados desta análise são apresentados na Ta-
bela 3.

Tabela 3. Avaliação da qualidade das bordas finais, considerando o
conjunto de imagens adotadas para teste.

Resultados aceitáveis Resultados ruins

92% 8%

A partir dos dados apresentados nas Tabelas 2 e 3, verifica-se que
o procedimento desenvolvido é promissor, e obteve um bom desempenho.
Todos os contornos finais obtidos foram visualmente avaliados pelo especi-
alista que confirmou que as lesões existentes nas imagens em estudo foram
todas detectadas com sucesso, e em aproximadamente 92% dos casos, os
contornos extráıdos foram considerados aceitáveis pela avaliação médica,
envolvendo todas as áreas lesionadas nas imagens.

5. Conclusões

Um método h́ıbrido para segmentação de imagens coloridas de lesões de
pele foi apresentado. O método desenvolvido une as caracteŕısticas das téc-
nicas de crescimento de regiões e de contornos ativos para detectar, extrair
e refinar as bordas das lesões, preservando suas caracteŕısticas principais.

A partir da análise visual dos resultados obtidos, realizada por um
especialista médico, pode-se concluir que o método proposto é promissor,
sendo capaz de detectar as prováveis regiões doentes em imagens de lesões
de pele, obtidas a partir de fotografias convencionais.

No entanto, o método proposto ainda possui algumas limitações quando
a imagem original possui transições muito suaves entre as regiões doente
e saudável, quando existe a presença de reflexos sobre as transições, ou
quando as lesões encontram-se no couro cabeludo e existe uma presença
excessiva de pêlos na região lesionada. Para superar o problema das tran-
sições muito suaves, pretende-se realizar testes usando outros métodos de
contorno ativo para pós-processar as imagens, na tentativa de realizar uma
deformação mais adequada do contorno aproximado dado pelo método de
crescimento de regiões. Além disto, na tentativa de solucionar as falhas
para extrair o contorno das lesões no couro cabeludo e com reflexos, se-
rão testados outros parâmetros para a metodologia de suavização adotada.
Outra etapa a ser desenvolvida na sequência é uma comparação estat́ıstica
do método proposto com os métodos existentes.
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Investigador Senior e Coordenador de projeto no Laboratório de Óptica e
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Capítulo 3

Comparação de Imagens Tomográficas
Cone-Beam e Multi-Slice Através da

Entropia de Tsallis e da Divergência de Kullback-Leibler

André Sobiecki, Celso Denis Gallão,
Daniel Cardoso Cosme e Paulo Sérgio Silva Rodrigues ∗

Resumo: Registro de imagens é uma técnica que compara duas
imagens para fins de alinhamento e calibração. Geralmente, po-
demos realizar o alinhamento das caracteŕısticas geométricas, bem
como perfil de luminância. O alinhamento de luminância está rela-
cionado com a quantidade de informações entre duas imagens. Até
o final dos anos 90 a estratégia mais conhecida para transferência de
informação entre duas distribuições de probabilidade de sistemas f́ı-
sicos era através da clássica entropia de Shannon. A melhoria deste
tipo de formalismo atualmente é conhecida como entropia de Tsallis.
Este caṕıtulo apresenta uma análise da distribuição de probabili-
dade de luminância entre imagens adquiridas de técnicas cone-beam
e multi-slice, baseadas na divergência de Kullback-Leibler estendida
pela estat́ıstica de Tsallis.

Palavras-chave: Processamento de imagens, Entropia, Divergên-
cia de Kullback-Leibler.

Abstract: Image registration is a technique that compares two ima-
ges for alignment and calibration purposes. Generally, we can ac-
complish alignment of geometric features as well as luminance pro-
file. The luminance alignment is closely related to the amount of
information between two images. Until the end of 90´ s the most
known strategy to measure transfer information between two pro-
bability distributions of physical systems was through the classical
Shannon entropy. A further improvement of this kind of forma-
lism is now the so called Tsallis entropy. This paper presents an
analysis of the probability luminance distribution between images
acquired from cone-beam and multi-slice techniques based on the
Kullback-Leibler divergence, extended for Tsallis statistics.

Keywords: Image processing, Entropy, Kullback-Leibler diver-
gence.
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1. Introdução

Na medicina atual, é vital o uso de imagens para avaliação e acompa-
nhamento de pacientes, como mostram Maintz & Viergever (1998), cujos
métodos de aquisição avançam a medida em que as tecnologias também
avançam. A Tomografia Computadorizada (TC) pode ser apontada como
um exemplo comum, sendo um dos exames mais utilizados e confiáveis,
atualmente.

Diferentes técnicas para a aquisição de imagens são desenvolvidas bus-
cando melhorar a qualidade do exame com o menor dano para o paciente.
Apesar de suas vantagens, métodos como o Multi-Slice Computerized To-
mography (MSCT) expõe o paciente a radiação. Em contrapardida, estu-
dos demonstram que utilizar técnicas espećıficas para determinadas regiões
do corpo humano, como a técnica Cone-Beam Computerized Tomography
(CBCT) que é utilizada na área de ortodontia, podem ser mais eficien-
tes ao mesmo tempo em que são menos prejudiciais ao paciente, conforme
mostrado em Loubele et al. (2007, 2009).

Há, portanto, a necessidade de se avaliar as diferenças entre as duas
técnicas, levando-se em consideração a análise das imagens produzidas,
visando minimizar erros ou dificuldades de diagnóstico. Para que seja mi-
nimizada a diferença entre os dois tipos de imagens, é necessário realizar,
primeiramente, o registro entre ambas, buscando o alinhamento espacial e
de luminância como sugerem Rodrigues & Giraldi (2009).

O Alinhamento espacial pode ser determinado com técnicas de trans-
formações geométricas, tais como em Rodrigues et al. (2006b), Rodrigues
& Giraldi (2009), Rodrigues & Giraldi (2011). Uma vez calculadas as
transformações geométricas, as diferenças entre as imagens podem ser com-
putadas através da sobreposição de seus histogramas de luminâncias. As
técnicas mais comuns para registro de luminância consideram os respecti-
vos histogramas das imagens.

Na área da Teoria da Informação, sabe-se que a distribuição de pro-
babilidade da luminosidade de imagem pode transmitir informações rela-
cionadas ao seu conteúdo semântico. Outras caracteŕısticas tais como cor,
textura e relacionamento espacial entre as regiões dominantes também po-
dem carregar informações semelhantes. No entanto, devido ao alto grau
de correlação entre as caracteŕısticas de pixels, pode ser dif́ıcil medir essas
propriedades.

A maneira tradicional de comparar a quantidade de informação entre
duas imagens é através do cálculo das suas respectivas entropias relativas,
melhor dizendo, através da divergência de Kulback-Leibler. Recentemente,
nos trabalhos de Albuquerque et al. (2004), Esquef (2002), Rodrigues &
Giraldi (2011), Rodrigues & Giraldi (2009) e Rodrigues et al. (2006b),
foram apresentadas evidências de que imagens médicas podem ser melhor
explicadas se considerarmos seus respectivos sistemas f́ısicos como sendo do
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tipo não-extensivo, que significa possúırem interações espaciais e temporais
de longo alcance. No que diz respeito ao registro de imagens, esse tema foi
pouco explorado na literatura, até o momento.

Este trabalho é uma expansão do artigo Sobiecki et al. (2011). Neste
trabalho, é apresentado um estudo de técnicas baseadas em entropia não-
extensiva para comparação de imagens médicas adquiridas pelos métodos
CBCT e MSCT, em imagens de tomografia computadorizada, utilizadas
na área de ortodontia.

Foram realizados estudos através da divergência de Kullback-Leibler
estendida pela entropia de Tsallis. Os resultados mostram o poder dessa
metodologia recente para medir a relação entre duas distribuições de pro-
babilidade, e sugerem que as interações entre os pixels de CBCT e MSCT
podem ter um comportamento sub-extensivo.

2. Entropia Não-Extensiva

O termo entropia surgiu primeiramente no campo da termodinâmica, sendo
utilizado para demonstrar comportamentos microscópicos sob processos f́ı-
sicos macroscópicos. Inicialmente, foi considerada como uma propriedade
aplicável somente ao contexto da termodinâmica. Posteriormente, Ludwig
von Boltzmann e Willard Gibbs mostraram a entropia como uma medida
estat́ıstica possibilitando utilizá-la em outros contextos, em diversas apli-
cações, surgindo então a conhecida Equação de Boltzmann-Gibbs,

S = k logW, (1)

onde a entropia (S) é o produto da constante de Boltzmann (k) pelo loga-
ritmo do mı́nimo de estado (W), conforme Tavares (2003) e Esquef (2002).

Mais tarde, Claude Shannon ofereceu uma importante contribuição uti-
lizando o conceito de entropia à luz de um novo contexto. Em sua obra
(Shannon (1948)), Shannon derivou a conhecida equação

S = −
∑
i

pi ln(pi), (2)

onde pi é a probabilidade de encontrar o sistema no estado i, e P = [p1,. . . ,
pk], 0 ≤ pi ≤ 1 e

∑
i pi = 1, que ficou conhecida como a entropia de

Boltzmann-Gibbs-Shannon (BGS). Sistemas que podem ser descritos pela
entropia de BGS são chamados de sistemas extensivos e possuem, entre
outras, a propriedade da aditividade (3), dada por:

S(A ∗B) = S(A) + S(B), (3)

onde S(A ∗ B) é a entropia de um sistema composto por duas variáveis
independentes, S(A) e S(B), calculado de acordo com a Equação (2).
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Entretanto, a entropia de BGS não descreve sistemas f́ısicos que en-
volvem efeitos não-extensivos, sendo necessária uma generalização. Para
sistemas considerados do tipo não-extensivos, Tsallis (1988) definiu em seu
trabalho a seguinte equação:

Sq(p1, . . . , pk) =
1−

∑k
i=1 p

q
i

q − 1
(4)

A entropia de Tsallis é uma fórmula generalizada de entropia, a partir
da entropia de Boltzmann-Gibbs-Shannon, onde k é o número de possi-
bilidades do sistema e q é o ı́ndice de entropia que caracteriza o grau de
não-extensividade do sistema. Note que, quando q → 1, a Equação (4)
transforma-se na tradicional Equação (2) da entropia de BGS, segundo
Tavares (2003).

A propriedade de aditividade pode explicar melhor os sistemas exten-
sivos, porém falha na explicação de sistemas não-extensivos, onde Tsal-
lis propõe a seguinte generalização, chamada de propriedade da pseudo-
aditividade, dada por

Sq(A ∗B) = Sq(A) + Sq(B) + (1− q)Sq(A)Sq(B). (5)

Ambas as equações, da aditividade e da pseudo-aditividade, são ampla-
mente utilizadas em metodologias de limiarização de imagem para extração
de informações. No entanto, atingir um limiar ótimo ainda é um desafio.

Em Kapur et al. (1985) foi proposto um método de limiarização uti-
lizando a entropia de BGS. O trabalho considera duas distribuições de
probabilidade, sendo uma para o primeiro plano (foreground) e outra para
o fundo (background). Então, o limiar é dado calculado através da Equação
(3).

Em Albuquerque et al. (2004) a metodologia proposta por Kapur et al.
(1985) foi melhorada com o uso do formalismo não-extensivo. No trabalho
de Rodrigues et al. (2006b) foi proposto um algoritmo para a classificação
de imagens de cânceres de mama, obtidas por ultra-som. Sua estratégia
utiliza a entropia não-extensiva.

Também, em Rodrigues et al. (2006b) foi proposto o primeiro algoritmo
para o cálculo automático do ı́ndice de não-extensividade q, necessário para
o formalismo de Tsallis, otimizando resultados. Em Esquef (2002) são
discutidos e apresentados resultados com base na entropia relativa não-
extensiva, ou entropia relativa generalizada, ou simplesmente Divergência
de Kullback-Leibler Estendida, que será detalhada na seção seguinte.

3. Cálculo do índice q

Considerando o background e o foreground de uma imagem como sub-
sistemas f́ısicos independentes, a estratégia proposta por Pun (1981) para
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segmentação de imagens, utiliza a propriedade de aditividade dos sistemas
extensivos, dada pela Equação (3), para obter o threshold ótimo entre os
sub-sistemas. Essa ideia vem do fato de que atingi-se o máximo de in-
formação posśıvel de ser transferida quando se calcula a entropia global
máxima, através da soma de ambos os sub-sistemas.

O mesmo argumento funciona para sistemas não-extensivos, onde o for-
malismo utilizado aplica-se de acordo com a Equação (5). O formalismo
de Tsallis é uma generalização da entropia de Shannon, reduzindo-se ao
sistema tradicional somente quando q → 1. Assim, podemos concluir que
a q-entropia, como também é chamada, permite capturar ambos compor-
tamentos, extensivo e não-extensivo, sendo portanto razoável investigar
abordagens de segmentação entrópicas sob os dois contextos.

A utilização de um novo parâmetro traz um custo computacional extra,
e apesar de sua classe, cada imagem ou região pode demandar um valor de q
diferente (incluindo q = 1), a fim de obter-se a maximização da informação.
Desta forma, torna-se interessante avaliar o valor da entropia computada
para cada imagem em diversos intervalos de q; considerando sistemas sub-
extensivos (q < 1), extensivos (q = 1) e super-extensivos (q > 1), conforme
discutido em Tavares (2003).

Sob o ponto de vista da Teoria da Informação, quanto menor a entropia
máxima Sq produzida por um valor q relacionado com a entropia teórica
máxima Smax de um sistema f́ısico (neste caso, uma imagem), maior é a
auto-informação contida nesse sistema. Este é um prinćıpio bem conhecido
da Teoria da Informação, que nos conduz à idéia de que o valor ótimo de
q pode ser alcançado minimizando a relação Sq/Smax. Então, calculamos
o valor ótimo de q, ressaltando a imagem, conforme segue.

Para cada valor de q no intervalo [0, 01, 0, 02, ..., 2, 0] calculamos o
q ótimo como sendo aquele que minimiza a razão Sq/Smax. Trabalha-
mos aqui com a hipótese de que, não apenas cada imagem natural pode
comportar-se como um sistema não-extensivo singular – e, como tal, exi-
gindo um valor de q diferente para a segmentação – mas também as suas
regiões internas também podem ser não-extensivas singulares, também exi-
gindo diferentes valores de q, conforme apresentado no trabalho de Rodri-
gues & Giraldi (2009).

A fim de aplicar valores diferentes de q para segmentar diferentes re-
giões de uma imagem, e para atingir a maioria das principais regiões envol-
vidas, realizou-se dois ńıveis de segmentação. Inicialmente, calculamos o
valor de q minimizando Sq/Smax e aplicando a Equação (6) para obter um
primeiro limiar ótimo topt, obtendo uma primeira segmentação que separa
background (RB) do foreground (RF ). Então, para cada região conside-
rada (RB e RF ) calculamos novos valores de q, tratando RB e RF como
sistemas f́ısicos diferentes. Aplicamos o algoritmo novamente, obtendo dois
novos topts. Assim, podemos alcançar, no máximo, quatro separações de
intensidade e várias regiões na imagem.
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Figura 1. Gráfico de Sq/Smax em função dos valores de q. O menor valor,
correspondendo a q = 0.46, é o q ótimo utilizado para a segmentação

inicial.

A Figura 2 mostra um exemplo onde, a esquerda está a imagem origi-
nal e no centro a sua primeira segmentação em duas regiões (RB e RF ),
conseguido o melhor q = 0, 46, que corresponde ao valor mı́nimo da curva
da Figura 1. Seguindo a mesma idéia para regiões RB e RF , calculamos
novos valores de q minimizando novas curvas Sq/Smax e alcançar dois no-
vos limiares topt. O resultado pode ser visto na Figura 2 a direita. Neste
caso encontramos q = 0, 15 para RB e q = 0, 73 para RF , sugerindo um
sistema com comportamento sub-extensivo para todas as regiões.

4. Divergência de Kullback-Leibler

A divergência de Kullback-Leibler, ou simplesmente Entropia Relativa
como também é conhecida, apresentada no trabalho de Kullback & Lei-
bler (1951), é semelhante á entropia de BGS. Além disto, considera duas
distribuições de probabilidade e calcula a divergência entre elas. Através
da divergência de Kullback-Leibler podemos medir o ganho de informa-
ções entre duas regiões a partir das mesmas imagens. A divergência de
Kullback-Leibler tradicional é aplicável á sistemas considerados extensi-
vos, sendo definida pela Equação 6:

DKL(P : P ′) =

n∑
i

pi · log
pi
pi′

, (6)
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Figura 2. Ilustração comparativa de uma imagem natural: (esquerda) a
imagem original. (centro) a primeira segmentação com q = 0.46

alcançando RB e RF . (direita) a segmentação final com q = 0.15 e
q = 0.73 para RB e RF , respectivamente.

onde P e P ′ são duas distribuições de probabilidades:

P = (p1, p2, . . . , pn)

e
P ′ = (p1

′, p2
′, . . . , pn

′) .

A divergência de Kullback-Leibler possui uma equivalência ao utilizar
o formalismo não-extensivo proposto por Tsallis, conforme apresentado no
trabalho de Borland et al. (1998), e definida como

DKLq (P : P ′) =

n∑
i

pq

q − 1
· (p1−q

i − pi
′1−q). (7)

Semelhante à equação (6), que mede a divergência em sistemas extensivos, a
Equação (7) calcula a divergência entre duas distribuições de probabilidade
para sistemas não-extensivos, a chamada Divergência de Kullback-Leibler
Estendida. No limite, quando q → 1, pode-se mostrar que a Equação (7)
reduz-se a Equação (6), ou seja, a Equação (7) é uma generalização da
Equação (6).

Os trabalhos de Albuquerque et al. (2004), Giraldi et al. (2008), Giraldi
et al. (2006) e Rodrigues et al. (2006a) sugerem que a estat́ıstica de Tsallis
é uma poderosa ferramenta para a segmentação de imagens médicas, e
os trabalhos de Erdmann (2009), Lessa (2010), Albuquerque & Esquef
(2008) e Oĺıvio (2009) mostram que a divergência de Kullback-Leibler,
para sistemas não-extensivos, tem resultados promissores quando aplicado
ao problema de classificação de imagens.

Normalmente, não é posśıvel saber a priori o comportamento dos siste-
mas para classificá-los como extensivos ou não-extensivos. A solução usual
é calcular a divergência para vários valores de q, incluindo q = 1, e esco-
lher o valor de q com o melhor desempenho. Quando q < 1, diz-se que o
sistema tem um comportamento sub-extensivo, quando q = 1 observa-se
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que o sistema é extensivo, e quando q > 1, classifica-se o sistema como
super-extensivo, conforme apresentado em Tsallis (2001).

Em nosso trabalho, propomos o uso de divergência de Kullback-Leibler
Estendida e a investigação do valor de q, que minimiza a quantidade de
informação entre os dois tipos de imagens de TC: Cone-Beam e Multi-Slice,
ambas aplicadas em ortodontia.

5. Metodologia Proposta

Por estarmos interessados em investigar o poder da divergência de
Kullback-Leibler como uma ferramenta para medir somente a informação
de luminância, e também por as imagens utilizadas nos testes estarem em
ńıvel de cinza, a comparação aqui proposta é realizada somente em imagens
em tons de cinza representados por L = [0 : 255]. Então, a escala completa
de Hounsfield (1973) (HU) para imagens TC foi mapeada para esta faixa,
incluindo: água = 0HU ; ar = −1000HU ; ossos = acima de 1000HU , entre
outros.

A Figura 3 mostra o diagrama da metodologia proposta, sendo cada
etapa descrita a seguir.

Na Etapa 1 temos as imagens tomográficas de entrada, CBCT e MSCT,
ainda não-normalizadas.

A normalização é realizada manualmente na Etapa 2, onde as imagens
capturadas pelo método CBCT foram aparadas, e sem necessidade de re-
dimensionamento ou rotações. Por outro lado, as imagens MSCT foram
aparadas e rotacionadas, a fim de convergir com as imagens CBCT. Uma
vez que as distribuições de probabilidades são invariantes à rotação, bem
como a translação, essas tarefas geométricas não tem qualquer influência
sobre os nossos resultados, e foram realizadas apenas com o propósito de
melhorar a visualização. Pela mesma razão, não há necessidade de adequar
seus respectivos centros geométricos.

A Figura 4 (a) superior mostra um exemplo de imagem obtida por
CBCT, e a Figura 4 (a) inferior mostra um exemplo de uma imagem
correspondente obtida por MSCT. A Figura 4 (b) mostra as respectivas
imagens já normalizadas, como representação da Etapa 3 do diagrama da
metodologia.

Na Etapa 4, são obtidas as distribuições de probabilidades de cada
imagem através de seus respectivos histogramas. Ambos os histogramas
são mostrados na Figura 5, como representação da Etapa 5, onde pode-se
perceber que as imagens são semelhantes no que se refere à probabilidade
de pixels.

Com os histogramas das imagens calculados, efetua-se a divergência de
Kullback-Leibler, na Etapa 6.
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Figura 3. Metodologia proposta.

6. Resultados Experimentais

Para os experimentos foram utilizadas 16 imagens, sendo 8 imagens de
exame Cone-Beam e 8 imagens de exame Multi-Slice. As imagens foram
normalizadas através dos softwares de edição de imagens Corel Photo-Paint
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Figura 4. Comparação de imagens originais com imagens normalizadas:
(a) imagens antes da etapa de normalização. (b) as correspondentes

imagens após a etapa de normalização.

X3 e Corel Draw X3 1, exportadas na resolução de 300 dpi (tanto na vertical
quanto na horizontal), medindo 500 pixels de largura por 250 pixels de
altura, em tons de cinza (8 bits), no formato jpeg.

1 Corel Photo-Paint X3 e Corel Draw X3: é 2005 Corel Corporation, todos os
direitos resevados.
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Figura 5. Histograma das imagens normalizadas: (esquerda) histograma
da imagem CBCT. (direita) histograma da imagem MSCT.

A Figura 6 ilustra algumas das imagens utilizadas nos experimentos:
as imagens superiores (a) referem-se aos exames Cone-Beam e as imagens
inferiores (b) referem-se aos exame Mult-Slice. Percebe-se de modo geral
que as imagens são muito semelhantes, porém com algumas diferenças de
estrutura e de luminância.

Figura 6. Ilustração de algumas das imagens já normalizadas que
compõem a base de testes: (a) Cone-Beam. (b) Multi-Slice.

Para ilustrar o comportamento da entropia de Tsallis, a Tabela 1 apre-
senta a diferença de entropia entre imagens CBCT e MSCT, aplicando
valores crescentes de q (de 0, 1 a 0, 9), expressos na Coluna 1. A Coluna 2
mostra a entropia para CBCT, a Coluna 3 mostra a entropia para MSCT,
e a Coluna 4 mostra a diferença relativa correspondente.

Nota-se na Tabela 1 que quanto menor o valor de q, maior é o grau de
não-extensividade da entropia, aumentando suas diferenças corresponden-
tes. Isso ocorre porque, quanto menor o valor de q, maior é a importância
dada as pequenas distribuições de probabilidade, aumentando as entradas
do histograma, associadas aos valores de baixa probabilidade.

Para avaliar a robustez da entropia de Tsallis sob mudanças da rela-
ção de sinal-rúıdo (SNR), foi aplicado o aumento de rúıdo Gaussiano com
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Tabela 1. Diferenças entre imagens obtidas por CBCT e por MSCT,
utilizando a entropia de Tsallis.

q s(mt) s(cb) |s(mt),s(cb)|
max(s(mt),s(cb))

0,1 128,8339 91,3420 0,2910
0,2 68,3955 49,6353 0,2743
0,3 37,1733 27,6408 0,2564
0,4 20,7459 15,8134 0,2377
0,5 11,9378 9,3262 0,2188
0,6 7,1189 5,6942 0,2001
0,7 4,4240 3,6159 0,1827
0,8 2,8799 2,3984 0,1672
0,9 1,9711 1,6669 0,1543

Figura 7. Ilustração comparativa utilizando imagem CBCT: (esquerda)
imagem original, sem aplicação de rúıdo. (direita) a mesma imagem com

rúıdo Gaussiano, sendo aplicado desvio-padrão 14.

desvio-padrão variando de 2 a 14, sobre as imagens CBCT e MSCT. Esta
estratégia simula os casos em que há histogramas ”espalhados”.

A Figura 7 mostra duas imagens de CBCT, uma sem rúıdo (à esquerda)
e outra que foi aplicado um rúıdo com desvio padrão 14 (à direita). Além
disso, aplicamos cinco valores para q, a saber: (0, 1; 0, 3; 0, 5; 0, 7 e 0, 9).

Nos gráficos da Figura 8, percebe-se que para q < 0, 5 o valor de entro-
pia aumenta significativamente, e para q > 0, 5, aproximando-se de 0, 9, o
valor da entropia decresce com o aumento de rúıdo Gaussiano. Isto sugere
que, mesmo sob grande rúıdo Gaussiano, como na Figura 7, a entropia de
Tsallis pode gerar valores observáveis.

Combinando esta informação com a Tabela 1, conclui-se que quanto
maior a diferença entre duas imagens tendo valores próximos a q = 0, 5,
sugere-se um sistema não-extensivo, para as imagens utilizadas neste tra-
balho. Quando vemos um sistema f́ısico como um sistema extensivo tradi-
cional, com rúıdo Gaussiano grave, é completamente imposśıvel distinguir
diferenças entre eles.
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(a) (b)
Figura 8. Entropia de Tsallis: (a) com incremento de rúıdo Gaussiano

para CBCT. (b) com incremento de rúıdo Gaussiano para MSCT.

As diferenças destacadas pela entropias de Shannon e de Tsallis po-
dem ser projetadas sobre suas respectivas divergências de Kullback-Leibler.
Para mostrar isso, aplicamos a Equação (7) com a finalidade de medir a
informação relativa entre CBCT e MSCT invertendo as imagens.

A Tabela 2 mostra a divergência de Kullback-Leibler de CBCT em
relação a MSCT (Coluna 1), e de MSCT em relação a CBCT (Coluna
2), mostrando também as respectivas distâncias Euclidianas (Coluna 3),
através do incremento do valor de q.

Tabela 2. A divergência de Kullback-Leibler com a inversão das imagens:
a Coluna 4 mostra a distância Euclidiana entre as Colunas 2 e 3, para

diferentes valores de q.

q K(cb:mt) K(mt:cb) Distância Euclidiana

0,1 0,3597 0,2862 0,4597
0,3 0,5642 0,5474 0,7861
0,5 0,9799 0,9508 1,3654
0,9 6,4464 6,2551 8,9823

Pode-se observar que, na medida em que se aproxima aos sistemas
extensivos tradicionais aumentando o valor de q, maior é a divergência de
Kullback-Leibler. Assim, conclui-se que, quando as imagens apresentam
diferenças significativas e se comportam como sistemas não-extensivos, é
recomendada a utilização da divergência de Kullback-Leibler Estendida de
modo a medir as suas informações de conteúdo relativo.

Para os testes sobre Sq/Smax ilustrados na Figura 9, nota-se que o
comportamento dos valores de Sq/Smax é muito semelhante entre imagens
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de exames Cone-Beam com imagens de exame de Multi-Slice, mesmo que
as imagens de exame Multi-Slice apresentem valores mais altos. A Figura
9 (a) apresenta os valores de Sq/Smax médios de todas imagens CBCT e
MSCT, enquanto a Figura 9 (b) apresenta os valores de Sq/Smax de cada
imagem CBCT e MSCT.

(a) (b)
Figura 9. Comparação do comportamento de Sq/Smax entre imagem

Cone-Beam e Multi-Slice: (a) valor médio de Sq/Smax entre as imagens
da base de testes. (b) comportamento do Sq/Smax de cada imagem.

7. Conclusões

Este trabalho mostra a sensibilidade da entropia não-extensiva de Tsallis
em um estudo comparativo entre imagens de Tomografia Computadorizada
obtidas através das técnicas Cone-Beam (CBCT) e Multi-Slice (MSCT).
Pela simples comparação entre histogramas é posśıvel investigar a contri-
buição de cada pixel relacionado, ou seja, de cada tom de cinza, para cada
probabilidade, em todo o sistema f́ısico. Mas, não é posśıvel ver claramente
as diferenças entre os histogramas. No entanto, como o uso de exames pela
técnica Cone-Beam tem se tornando popular e pode substituir as imagens
em Multi-Slice em diversos exames, há uma crescente necessidade de in-
vestigar as suas diferenças. Assim, a distância Euclidiana simples ou a
entropia relativa tradicional não podem realçar as principais diferenças,
pelo menos quando os pixels importantes são aqueles relacionados com as
pequenas probabilidades.

Quando se precisa investigar a contribuição de pequenas probabilida-
des, a divergência de Kullback-Leibler Estendida pode ser a escolha ade-
quada. A divergência de Kullback-Leibler Estendida permite o ajuste fino
do parâmetro entrópico q para combinar duas imagens através de seus
histogramas de distribuição de probabilidade. Esta correspondência pode
calcular a quantidade de informação relativa entre as amostras e também
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permitir a sensibilidade sob rúıdo, até em pequenas probabilidades quando
se tem algum significado exigido.

Nos resultados aqui apresentados, mostra-se que a divergência de
Kullback-Leibler Estendida pode ser uma poderosa ferramenta para inves-
tigar as diferenças entre as informações extráıdas em cada situação, como
foi realizado na Etapa 6 da metodologia (Seção 5).

Pode-se notar que, quanto mais o parâmetro q afasta-se de 1 em direção
ao 0, mais percept́ıvel o valor da entropia se torna. Este comportamento
foi menos invariável, mesmo sob a forte presença de rúıdo. Isto sugere que
esta ferramenta de comparação é melhor usada ao considerar a imagem
como um sistema não-extenśıvel; o que significa que os estados estat́ısticos
(ou probabilidades de luminância) podem ter interações de longo alcance
espacial e temporal, mesmo para pequenas probabilidades. Isto é interes-
sante para sistemas onde as pequenas probabilidades são semânticamente
importantes.

Os resultados aqui apresentados somente reforçam aqueles encontrados
na literatura para outros tipos de aplicações, necessitando entretanto uma
grande investigação para provar sua eficiência em imagens médicas.

Como trabalhos futuros de comparação de imagens médicas prentende-
se dividir as imagens de entrada em alguns pedaços e aplicar o método
de entropia não-extensiva em cada um destes pedaços para fazer as com-
parações. Acredita-se que assim é posśıvel obter resultados mais precisos
identificando-se as regiões que apresentam maior semelhança e diferença.
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temas (Centro Universitário Fundação Santo André – FSA, 1990), especialista
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do Sul, SP); desde 2011 é professor de Inteligência Artificial da Faculdade Anhan-
guera (São Caetano do Sul, SP); desde 1994 é professor de computação gráfica e
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Resumo: Os estudos relacionados à detecção e ao tratamento de
cânceres por meio de imagens, incluindo o câncer de mama, vêm se
aperfeiçoando ano após ano. Este caṕıtulo aborda a análise discri-
minante de tumores mamários em imagens 2D ultrassonográficas.
No processo de análise destas imagens, métodos estat́ısticos univa-
riados e multivariados são investigados com o objetivo de extrair
informações discriminantes para fins de classificação. Em caráter
complementar, este tipo de metodologia evidencia também as di-
ferenças estat́ısticas mais significativas entre os tumores, indicando
no espaço original das imagens os casos mais simples e dif́ıceis de
classificação.
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Abstract: Research on detection and treatment of cancer using
images, including breast cancer, has improved in the last years.
This work addresses the problem of computer-aided breast cancer
diagnosis in 2D ultrasound images by carrying out a statistical dis-
criminant analysis of mammary tumors. To analyze the images,
univariate and multivariate statistical methods have been explored
with the aim of extracting discriminant information for classifica-
tion purposes. Additionally, our approach highlights the most sta-
tistically significant differences between the tumors, ranking in the
original image space the simplest and most difficult cases of classi-
fication.
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1. Introdução

Na área médica, a classificação de imagens é utilizada para auxiliar no
diagnóstico de vários tipos de doença, incluindo o câncer de mama. O
câncer de mama tem registrado crescimento muito preocupante nos últimos
anos e se posiciona como maior causador de morte por câncer na população
feminina mundial. No Brasil, 33 mulheres morrem por dia em decorrência
do mesmo (INCA, 2009).

Neste contexto, os recursos computacionais atuais e o processamento
de imagens, aliados à estat́ıstica, podem contribuir muito para o esclareci-
mento e um diagnóstico mais preciso do câncer de mama. Há um crescente
avanço nos métodos de diagnóstico por imagem incluindo a utilização de
ultrassom. Na imaginologia mamária, a ultrassonografia representa uma
modalidade de diagnóstico muito significativa por ter menor custo e ainda
evitar o contato prejudicial dos pacientes com radiação (Kopans, 2000).

Este trabalho tem como objetivo principal analisar as alterações morfo-
lógicas estatisticamente relevantes para classificação das imagens de tumor
de mama. Tal análise é essencial para o estudo das diferenças entre os
grupos de tumores benignos e malignos. São realizadas análises no espaço
de caracteŕısticas, definido por quantidades geométricas e de textura, bem
como no espaço de imagens, comparando-se os resultados.

O caṕıtulo está dividido em 5 seções. A próxima seção, Seção 2, contex-
tualiza o problema abordando assuntos relacionados à patologia da mama
e ao diagnóstico do câncer de mama com imagens ultrassonográficas. A
Seção 3 apresenta a base teórica que apoia o desenvolvimento do caṕıtulo,
descrevendo os métodos estat́ısticos univariado e multivariado. Os experi-
mentos realizados e os dados das imagens são apresentados na Seção 4 por
meio da descrição dos recursos utilizados e das técnicas adotadas na análise
das imagens ultrassonográficas de tumores mamários. A Seção 5 contem-
pla a análise dos resultados e, por fim, a Seção 6 conclui este caṕıtulo
resumindo e discutindo os principais resultados obtidos.

2. Contextualização do Problema

O câncer de mama é a principal causa mundial de morte não previśıvel por
câncer. A estimativa para novos casos é preocupante. No Brasil, segundo
o INCA (Instituto Nacional de Câncer1), a previsão para 2010 foi de 49240
novos casos representando aproximadamente 25,5% de incidência perante
todas as ocorrências de câncer, estimadas em 192.590. Na Figura 1 pode-se
observar as estimativas para o ano de 2010 de número de casos novos por
câncer segundo localização primária. Ainda segundo o INCA, 33 mulheres
morrem por dia no Brasil em decorrência do câncer de mama.

1 http://www.inca.gov.br/estimativa/2010/estimativa20091201.pdf
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Figura 1. Distribuição das estimativas de câncer de mama no Brasil para o
ano de 2010 (INCA, 2009, p 42).

Em páıses desenvolvidos como, por exemplo, nos Estados Unidos, mais
de 180000 mulheres são diagnosticadas com câncer de mama invasivo anu-
almente. Em complemento, são detectados aproximadamente 25000 novos
casos de carcinoma ductal e lobular in situ (ACS, 2010). Notadamente
os 25000 casos de carcinoma representaram percentual significante perante
a totalidade de casos diagnosticados de cânceres de mama invasivos. Se-
gundo o INCA, a denominação “carcinoma” é atribúıda ao câncer que tem
ińıcio em tecidos epiteliais como pele ou mucosas. O carcinoma mamário
caracteriza-se pela proliferação anormal das células do ducto e do lóbulo.

Nenhum avanço terapêutico pode ser comparado, em termos de be-
nef́ıcios globais, à contribuição que o diagnóstico precoce, por meio dos
métodos radiológicos, pode trazer para pacientes portadores do câncer de
mama (Kopans, 2000).

Atualmente, não existe nenhuma forma de prevenção da doença. Os
dados mostram que o melhor resultado obtido, mesmo distante do ideal, é
a detecção e tratamento precoce. Tais medidas implicam diretamente no
retardo da morte e na melhor qualidade de vida da paciente que poderá ser
poupada do trauma f́ısico e psicológico da mastectomia. Definitivamente,
o rastreamento mamográfico não é a solução para o problema do câncer de
mama, mas é a melhor solução dispońıvel no presente e no futuro próximo.
Historicamente, a detecção precoce proporcionou o uso mais adequado da
terapia conservadora com predomı́nio da excisão e da utilização da radia-
ção.
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Como as razões pelas quais a mulher desenvolve o câncer ainda são
desconhecidas e obscuras, o entendimento da epidemiologia e da etiologia
desta malignidade é o alicerce para qualquer estudo deste assunto. Mas,
diante destes dados e considerações brevemente descritos aqui, as condições
econômicas do sistema de saúde pública podem influenciar as posśıveis
escolhas de diagnóstico e tratamento desta doença.

2.1 Fatores de risco e prevenção
Embora sem comprovação cient́ıfica, investigações indicam que a incidência
do câncer tem relação direta com alguns fatores. Dentre estes pode-se des-
tacar a idade da mulher, a primeira gravidez, associada com o peŕıodo de
lactação, o uso de anticoncepcionais e a reposição hormonal. Infelizmente,
trata-se apenas de suposições pois até o presente momento não existe ne-
nhuma comprovação concreta que justifique o aparecimento e desenvolvi-
mento das lesões. Mas, independentemente das afirmações anteriores, toda
mulher apresenta grau de risco. Em número muito menor também são
diagnosticados cânceres de mama em indiv́ıduos do sexo masculino.

A hereditariedade do câncer de mama é outro fator amplamente dis-
cutido mas também ainda pouco consolidado. Algumas mulheres herdam
um gene anormal e apresentam risco muito elevado de desenvolvimento
do câncer. Mesmo sem comprovação do resultado, recomenda-se iniciar o
rastreamento 10 anos antes da idade que o familiar foi diagnosticado como
portador do câncer de mama (Robson & Offit, 2002; Cohn et al., 2003).

Ainda sem explicação também, Dupont & Page (1985) identificaram
que a associação da presença de um cisto com o histórico de câncer fa-
miliar provoca um aumento da ordem de 2 a 3 vezes na possibilidade de
desenvolvimento da doença. Outro agravante é o próprio processo de de-
tecção utilizando raios-X, que pode aumentar o risco de desenvolvimento
da doença. É sabido que a energia da radiação produz radicais livres (par-
t́ıculas carregadas) que podem reagir e causar danos ao DNA. Ainda sem
os devidos cuidados, a exposição à radiação pode afetar também o próprio
técnico radiologista que executa o rastreamento.

2.2 Diagnóstico do câncer de mama por ultrassom
Há um crescente avanço nos métodos de diagnóstico por imagem incluindo
a utilização de ultrassom. Na imaginologia mamária, a ultrassonografia
representa uma modalidade de diagnóstico muito significativa. Trata-se de
um método baseado na reflexão do som. Os transdutores são dispositi-
vos existentes no aparelho capazes de transmitir e receber ondas sonoras.
As ondas produzidas alcançam os tecidos e, de acordo com os tipos dos
mesmos, são refletidas de volta ao transdutor para ampliação em monitor.
Este método é comumente chamado de ecografia pelo fato da reflexão do
som também ser chamada de “eco”.
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Para lesões de tamanho maior ou igual a 1(um) cm a utilização do
ultrassom é fortemente indicada para diferenciar um cisto de uma posśıvel
lesão sólida (Kopans, 2000; Shah et al., 2010).

3. Metodologia

Para analisar as alterações morfológicas estatisticamente significantes e
classificar imagens 2D ultrassonográficas de mama que contêm tumores
malignos e benignos, duas abordagens estat́ısticas são consideradas: mas-
sivamente univariada e multivariada. Ambas são descritas em detalhes nas
subseções seguintes.

3.1 Análise estatística massivamente univariada
A análise estat́ıstica univariada de imagens é frequentemente baseada em
um modelo linear geral (General Linear Model - GLM ), que reune vários
modelos estat́ısticos diferentes. Dentre outros, pode-se citar a regressão
linear, o teste t, a análise da variância (ANOVA) e a análise da covariância
(ANCOVA).

O teste de hipóteses, aqui detalhado, foi adotado para identificação
das diferenças visuais entre os grupos de imagens de tumores benignos e
malignos. Usando o teste t como teste de significância, tem-se que esta
diferença é dada basicamente pelas diferenças entre as médias de cada
grupo ponderada por um desvio padrão do espalhamento das amostras
assumindo igualdade de variâncias entre as amostras, ou seja:

tk =
x1k − x2k

σk

√
1

N1
+ 1

N2

, (1)

onde tk é o t-valor da variável k, x1k e x2k são as médias amostrais respecti-
vas da variável k do grupo 1 e do grupo 2, σk é o desvio padrão ponderado
da variável k, o N1 e N2 são respectivamente o total de amostras do grupo
1 e do grupo 2. O desvio padrão ponderado do conjunto de amostras é
dado pela equação:

σk =

√
(N1 − 1)(σ1k)2 + (N2 − 1)(σ2k)2

N1 +N2 − 2
, (2)

onde σ1k e σ2k são respectivamente o desvio padrão da variável k para os
grupos 1 e 2.

Trata-se de um teste que visa a identificação de diferenças entre os gru-
pos para um ńıvel de significância fixado. Neste teste, são verificadas as
diferenças de médias pixel a pixel (Davatzikos, 2004). O teste de hipótese
estat́ıstica fornece uma afirmação acerca dos parâmetros de uma ou mais
populações (testes paramétricos) ou acerca da distribuição da população
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(Magalhães & Lima, 2010). Calculando o mapa de t-valores para os grupos
analisados, ou seja, os t-valores de cada um dos pixels do conjunto amos-
tral, o conceito de hipótese nula (H0) e hipótese alternativa (H1) pode ser
utilizado para definir as variáveis que apresentam diferenças significativas.
As hipóteses H0 e H1 podem ser descritas matematicamente pelas seguintes
equações:

H0 : Média do grupo 1 = Média do grupo 2
H1 : Média do grupo 1 6= Média do grupo 2

Entretanto, podem ocorrer dois tipos de erros no teste de hipóteses:
erro tipo I e tipo II. No erro do tipo I, rejeita-se a H0 quando esta é
verdadeira, ou seja, afirma-se que existe diferença estatisticamente signi-
ficativa quando, na verdade, não existe. No erro do tipo II não rejeita-se
H0 quando esta é falsa, ou seja, afirma-se que não existe diferença esta-
tisticamente significativa quando na verdade existe (Magalhães & Lima,
2010). Neste teste determina-se um valor de significância p que indique
que a diferença é estatisticamente significante com um determinado ńıvel
de significância.

Por meio da tabela t de Student pode-se obter o t-valor cŕıtico cor-
respondente a um ńıvel de significância desejado orientado pelos graus de
liberdade do conjunto de amostras (Magalhães & Lima, 2010). O grau de
liberdade é obtido pela diferença entre a quantidade total de amostras e
a quantidade de grupos analisados. O teste consiste em verificar se o t-
valor calculado, em módulo, é superior ao t-valor observado na tabela t de
Student. Se o t-valor calculado em módulo for maior que o t-valor cŕıtico
da tabela, então a hipótese nula é rejeitada e esta diferença encontrada é
considerada relevante do ponto de vista estat́ıstico (Leão et al., 2009).

3.2 Análise estatística multivariada
Técnicas em estat́ısticas multivariadas como LDA (Linear Discriminant
Analysis) e SVM (Support Vector Machine) podem ser utilizadas na etapa
de classificação (Fisher, 1936; Giraldi et al., 2008; Hastie et al., 2009; Sato
et al., 2009; Vapnik, 1998). Nestas aplicações, cada amostra é representada
por um ponto no espaço n-dimensional, onde n é o número de variáveis do
problema em questão. A denominação multivariada corresponde às técni-
cas que utilizam todas as caracteŕısticas (variáveis) para interpretação do
conjunto de dados simultaneamente e não pixel a pixel como na abordagem
anterior.

3.2.1 LDA
A proposta do método LDA, também conhecido como método de Fisher
(Fisher, 1936), é encontrar o hiperplano de maior separação entre os gru-
pos analisados. O cálculo deste hiperplano de separação considera o co-
nhecimento prévio da classe ou grupo de cada amostra. A análise LDA
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é paramétrica, ou seja, considera que a distribuição de probabilidade das
amostras é conhecida e pode ser representada pela média e dispersão das
amostras.

O método baseia-se na diminuição do espalhamento das amostras com
relação ao grupo a qual pertencem e, também, na maximização da distância
da média entre estes grupos (Fisher, 1936). Em outras palavras, calcula-
se as matrizes de espalhamento inter-classes e intra-classes com objetivo
de discriminar os grupos de amostras pela maximização da separabilidade
entre classes enquanto minimiza-se a variabilidade dentro das mesmas.

Matematicamente, as matrizes de espalhamento inter-classes (Sb) e
intra-classes (Sw) são definidas como:

Sb =

g∑
i=1

Ni(xi − x)(xi − x)T , (3)

Sw =

g∑
i=1

Ni∑
j=1

(xi,j − xi)(xi,j − xi)
T , (4)

onde g é o número de grupos analisados, Ni a quantidade de amostras
do grupo i, x̄ e x̄i são a média total e a média das amostras do classe i,
respectivamente, e xi,j é a amostra j do grupo i. A relação proposta por
Fisher que deve ser maximizada é dada pela seguinte equação (5):

PLDA = arg max
|Sb|
|Sw|

. (5)

O principal objetivo do método LDA é encontrar a matriz de proje-
ção PLDA que maximiza a razão entre o determinante da matriz de es-
palhamento inter-classes Sb e o determinante da matriz de espalhamento
intra-classes Sw, conhecido como critério de Fisher. Este critério de Fisher
descrito pela Equação 5 é satisfeito quando a matriz de projeção PLDA é
composta, no máximo, pelos (g−1) autovetores de S−1

w Sb, cujos autovalores
correspondentes são não-nulos.

Na prática, esta razão somente pode ser calculada se a matriz de es-
palhamento intra-classe Sw for não-singular. Exatamente neste momento
deve ser observado a proporção entre o número de amostras e de variá-
veis. Em cenários onde o número total de amostras N é bem menor que
o número de variáveis n, ocorre uma instabilidade no cálculo da matriz
inversa de Sw (Fukunaga, 1990). A quantidade de amostras necessárias
para evitar esta instabilidade no cálculo da matriz inversa de Sw deve
ser igual ou superior a 5 vezes a quantidade de variáveis destas (Jain &
Chandrasekaran, 1982). Considerando o cenário do trabalho desenvolvido
aqui, certamente ocorreria este problema, pois a quantidade de amostras é
bem inferior a quantidade de variáveis de cada amostra, representada por
imagens de tumores.
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Portanto, para o tratamento do problema de instabilidade no cálculo
da inversa da matriz Sw, utiliza-se o método denominado MLDA (Maxi-
mum uncertainty Linear Discriminant Analysis) (Thomaz et al., 2006).
Esta técnica consiste em substituir Sw por outra matriz regularizada S∗

w,
gerando um aumento no espalhamento dos dados e mantendo as variações
mais relevantes existentes nas amostras. A nova matriz regularizada S∗

w

pode ser calculada por meio dos seguintes passos:

1. Selecionar os autovetores Φ e autovalores Λ de Sp, onde Sp = Sw
N−g

;

2. Calcular a média dos autovalores λ̄;

3. Gerar uma nova matriz de autovalores baseada na dispersão dos
maiores Λ∗ = diag[max(λ1, λ̄), ...,max(λn, λ̄)];

4. Calcular a matriz de espalhamento intra-classes regularizada S∗
w =

(ΦΛ∗ΦT )(N − g).

Com a matriz S∗
w calculada, substitui-se Sw da equação (5) por S∗

w e
regulariza-se o critério de Fisher para problemas onde N � n.

3.2.2 SVM
Com o mesmo propósito final do LDA, o método SVM também visa en-
contrar o hiperplano de maior separação entre os grupos de amostras. De
forma analoga ao LDA, o cálculo do hiperplano de separação considera
o conhecimento prévio da classe de cada amostra j investigada, ou seja,
yj ∈ {−1, 1}. Porém, o método SVM é não-paramétrico, ou seja, não
considera a distribuição de probabilidade das amostras.

O SVM é uma técnica de reconhecimento de padrões com sólido em-
basamento teórico e que tem apresentado resultados satisfatórios mesmo
quando comparado a métodos clássicos como redes neurais e árvores de de-
cisão. Trata-se essencialmente de um classificador de duas classes mas que
também pode ser estendido para tratamento de mais de duas classes (Lo-
rena & Carvalho, 2007). Este método é baseado na teoria de aprendizado
estat́ıstico, pioneiramente descrita por Vapnik (1998). Como vantagens, o
SVM apresenta boa capacidade de generalização, robustez em grandes di-
mensões e convexidade da função objetivo. Para encontrar a solução ótima
do classificador é usada uma função quadrática, em que não há presença
de vários mı́nimos locais, e sim apenas um mı́nimo global, o que facilita a
obtenção do valor ótimo.

O hiperplano SVM pode ser definido resumidamente como:

wSV M =

N∑
j=1

αjyjxj , (6)

onde αj são os coeficientes de Lagrange não-negativos obtidos pela solução
de um problema de otimização quadrático com restrições de desigualdade
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linear (Lorena & Carvalho, 2007). As observações de treinamento xj , com
αj não-zero, ficam na fronteira da margem e são chamadas de vetores de
suporte (Sato et al., 2009). O SVM pode fazer uso de vários tipos de kernel,
incluindo o polinomial, o Gaussiano-RBF e o linear. Para os experimentos
desenvolvidos no presente trabalho, foi adotado somente o kernel linear.

4. Experimentos

4.1 Banco de imagens e características geométricas e de textura
Foram utilizadas 250 imagens ultrassonográficas de tumores mamários e um
conjunto de valores referentes às caracteŕısticas de circularidade, sombra
acústica e heterogeneidade destes tumores. As imagens de tumores benig-
nos totalizam 100 e as de tumores malignos 150. Como existem 5 imagens
diferentes do mesmo tumor, tem-se 20 diferentes tumores benignos e 30
diferentes tumores malignos. A Figura 2 apresenta exemplos das imagens
investigadas aqui. As images foram adquiridas por meio de um equipa-
mento modelo Voluson 730 (General Electric, USA) com um transdutor
S-VNW5-10. As especificações técnicas deste são: frequência de varredura
de 5-10 MHz, largura de varredura de 40 mm e ângulo de varredura de 20
a 30 graus.

(a) (b) (c) (d)
Figura 2. Exemplos de imagens investigadas com tumores (a,b) benignos e

(c,d) malignos.

Os valores geométricos de circularidade foram obtidos a partir de um
ponto central da região de interesse (tumor). Calculou-se a distância entre
cada ponto da borda da lesão e o centro da imagem. Os valores também
foram normalizados pela área total da imagem. Em geral, as lesões malig-
nas apresentam valores mais altos de desvio padrão em relação a distância
média quando comparadas às lesões benignas. As outras duas caracteŕıs-
ticas, heterogeneidade e sombra acústica, são de textura. Os valores de
heterogeneidade, utilizando imagens em escala de cinza, foram calculados
por meio da entropia BGS (Boltzman-Gibbs-Shannon). Geralmente as le-
sões malignas são mais heterogêneas que as benignas. Já a sombra acústica
tem relação direta com a região inferior da imagem. No caso das imagens
de tumores mamários, a sombra acústica está extremamente relacionada
ao tipo de tumor. Na maioria dos casos de tumor benigno ocorre a for-
mação de um reforço acústico abaixo do região do tumor em decorrência
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da existência de muitas part́ıculas de água. Os tumores malignos, que são
geralmente mais sólidos, tendem a apresentar uma sombra acústica. Nos
tumores malignos a sombra acústica é mais intensa (cor mais branca) que
o reforço acústico presente nos tumores benignos. Então, para calcular os
valores desta caracteŕıstica foram comparados os histogramas da região da
lesão e da região logo abaixo desta. Quanto mais escuro é a região abaixo da
lesão, maior é a probabilidade desta ser benigna (Rodrigues et al., 2006a).
Os valores de pré-processamento das caracteŕısticas foram atribúıdos por
radiologistas e calculados em estudos anteriores (Rodrigues et al., 2006b;
Giraldi et al., 2008).

4.2 Pré-processamento das imagens
Com o propósito de ajustar as diferenças de resolução, as imagens foram
submetidas a uma etapa de pré-processamento. As imagens fornecidas, em
escala de cinza, possuem resoluções diferentes que variam de 57 a 161 pixels
na altura e de 75 a 199 pixels na largura. Independentemente da resolução,
a maioria dos tumores está localizada no centro das imagens. A intensidade
de cada pixel da imagem é definida dentro de uma escala de 0 a 255, que são
as variações de tons de cinza em um sistema de representação de luminância
com 8 bits de resolução. A maioria das imagens foram recortadas para
adequação ao processo de análise. A resolução de 70 x 70 pixels, escolhida
após testes, visou evitar a perda de informações significativas no recorte
das imagens. No entanto, 20 imagens de um total de 250 tiveram que ser
redimensionadas pois possuiam resolução inferior a 70 pixels na altura. A
maior diferença encontrada, em 5 destas 20 imagens, foi de 13 pixels. Nas
demais imagens redimensionadas o maior ajuste foi de 5 pixels.

Após este pré-processamento inicial, as imagens foram submetidas a um
processo de redução de dimensionalidade utilizando a técnica PCA (Prin-
cipal Component Analysis) (Fukunaga, 1990), porém preservando todas as
componentes com autovalores não-nulos (Thomaz et al., 2007). Na sequên-
cia, as imagens projetadas no espaço do PCA foram então projetadas no
espaço dos classificadores lineares MLDA e SVM para se obter a separação
dos tumores malignos e benignos.

Neste processo de separação linear empregando os classificadores
MLDA e SVM, foram adotados dois tipos de parâmetros de entrada. No
primeiro a classificação das imagens de tumores mamários considera a in-
tensidade dos pixels, ou seja, a análise é feita na imagem como um todo
considerando todas as componentes do PCA com autovalores não-nulos. Já
no segundo processo os classificadores são executados utilizando as caracte-
ŕısticas extráıdas dos tumores nas imagens (circularidade, heterogeneidade
e sombra acústica). Os valores atribúıdos a cada caracteŕıstica são tratados
separadamente nos classificadores.

O cálculo da acurácia dos classificadores foi baseado na abordagem de
validação cruzada (cross-validation). Nos experimentos aqui realizados, foi
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adotada a forma extrema da abordagem de validação cruzada denominada
leave-one-out (Fukunaga, 1990). Este método foi aplicado em decorrência
do pequeno número de amostras rotuladas.

5. Resultados

5.1 Análise estatística massivamente univariada
A Figura 3 apresenta as imagens médias das amostras dos grupos benigno
e maligno2. Claramente observa-se uma diferença no formato e tamanho
dos tumores nas imagens. Na imagem média das lesões benignas, vista na
Figura 3(a), o tumor é menor e mais concentrado. Já o tumor das imagens
de lesões malignas, visto na Figura 3(b), parece ser maior e mais espalhado.

(a) (b)
Figura 3. (a) Imagem média de tumores benignos; (b) Imagem média de

tumores malignos.

Em complemento às diferenças observadas entre as imagens médias de
tumores benignos e malignos, foi implementado o teste de hipóteses baseado
na distribuição de probabilidade de t de Student. Nesta análise, a finalidade
foi obter as variações mais relevantes estatisticamente entre as imagens dos
grupos de tumores malignos e benignos. Nas Figuras 4(a), 4(b) e 4(c) pode-
se observar as regiões mais discriminantes selecionadas de acordo com ńıveis
de significância de 5%, 1% e 0,1% da tabela t de Student. Do ponto de
vista estat́ıstico, estas são as regiões de maior discriminância entre os dois
grupos de imagens de tumor mamário, avaliadas pixel a pixel. Estas regiões
mais discriminantes foram projetadas sobre uma imagem de referência que
representa aqui a subtração das imagens médias dos dois grupos. A Figura
4(d) demonstra a projeção simultânea das três imagens relacionadas nas
Figuras 4(a), 4(b) e 4(c) representando os ńıveis de significância de 5%, 1%
e 0,1% da tabela t de Student. A cor branca é resultante da intersecção
das cores vermelho, verde e azul e representa a projeção simultânea dos
três ńıveis de significância adotados (5%, 1% e 0,1%). A cor amarela é
resultante da intersecção das cores vermelho e verde e representa a projeção

2 Devido a baixa qualidade das imagens ultrassonográficas as bordas do tumores
foram destacadas utilizando o filtro de Canny.
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simultânea das regiões discriminantes com ńıveis de significância de 5% e
1% .

(a) (b) (c) (d)
Figura 4. Projeção das regiões discriminantes: (a) Nı́vel de significância de
5%; (b) Nı́vel de significância de 1%; (c) Nı́vel de significância de 0,1%; (d)

Projeção simultânea de regiões discriminantes representando todos os
ńıveis de significância experimentados (5%, 1% e 0,1%).

5.2 Análise estatística multivariada
Os resultados da análise multivariada são apresentados em dois passos.
Primeiramente as imagens e seus valores de pré-processamento (referentes
às caracteŕısticas circularidade, heterogeneidade e sombra acústica) foram
submetidos aos classificadores lineares para obter os hiperplanos de separa-
ção e também avaliar o desempenho dos mesmos. O segundo passo fez uso
de um mapa de pesos discriminantes, gerado no processo de classificação,
para identificar e mostrar as regiões mais discriminantes das imagens de
tumor mamário analisadas.

5.2.1 Desempenho dos classificadores
A Tabela 1 apresenta a acurácia dos classificadores nas análises das imagens
como um todo e das caracteŕısticas geométrica e de textura. O desempenho
dos classificadores considerando a intensidade de todos os pixels da imagem
simultaneamente foi notadamente superior ao desempenho destes mesmos
classificadores analisando as caracteŕısticas extráıdas das imagens. Estes
resultados indicam que os fatores determinantes na classificação dos grupos
vão além de caracteŕısticas como circularidade, heterogeneidade e sombra
acústica, principalmente para separações lineares.

Pode-se constatar que os dois classificadores separaram muito bem os
grupos na análise simultânea de todos os pixels da imagem. A taxa de
acerto foi de 100% em ambos classificadores por meio de testes de valida-
ção cruzada extrema (leave-one-out). Em contraste, a classificação con-
siderando os valores das caracteŕısticas apenas não apresentou resultado
satisfatório. A maior taxa de acerto, de 78%, foi obtida na avaliação da
caracteŕıstica circularidade pelo classificador MLDA.
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Tabela 1. Taxas de classificação.

MLDA SVM

Total Benignos Malignos Total Benignos Malignos

Imagem 100% 100% 100% 100% 100% 100%
Circularidade 78% 79% 77% 76% 68% 82%

Heterogeneidade 64% 63% 65% 60% 46% 70%
Sombra Acústica 73% 60% 82% 70% 61% 75%

A Figura 5 apresenta, de maneira simultânea, os hiperplanos obtidos
dos dois classificadores com o intuito de observar que a ordem de classifica-
ção das amostras, no entanto, ficou diferente entre os mesmos. A imagem
95, de tumor benigno, ficou mais próxima dos casos malignos no hiperplano
classificador do SVM. Uma posśıvel explicação para tal posicionamento se-
ria a presença de caracteŕısticas inerentes aos tumores malignos como a
sombra acústica e o formato irregular. Já a imagem 93, também do grupo
de tumores benignos (lado direito), foi ordenada como um dos extremos do
grupo indicando uma classificação mais fácil e/ou mais simples. De forma
análoga, também destaca-se a imagem 206 do grupo de tumores malignos.
Esta ficou posicionada no extremo do grupo de tumores malignos (lado es-
querdo). É válido destacar ainda a posição da imagem 166 no hiperplano
gerado pelo classificador MLDA. Esta imagem foi ordenada como próxima
aos tumores malignos, sugerindo uma maior complexidade de classificação.
Observando a imagem 166, nota-se que esta apresenta caracteŕısticas dos
dois grupos de tumores, ou seja, esta apresenta caracteŕısticas de tumor be-
nigno como a ausência de sombra acústica, mas também apresenta formato
irregular, geralmente caracteŕıstico dos tumores malignos. A proximidade
da fronteira de decisão definida pela ordem das imagens pode ser interpre-
tada como uma maior dificuldade de classificação. Já a maior distância
desta pode indicar uma maior facilidade de classificação.

5.2.2 Transição visual dos tumores classificados
A Figura 6(a) apresenta uma padronização genérica dos formatos de nó-
dulos mamográficos proposta pelo BI-RADS (Breast Image Reporting and
Data System). Nesta é posśıvel observar a transição do nódulo benigno
para o maligno de forma gráfica. A diferença no formato dos nódulos é
bastante expressiva. Em âmbito geral, trata-se de um bom guia visual
para o estudo dos tumores mamográficos em imagens ultrassonográficas.

De forma análoga a Figura 6(b) ilustra, em modo negativo, a transição
das imagens entre os grupos de tumores benignos e malignos obtida pelos
classificadores MLDA e SVM. Esta transição visual foi constrúıda com as
imagens médias calculadas a partir de intervalos estabelecidos na ordenação
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Figura 5. Hiperplanos MLDA e SVM de separação: maligno a esquerda e
benigno a direita.
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discriminante das imagens. O intervalo adotado foi de cinquenta imagens,
ou seja, a cada 50 imagens ordenadas calcula-se a imagem média. Como a
ordenação é composta pelas 250 imagens amostrais, obtém-se então cinco
imagens para navegação dos protótipos ordenados do “mais benigno” para
o “mais maligno”. É posśıvel notar, apesar do número limitado de imagens
considerado, diferenças no formato dos tumores e também na região inferior
destes. A região mais clara na parte inferior das imagens é mais intensa
nas imagens que pertencem ao grupo dos tumores malignos (lado direito).
O tamanho dos tumores também apresenta variação na transição entre os
grupos. O tamanho dos tumores benignos (lado esquerdo) é menor e segue
aumentando a medida que a navegação se aproxima dos tumores malignos
(lado direito).

Nota-se ainda uma boa semelhança nas sequências de imagens geradas
pelos classificadores SVM e MLDA. Apesar da ordem das imagens não ser
igual, em ambos resultados, o tamanho do tumor aumenta na navegação
em direção aos tumores malignos e a posśıvel sombra acústica de cor
preta, na parte inferior da imagem, diminui de tamanho na navegação em
direção aos tumores benignos (esquerda).

(a)

(b)
Figura 6. (a) Formato BI-RADS dos tumores mamários; (b) Transição

visual dos tumores ordenados pelos classificadores MLDA (linha superior)
e SVM (linha inferior), partindo dos “mais benignos” (a esquerda) para os

“mais malignos” (a direita).
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6. Conclusão

Este trabalho realizou comparações quantitativas e qualitativas entre os re-
sultados das aplicações dos métodos estat́ısticos univariado e multivariado
na análise de imagens ultrassonográficas de mama. O sucesso da aplica-
ção destes métodos estat́ısticos é fortemente dependente das fases de pré-
processamento e segmentação das imagens. Os resultados obtidos na aná-
lise multivariada considerando a intensidade de todos os pixels da imagem
simultaneamente, por meio dos classificadores SVM e MLDA, alcançaram
desempenho superior perante a mesma análise utilizando caracteŕısticas
extráıdas das imagens como circularidade e sombra acústica. Enquanto
que a classificação linear utilizando a imagem como um todo alcançou a
taxa de acerto absoluta em ambos classificadores, obteve-se a maior taxa
de acerto de 78% analisando a caracteŕıstica circularidade pelo classificador
MLDA.

É importante ressaltar, no entanto, que todas as imagens analisadas
apresentavam tumores e que estes estavam posicionados na região central
das mesmas. Em outras palavras, estas imagens foram normalizadas espa-
cialmente com o intuito de evidenciar a região do tumor e eliminar regiões
de fundo da imagem. A obtenção deste alto ı́ndice de acurácia foi certa-
mente favorecida por estes ajustes feitos na etapa de pré-processamento
das imagens. Na literatura o ı́ndice médio de acurácia dos classificadores é
da ordem de 90%. Talvez a aplicação dos mesmos métodos em imagens de
ultrassom sem pré-processamento possa apresentar taxas de acertos me-
nores e mais próximas desta, mas a análise estat́ıstica da imagem como
um todo normalizada espacialmente apresentou resultado de classificação
extremamente promissor.

Adicionalmente, a análise univariada indicou as regiões central e infe-
rior da imagem como mais diferentes estatisticamente. Na transição entre
os grupos de tumores benignos e malignos, foi posśıvel notar as diferenças
entre os grupos justamente nestas regiões indicadas pela análise univariada.
Muito provavelmente as caracteŕısticas de circularidade e sombra acústica
exerceram influência na discriminância dos grupos. Entretanto, a análise
final dos resultados indicou que as diferenças entre as imagens de tumo-
res benignos e malignos não são concentradas em determinadas regiões da
imagem. Na verdade, estas diferenças estão espalhadas por toda a área da
imagem. Pode-se concluir que as diferenças entre os grupos não são limi-
tadas à observação de determinadas regiões ou caracteŕısticas exclusivas.
As diferenças são difusas e complexas, e, portanto, outras partes da ima-
gem devem ser observadas para alcançar um bom resultado na identificação
correta de cada classe ou grupo de tumores.

Acredita-se que os resultados promissores alcançados na análise das
imagens como um todo, tanto para classificadores não-paramétricos e pa-
ramétricos como o SVM e o MLDA, podem ser de grande valia no trei-



Classificação e extração de características discriminantes de imagens 2D 81

namento e suporte para radiologistas. No caso de radiologistas iniciantes,
este tipo de análise possibilitaria a confirmação de determinada classifica-
ção do ponto de vista estat́ıstico, principalmente em casos mais simples. Já
no caso de radiologistas experientes, os resultados dos classificadores pode-
riam servir de apoio na tomada de decisões, principalmente nos casos mais
complexos e duvidosos. Por exemplo, nos casos mais duvidosos, o radio-
logista poderia verificar o resultado do classificador antes de solicitar um
novo tipo de exame ou mesmo determinar um tipo de tumor. A natureza
não invasiva, o baixo custo e a formação da imagem em tempo real fazem
da imaginologia ultrassonográfica, aliada a análise estat́ıstica de imagem,
uma ferramenta extremamente útil no diagnóstico médico.
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humano, análise de séries temporais, bioestat́ıstica, estat́ıstica não-paramétrica e
modelos de regressão.
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Capítulo 5

Auxílio ao Diagnóstico do Glaucoma
Utilizando Processamento de Imagens

Virginia Ortiz Andersson e Lucas Ferrari de Oliveira∗

Resumo: Glaucoma é uma doença capaz de causar danos no nervo
óptico com impacto no campo visual. O diagnóstico do glaucoma
é baseado na análise da escavação patológica através da inspeção
do nervo óptico pela oftalmoscopia. Este caṕıtulo apresenta o de-
senvolvimento de um software que calcula a razão entre as áreas da
escavação e disco óptico bem como a razão entre os diâmetros. Es-
tes valores são de extrema importância no diagnóstico do glaucoma
e indicam o quanto o nervo óptico está escavado. Utiliza-se como
técnica de segmentação de imagens o algoritmo de crescimento de
região. Embora ferramentas similares existam, os custos são ina-
cesśıveis aos usuários. O diferencial do sistema proposto se baseia
em uma maior acessibilidade que o software terá em relação aos já
existentes.

Palavras-chave: Segmentação de imagens, Glaucoma, Cresci-
mento de região.

Abstract: Glaucoma is a disease capable of causing an injury in
the optic nerve with progressive impact on the visual field. The
diagnosis of glaucoma is based on the analysis of pathological ex-
cavation by inspection of the optic nerve through ophthalmoscopy.
This chapter shows the development of a software which calculates
the area ratio between pathological excavation and optical disk and
the diameter ratios as well. These values are extremely important
in the diagnosis of glaucoma since it indicates how much the optic
nerve is excavated. We use region growing as technique for image
segmentation. Although similar tools do exist, the cost is unreacha-
ble to users. The differential of the proposed system is based on a
greater accessibility of the software related to the existing ones.

Keywords: Image segmentation, Glaucoma, Region growing.
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1. Introdução

O glaucoma é uma doença grave capaz de causar uma lesão progressiva no
nervo óptico com repercussão sobre o campo visual. Ela é assintomática e
é causa irreverśıvel de cegueira. O diagnóstico precoce desta doença, feito
principalmente pela análise do nervo óptico, é de extrema importância e
não está acesśıvel a todas as pessoas devido ao alto custo que este exame
pode ter. Por não apresentar sintomas, o glaucoma só é percebido pelo
paciente quando o mesmo já começa a ter dificuldades de enxergar, o que
significa o comprometimento de grande parte das fibras nervosas oculares.
O tratamento nesse caso é limitado. Na maioria dos casos esse quadro
grave pode ser evitado se o glaucoma for detectado e tratado em tempo
hábil.

1.1 Fisiopatologia do glaucoma
O nervo óptico é um grosso feixe de fibras nervosas originadas na retina que
atravessam o orif́ıcio posterior do globo ocular entrando no crânio através
do canal óptico. Cada nervo óptico liga-se com o lado oposto formando um
cruzamento parcial das fibras chamado quiasma óptico (Machado, 2000).

O disco óptico (DO) designa a porção intra-ocular do nervo óptico
viśıvel à oftalmoscopia e é a elipse com eixo vertical maior. O disco óptico
é maior em mı́opes e pessoas afro-descendentes. Nos homens pode chegar
a uma área 3% maior do que nas mulheres (Almeida, 2004).

A escavação é a elipse com menor eixo vertical e ocupa uma porção
variável no nervo óptico. Na oftalmoscopia é viśıvel pela área de coloração
esbranquiçada no centro do disco óptico. A artéria e veias centrais da re-
tina atravessam o disco e se bifurcam na superf́ıcie e bordas da escavação.
Dentre os exames utilizados no diagnóstico do glaucoma, a análise do nervo
óptico se baseia principalmente na obtenção da porcentagem de nervo óp-
tico escavado. Esse valor é obtido tanto pela razão entre os diâmetros ou
entre as áreas de escavação por disco óptico total (Almeida, 2004).

A Figura 1 mostra duas imagens de fundo de olho apresentando discos
ópticos de diferentes configurações: Em (a) escavação normal ou mode-
rada, ocupando no máximo 30% do disco e em (b) escavação no glaucoma
avançado ocupando 80% a 90% do disco óptico. Na Figura 2 observam-se
as regiões do disco óptico D e escavação E, bem como a razão entre elas,
calculada por D/E. Esta razão é conhecida como Cup-to-Disc ratio (CDR)
ou razão escavação por disco (E/DO) e representa a divisão entre os limites
da escavação pelos limites do disco óptico (Almeida, 2004).

Inúmeras vezes especialistas da área utilizam ferramentas como Adobe
Photoshop (Knoll & Knoll, 2011) e GIMP (Kimball & Mattis, 1996) para
elaborarem seus diagnósticos. Estes softwares não são adequados para essa
finalidade, já que não foram desenvolvidos com o propósito de auxiliar na
investigação de doenças. O uso de tais recursos pode despender boa parte
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Figura 1. Em (a) uma retinografia apresentando DO com escavação
considerada normal e em (b) escavação no glaucoma avançado (Bourne,

2006).

Figura 2. Marcação das regiões e razões entre elas (Tavares & Mello, 2005).



88 Andersson & Oliveira

do tempo dedicado a elaboração do diagnóstico, pois os resultados proveni-
entes dos softwares devem ser anotados manualmente para sua utilização.

O processamento de imagem é uma forma de processamento de dados
no qual a entrada e a sáıda é uma imagem ou quadros de v́ıdeos. Esse
processo tem o objeto de otimizar a extração de informações e, portanto,
ajudar na interpretação da imagem, que envolve a detecção e reconheci-
mento de elementos contidos na imagem. Basicamente o processamento de
imagem tem como entrada uma imagem e sáıda um conjunto de valores
numéricos, que podem ou não compor uma outra imagem (Marengoni &
Stringhini, 2009). O processamento de imagens pode ser dividido em várias
etapas, que vão desde a melhora da aquisição até a sua identificação. Uma
das etapas é a de segmentação que consiste em subdividir a imagem em
suas partes ou objetos constituintes. Utiliza-se para isto as propriedades
básicas de descontinuidade dos ńıveis de cinza para segmentação através
de bordas, fronteiras e linhas, ou de similaridade destes para separação de
regiões que apresentem determinada caracteŕıstica em comum (Azevedo-
Marques, 2001; Castleman, 1996).

O aux́ılio ao diagnóstico por computador (CAD - Computer-Aided Di-
agnosis) foi inicialmente utilizado na área de radiologia, porém hoje várias
áreas se beneficiam das suas aplicações. Neste tipo de sistema o computa-
dor é utilizado como uma ferramenta para se obter uma informação extra
e o diagnóstico é sempre feito pelo especialista humano. A finalidade dos
sistemas CAD é aumentar a acurácia do diagnóstico, pois a avaliação do es-
pecialista, dependendo do tipo de exame e da técnica empregada, pode ser
subjetiva e estar sujeita a variações inter e intrapessoais (Azevedo-Marques,
2001).

Com o intuito de auxiliar o diagnóstico precoce do glaucoma e prover
o acompanhamento da neuropatia óptica glaucomatosa (danos no nervo
óptico causados pelo glaucoma) foi desenvolvido um software que calcula
a razão entre a área da escavação e a área do disco de um nervo óptico a
partir de uma imagem de retinografia. Intitulado OnScope (Optical Nerve
Scope), o software fornece ao especialista informações relevantes para o
diagnóstico da doença. Além do cálculo de áreas, é posśıvel calcular a razão
entre os diâmetros das duas regiões e armazenar os resultados obtidos para
o histórico e acompanhamento da doença. Essas informações periódicas são
de grande valor pois mostram ao oftalmologista a evolução ou regressão da
neuropatia óptica no paciente.

2. Materiais e Métodos

As imagens utilizadas neste trabalho foram adquiridas no formato JPEG e
são provenientes dos equipamentos (i) retinógrafo TOPCON modelo TRC-
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50DX1 e (ii) OPTO ADS sistema de angiografia digital2, que possui tec-
nologia CCD ADS 1.5 (resolução 1392 x 1040 pixels) e ADS 4.0 (resolução
2048 x 2048 pixels). Os equipamentos pertencem a duas cĺınicas de oftal-
mologia da cidade de Porto Alegre e as imagens foram cedidas e avaliadas
por oftalmologistas.

A proposta do software OnScope é calcular duas áreas e diâmetros em
imagens de retinografia e apresentar uma razão entre elas para utilização
no diagnóstico cĺınico do glaucoma.

Devido à natureza do problema optou-se por utilizar um algoritmo de
crescimento de região para segmentação de imagens, pois o mesmo funciona
para o dado problema e é similar a algoritmos encontrados em funções de
seleção de regiões nos softwares utilizados pelos especialistas. Com isto, a
adaptação do usuário pode ser mais fácil.

As técnicas de crescimento de regiõe normalmente são utilizadas em
conjunto com outras técnicas de segmentação, como no trabalho de Tang
(2010). Ele propôs em seu trabalho o uso do algoritmo de Watershed na
base do tradicional algoritmo de crescimento de região: onde antes as se-
mentes eram escolhidas manualmente, na solução de Tang elas são geradas
pelas regiões resultantes do algoritmo de Watershed. O uso combinado
destes métodos resulta em um processo cuja complexidade computacional
diminui em comparação com método de crescimento de região original.
Originalmente o algoritmo depende do número de pixels da imagem e, na
solução de Tang, o algoritmo de crescimento de região depende do número
de regiões geradas pelo algoritmo de Watershed, como mostra a Figura 3.
Além disto, esta proposta automatiza a seleção das sementes (Tang, 2010).

Figura 3. Fluxograma do algoritmo de Tang.

1 http://www.topconmedical.com/products/trc50dx.htm
2 http://www.opto.com.br/Produto.php?lingua id=1&divisao id=1&produto id=49
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2.1 Crescimento de região (region growing)
O crescimento de região é um procedimento contextual em segmentação
de imagens, cuja forma mais simples é por agregação de pixels, onde o
algoritmo começa com um conjunto de sementes e, a estas, agregam-se
outros pixels que possuem propriedades similares (como ńıveis de cinza,
textura ou cor) indicadas por algum predicado de uniformidade (Gonzalez
& Woods, 2002).

O processo de crescimento de região inicia com um conjunto de pi-
xels chamados sementes, que devem crescer originando regiões uniformes e
conectadas. Um pixel é adicionado à região se ele ainda não foi adicionado
à outra, se ele é vizinho da mesma e se após sua adição, a nova região
continua uniforme. Neste algoritmo é assumido 8 pixels como vizinhos ao
redor do pixel atualmente analisado (8-connectivity) (Efford, 2000).

A agregação de um pixel candidato em uma região é feita se, e apenas
se: a) O pixel não foi assimilado a nenhuma outra região b) O pixel é
vizinho desta região c) A nova região, criada após sua agregação, continua
uniforme

Cada pixel, ao ser adicionado à região, passa por um teste de unifor-
midade dado pela Equação 1 (Efford, 2000)

P (R) =

{
V erdadeiro se |f(x, y)− µR| ≤ ∆
Falso caso contrário

(1)

assumindo que f(x, y) é o valor do pixel na posição x, y da imagem no
espaço RGB, µR a cor média da região e ∆ um limite escolhido. Para cada
pixel avaliado no momento é calculado o valor f(x, y) e a diferença deste
com o valor médio de cor de toda a região. Caso ela seja menor ou igual
a um limite espećıfico, o novo pixel é associado à região, caso contrário,
ele é descartado. O algoritmo para quando não encontra mais pixels que
satisfaçam os critérios de adição para cada região (Efford, 2000).

O algoritmo da metodologia de crescimento de região é:

Algorithm 1 Algoritmo de Crescimento de Região:

while R8 receber pixels do
for i = 1→n do

for p = vizinhos da borda→ borda do
if (vizinho nao esta marcado E f(x, y)− µR ≤ ∆) then
Ri ← f(x, y)
µi = µi + 1

end if
end for

end for
end while
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A Figura 4 mostra como é aplicado o algoritmo em uma imagem simples
(4 linhas e 5 colunas), considerando uma vizinhança de oito pixels. Para
cada iteração do algoritmo é verificado se o valor do pixel é menor que um
limite igual a 3. Na Figura 4 (a) a semente inicial está marcarda em cinza
na Figura 4 (b) mostra uma das iterações do algoritmo. Como resultado,
apenas pixels com valores 0, 1 ou 2 são adicionados, pois eles satifazem a
regra com limite igual a 3 para a semente escolhida.

Figura 4. (a) Pixel semente; (b) primeira iteração;. (c) iteração final.
(Efford, 2000)

No software, o especialista escolhe alguns pontos sementes, na região
que deseja seccionar e o limite ∆. Os diâmetros são calculados através da
diferença entre dois pontos, também escolhidos pelo usuário.

Foram realizadas comparações entre software desenvolvido, o software
Adobe Photoshop e um diagnóstico cĺınico realizado por um especialista. O
comparativo serviu para mostrar a semelhança entre os resultados. Além
disto, mostrou que ferramenta desenvolvida é espećıfica para a detecção
precoce do glaucoma, auxiliando no armazenamento das informações rela-
tivas ao diagnóstico.

3. Testes e Validação do Software

Os testes e validação da ferramenta OnScope foram compostos de duas
partes. Primeiramente, a verificação da capacidade do software de calcular
a razão entre duas áreas usando objetos com medidas e resultados conhe-
cidos. Em seguida, a verificação da capacidade do software ser usado no
diagnóstico cĺınico. Para isto, os resultados foram comparados com resul-
tados fornecidos pelo especialista.

3.1 Validação da metodologia
Cada paciente possui um tipo diferente de nervo óptico. Cada disco e es-
cavação possuem diferentes medidas. Devido à esta falta de padrão nas
medidas encontradas em indiv́ıduos quaisquer, tornou-se imposśıvel verifi-
car se o software OnScope calculava corretamente a razão entre duas áreas
em questão.
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Para contornar este problema, foi necessário escolher algum objeto que
possúısse duas regiões distintas, cujo valor das áreas e a razão entre elas
fosse conhecida ou facilmente verificável de maneira experimental (sem uso
de software). Para esta finalidade foi escolhida uma moeda brasileira de 1
Real, mostrada na Figura 5.

Figura 5. Teste e validação utilizando moeda de 1 Real.

Os valores das áreas da moeda de 1 Real foram calculados utilizando
uma régua milimetrada e π = 3,14159265. Segundo o Banco Central do
Brasil (BACEN, 2011), o diâmetro do maior ćırculo mede 2,7 cm e o diâ-
metro do menor circulo (interno) mede 1,8 cm. Os resultados do cálculo
manual podem ser vistos na Tabela 1. Também foram realizadas 20 seg-
mentações e medidas na moeda de 1 Real utilizando o softwares OnScope e
logo após calculou-se a média e o desvio padrão dos resultados visando ava-
liar a variação entre as várias análises que foram feitas, pois assim tem-se
uma estimativa da variação intra-imagem. Os valores mostram que a vari-
ação é pequena (desvio padrão igual a 0,01) e que a metodologia é robusta
(Tabela 2).

Tabela 1. Valores reais da moeda de 1 Real.

Área Maior Área Menor Razão das Razão dos

(cm2) (cm2) Áreas Diâmetros

5,7 2,5 0,4 0,6

3.2 Caso clínico
As diferenças na anatomia dos pacientes impediram a utilização de imagens
de retinografia na etapa de verificação do cálculo da razão entre as regiões.
Porém, foi necessário avaliar se as razões entre as áreas são consistentes
para auxiliar no diagnóstico. Para isto, foram submetidas ao teste algumas
imagens de fundo de olho com os limites de nervo óptico e escavação bem
definidos.
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Tabela 2. Média e desvio padrão das razões do diâmetro e área da moeda
calculados com o uso dos softwares.

OnScope Photoshop

Média diâmetro 0,68 0,67
Desvio padrão diâmetro 0,01 0,01
Média área 0,42 0,43
Desvio padrão área 0,02 0,02

As imagens foram agrupadas por equipamento de origem: TOPCON
e sistema de Angiografia OPTO ADS, e para cada equipamento um of-
talmologista foi responsável pela análise das imagens. Os oftalmologistas
calcularam os CDR’s dos diâmetros utilizando o software PhotoShop e
também a razão entre as áreas de maneira qualitativa, ou seja, atribúıram
valores com base em suas experiências no diagnóstico do glaucoma. O soft-
ware OnScope RG também calculou as áreas e suas razões e os CDR[V]s e
CDR[H]s (razão de diâmetros vertical e horizontal) nas imagens.

Posteriormente, as mesmas imagens foram segmentadas pelos especia-
listas no software Photoshop utilizando a ferramenta de seleção por gama
de cores. Essa etapa serviu como uma forma de comparação entre os resul-
tados obtidos na segmentação realizada pelo software Onscope com outra
ferramenta que é utilizada em casos cĺınicos, mas não é espećıfica para isto.

4. Resultados

As Figuras 6 e 7 mostram o resultado de um caso segmentado e armaze-
nado pelo software OnScope. As cores auxiliam na diferenciação entre as
regiões de estudo. A Figura 7 é o resultado final do software a imagem
é gravada com as informações (canto superior esquerdo) do cálculo entre
regiões marcadas. Facilitando a recuperação posterior da informação pelo
especialista, pois a própria imagem já possui o resultado. A ferramenta
apresenta ao médico o resultado das áreas calculadas, dos diâmetros e as
razões importantes para o seu diagnóstico e salva todos esses dados jun-
tamente com a imagem do exame, segmentada. A cor azul representa a
porção de escavação encontrada, enquanto que a magenta designa a área
representada pelo disco óptico total. O especialista pode refazer a segmen-
tação escolhendo um novo limite de diferença entre as cores, para imagens
de retinografia pouco ńıtidas ou com coloração muito semelhante nas áreas
significativas.

A comparação entre as razões das áreas das imagens de retinografia
obtidas pelo OnScope, PhotoShop e oftalmologista pode ser vista na Ta-
bela 3 e na Tabela 4. O resultado fornecido pelo oftalmologista é um valor
atribúıdo de acordo com a experiência do mesmo em avaliar o tamanho das
escavações em relação ao disco óptico total nos pacientes e tem um valor
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Figura 6. OnScope na modalidade de cálculo de áreas.

Figura 7. Dados do exame salvos no OnScope.

mais qualitativo, pois não é uma medida extráıda da imagem e, sim, da
experiência em diagnóstico.

Os valores das razões calculadas variam bastante entre o OnScope e o
Photoshop, o que pode ser considerado uma diferença entre as metodologias
utilizadas. Por outro lado, em comparação com o especialista também
houve uma grande variação e a acurácia do sistema não pôde ser medida
de forma direta.

Para a análise dos resultados foram calculados os coeficientes de corre-
lação de Pearson entre os valores obtidos com os softwares OnScope, Pho-
toshop e com os resultados do diagnóstico cĺınico, como mostram as Tabelas
5 e 6. Os valores superiores a 0,8 indicam uma alta correlação entre as va-
riáveis comparadas e também um alto grau de semelhança nas respostas
dadas pelos sistemas utilizados.
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Tabela 3. Razões entre áreas obtidas nos softwares e no diagnóstico cĺınico,
para imagens de retinografia obtidas com o retinógrafo TOPCON.

Teste OnScope Photoshop Oftalmologista

1 0,20 0,32 0,20
2 0,35 0,24 0,30
3 0,42 0,47 0,50
4 0,23 0,20 0,30
5 0,92 0,45 0,80
6 0,12 0,10 0,30
7 0,42 0,36 0,40
8 0,18 0,31 0,10
9 0,94 1,17 0,90

Tabela 4. Razões entre áreas obtidas nos softwares e no diagnóstico cĺınico,
para imagens de retinografia obtidas com o sistema de angiografia OPTO

ADS.

Teste OnScope Photoshop Oftalmologista

1 0,46 0,29 0,40
2 0,33 0,23 0,40
3 0,02 0,08 0,10
4 0,04 0,01 0,10
5 0,19 0,38 0,30
6 0,30 0,23 0,30
7 0,39 0,35 0,40
8 0,32 0,23 0,40
9 0,23 0,23 0,40
10 0,34 0,14 0,40
11 0,23 0,25 0,40
12 0,39 0,22 0,40
13 0,29 0,17 0,30
14 0,41 0,25 0,40
15 0,37 0,32 0,50
16 0,53 0,51 0,60
17 0,26 0,25 0,30
18 0,11 0,06 0,10
19 0,52 0,33 0,50
20 0,38 0,25 0,50
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Tabela 5. Correlação de Pearson entre valores obtidos com OnScope,
Photoshop e no diagnóstico cĺınico, para imagens de retinografia obtidas

com o retinógrafo TOPCON.

OnScope e Photoshop 0,78

Photoshop e Oftalmologista 0,78

OnScope e Oftalmologista 0,95

Tabela 6. Correlação de Pearson entre valores obtidos com OnScope,
Photoshop e no diagnóstico cĺınico, para imagens de retinografia obtidas

com o sistema de angiografia OPTO ADS.

OnScope e Photoshop 0,78

Photoshop e Oftalmologista 0,77

OnScope e Oftalmologista 0,93

5. Discussão

Através dos coeficientes de correlação de Pearson é posśıvel observar que
existe uma forte correlação entre os resultados do OnScope e Phostoshop,
bem como de ambos os softwares com os resultados fornecidos pelos oftal-
mologistas. Considerando que a correlação perfeita positiva entre duas
variáveis é igual a 1, o software OnScope obteve 0,95 e 0,93 no ρ de Pearson
mostrando a forte correlação existente entre as duas variáveis consideradas.

Comparando-se os resultados paralelamente, nas Tabelas 3 e 4 nota-
mos uma diferença importante entre as razões de alguns testes. Isso se
deve ao fato que o algoritmo de crescimento de região usado no software
OnScope possibilita ao usuário uma maior liberdade na escolha das regiões,
enquanto que a técnica de seleção usada no Photoshop restringe o usuário
em uma determinada área cont́ınua. Em contrapartida, algumas segmen-
tações realizadas no Photoshop forneceram resultados mais satisfatórios
para determinados tipos de imagens onde as áreas de escavação e disco
eram bem definidas.

As comparações entre os resultados fornecidos pelo especialista revelam
que ambos possuem semelhanças. Porém, o OnScope leva vantagem nos
testes realizados. Novos casos já estão sendo separados para futuros testes
para que a validação seja mais completa e conclusiva. O software OnScope
foi criado com o propósito de facilitar a mensuração de distâncias e a seg-
mentação de imagens de retinografia por oftalmologistas. Oferece ao seu
usuário, também, a possibilidade de armazenar os resultados para poste-
rior consulta, condição importante para o acompanhamento da doença no
paciente.
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6. Conclusão

O aux́ılio ao diagnóstico vem sendo amplamente implementado e testado
por vários centros de pesquisa, pois aumenta o percentual de acertos, bem
como auxilia nos casos mais complexos. O glaucoma é uma doença que
pode ser tratada em seu estágio inicial e uma metodologia computacional
que quantifique de forma precisa e eficaz se faz necessária.

Neste trabalho foi mostrado um sistema de aux́ılio ao diagnóstico do
glaucoma e não foi encontrado na literatura cient́ıfica nenhum trabalho
onde se tenha desenvolvido ferramenta semelhante. Um trabalho que pode
ser implementado como uma melhoria do OnScope é o trabalho de Tang
(2010). Como o especialista gasta muito tempo tabelando as informações
nos softwares que não são próprios para isto e precisam realizar cálculos
com os valores, a grande contribuição do sistema proposto é o cálculo da
CDR otimizando o trabalho e a tabulação dos dados cĺınicos.

O software OnScope funciona melhor para segmentações não-cont́ınuas,
que exigem maior liberdade de escolha entre as regiões, enquanto que a
segmentação realizada pelo Adobe Photoshop funciona bem para regiões
bem definidas. A variação das estruturas do olho interferiram na escolha
do algoritmo a ser utilizado, pois os nervos ópticos e suas escavações não
possuem formatos uniformes e bem formados. Logo, o uso do software
OnScope pode auxiliar na segmentação das áreas significativas nestes casos.
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Lucas Ferrari de Oliveira é graduado em Ciência da Computação (Universi-
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Capítulo 6

Método para a Obtenção de Imagens Coloridas
com o Uso de Sensores Monocromáticos

Flávio Pascoal Vieira e Evandro Luis Linhari Rodrigues∗

Resumo: Este caṕıtulo apresenta uma comparação entre sensores
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obtenção de imagens coloridas a partir de capturas monocromáticas
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1. Introdução

As modernas técnicas de diagnóstico são ferramentas poderosas e seu uso
está cada vez mais difundido entre médicos e outros profissionais da área da
saúde, nas mais variadas especialidades. Dentre estas técnicas destacam-
se as baseadas em imagens, que se desenvolveram de forma considerável
nas últimas décadas. O surgimento de novos métodos computacionais e o
aumento da capacidade dos hardwares contribuiram para o aparecimento
de novas técnicas e melhorias nas já existentes.

As imagens geradas estão cada vez mais detalhadas, promovendo um
aumento na segurança e precisão do diagnóstico. Esta tendência torna a
área atrativa para a pesquisa acadêmica, pois a demanda tecnológica segue
o crescimento de suas aplicações.

O estudo do prinćıpio de funcionamento dos diversos métodos utilizados
nesta área é particularmente importante quando se deseja promover uma
melhoria ou a criação de uma nova técnica. Pesquisas recentes indicam
uma tendência de exploração de imagens multiespectrais e hiperespectrais.
Estas técnicas, que são comuns em sensoriamento remoto, mineralogia,
agricultura e f́ısica, entre outras, está se mostrando uma grande aliada nas
aplicações no campo da saúde e estética (Zawada, 2002; Pratavieira, 2010).

Têm-se destacado, também, técnicas de fluorescência e autofluorescên-
cia, principalmente na análise de tecidos biológicos. A combinação ade-
quada entre as parcelas espectrais que iluminam a cena e a região do es-
pectro em que ocorre a captura da imagem consegue evidenciar detalhes
e revelar estruturas de acordo com o interesse do exame (Modugno, 2009;
Oliveira et al., 2009).

Valendo destes prinćıpios e seguindo a mesma tendência, encontram-se
as técnicas para observação e registro de imagens da retina. A demanda por
este tipo de exame tem crescido em função do aumento da expectativa de
vida da população. A degeneração macular relacionada à idade (DMRI), a
retinopatia diabética e o glaucoma apresentam-se no Brasil como principais
doenças oculares dentre os idosos (Modugno, 2009).

O desenvolvimento de retinógrafos digitais é uma atividade constante
nas empresas detentoras das tecnologias necessárias para a fabricação des-
tes equipamentos. Um desafio permanente é o aumento da resolução das
imagens captadas, que está relacionado principalmente à qualidade óptica
e ao tipo de sensor utilizado. Outra busca é a adequação do sistema para a
realização de exames multiespectrais que podem viabilizar novos métodos
de diagnóstico, como mostrado recentemente nos estudos de oximetria de
fundo de olho (Ramella-Roman & Mathews, 2007; Everdell et al., 2010).

A proposta apresentada neste trabalho consiste em uma modificação no
método de captura de imagens, utilizando um sensor monocromático e a
captura sequencial de três quadros para a composição da imagem colorida.
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Cada uma das capturas sequenciais deve corresponder a uma parcela do
espectro viśıvel.

Para exemplificação do funcionamento do sistema proposto é apresen-
tado sua utilização em um retinógrafo digital, embora esta técnica possa
ser utilizada no desenvolvimento de outros equipamentos.

Na primeira parte, o principal objetivo é avaliar, por meio de simula-
ção matemática, a degradação inerente ao processo de interpolação em um
sensor de imagens em cores utilizado na captura de uma cena monocro-
mática. A avaliação pode ser estendida ao universo da retinografia, já que
alguns equipamentos utilizam sensores de imagens em cores nos exames
que resultam em imagens monocromáticas.

Na sequência, apresenta-se um sistema com o qual é posśıvel a obten-
ção de uma imagem colorida a partir do uso de um sensor de imagens
monocromáticas. A explanação também serve de suporte para melhorias
no sistema com o qual futuramente se pretende compor uma configuração
multiespectral completa.

2. Fundamentação Teórica

2.1 Funcionamento do retinógrafo
Um retinógrafo digital é um equipamento concebido para realizar a captura
de imagens do segmento anterior do olho, possibilitando a observação de
estruturas como, por exemplo, a cabeça do nervo óptico, a retina e, em
especial, a mácula e a fóvea.

Da mesma maneira que em uma fotografia, é necessário iluminar a
cena que se deseja fotografar e capturar a imagem de maneira conveniente.
Para efeito de projeto, estudo e análise é comum dividir o sistema óptico
de retinógrafos em dois subsistemas, o de iluminação e o de captação.

O sistema de iluminação, como o nome sugere, tem a função de iluminar
o fundo do olho do paciente de forma homogênea. Já o sistema de captação
projeta no sensor a imagem proveniente da retina (Modugno, 2009).

Os processos de iluminação e captação são dificultados devido à grande
quantidade de interfaces do olho, sendo necessário transpor as barreiras im-
postas pela córnea, cristalino, ı́ris e humor v́ıtreo. A consequência direta é
que o sinal proveniente da retina é de baixa intensidade. Por este motivo
quase a totalidade dos retinógrafos digitais utiliza sensores de imagem com
tecnologia CCD (Charge-Coupled Device). Quando comparados a senso-
res de tecnologia CMOS (Complementary Metal-Oxide Semiconductor), os
sensores CCD conferem ao equipamento uma relação sinal-rúıdo melhor,
contribuindo positivamente para a qualidade final da imagem.

A combinação entre o espectro de iluminação e filtros espectrais in-
seridos no sistema de captação define os tipos de exames que podem ser
realizados.
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2.1.1 Tipos de exame
As imagens do fundo do olho podem ser divididas em dois grupos: as
retinografias e as angiografias. Os principais tipos de retinografias são
a colorida e a aneŕıtra, também conhecida como red free, com exemplos
mostrados na Figura 1.

Figura 1. Exemplos de imagens de retinografia colorida (esquerda) e
aneŕıtra (direita) de pacientes distintos.

As angiografias são técnicas de fluorescência e envolvem a administra-
ção de contraste na corrente sangúınea do paciente para destaque da circu-
lação. Os tipos mais comuns, mostrados na Figura 2, são com Fluorecéına
(esquerda) e com Indocianina verde (direita).

Figura 2. Angiografias do fundo do olho.

Os prinćıpios de funcionamento destes exames são descritos com deta-
lhes por Modugno (2009) e Carvalho (2006).

2.1.2 Arquitetura do sistema de captação
Alguns retinógrafos do mercado possuem apenas um sensor de imagem,
geralmente do tipo com filtro de Bayer (Modugno, 2009). Neste tipo de
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sensor, cada unidade do conjunto de elementos senśıveis possui um filtro
espectral, que é depositado geralmente por processo de evaporação, de
modo que apenas uma estreita faixa do espectro viśıvel atinge o elemento
senśıvel (Martins & Rodrigues, 2010). No modelo de Bayer, são utilizados
três tipos de filtros espectrais R, G e B cuja faixa de transmissão está
centrada respectivamente na região do vermelho (red), verde (green) e azul
(blue). Os três tipos de filtros são dispostos em um padrão por toda a
área senśıvel do sensor de modo que, para a composição de um pixel, é
necessário informações referentes aos três elementos. Desta forma, para
compor a imagem final, seja ela colorida ou monocromática, é necessário
um processo matemático de interpolação (Rajeev et al., 2002). Para a
avaliação do desempenho do sistema foi escolhida como métrica a avaliação
da função de transferência (MTF). A resolução da imagem final está ligada
diretamente às funções de transferência de cada conjunto que compõe o
sistema de captura (Scaduto, 2008). Ou seja:

MTFtotal = MTFoptica ·MTFsensor ·MTFeletronica (1)

Explorando a Equação 1 pode-se expressar a influência do sensor como:

MTFsensor = MTFgeometrica ·MTFdifusaodecargas ·MTFCTE (2)

A MTFdifusaodecargas depende de parâmetros construtivos do compo-
nente, e a MTFCTE está relacionada à interferência entre pixels vizinhos.
Ambos os valores, dependem da tecnologia de fabricação do sensor.

Tanto a cena a ser capturada quanto a imagem projetada pelo sistema
óptico no plano focal do sensor são funções cont́ınuas no espaço. No mo-
mento em que é feita a digitalização pelo sensor de imagens, a informação
passa a ser descrita por um número finito de elementos, no qual dentro de
um mesmo elemento espacial não há variação de intensidade, ou seja, uma
função descont́ınua (Pratt, 2007). O processo é descrito pelo teorema da
amostragem e o tamanho do elemento senśıvel, determina aMTFgeometrica,
que provoca na imagem uma degradação fixa no sinal, expressa pela função
sinc:

MTFgeometrica(fs) =

∣∣∣∣∣sen(π · fs ·∆S)

(π · fs ·∆S)

∣∣∣∣∣ = |sinc(fs ·∆S)| (3)

onde: fs é a frequência espacial e ∆S é o tamanho do pixel.
A frequência de Nyquist fN , que limita a amostragem e em consequên-

cia a resolução espacial, é expressa por:

fN =
1

2 ·∆S (4)
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Esta análise é aplicável diretamente a sensores de imagens monocromá-
ticas. No caso de sensores de imagens em cores é necessário a consideração
de outros elementos (Elor et al., 2007). A análise deste trabalho é modelada
tendo como base o imageamento de uma cena essencialmente monocromá-
tica, que é o caso dos três tipos de exames anteriormente citados.

Situação semelhante acontece em outros equipamentos que possuem
como prinćıpio de funcionamento algum fenômeno de fluorescência ou
quando a iluminação é limitada a uma fração do espectro viśıvel. Busca-se,
neste caso, avaliar a influência de um sensor de imagens em cores em com-
paração com um sensor de imagens monocromáticas. Ambos os sistemas
foram modelados conforme a Figura 3. Considera-se que a óptica é perfeita
e o tamanho do elemento senśıvel é igual para os dois sistemas, visto que
neste trabalho é avaliada apenas a influência da arquitetura dos sensores.

filtro de 
Bayer 

sensor 
monocromático 

equilíbrio
de branco 

interpolação 
imagem 
colorida 

A) sensor 
monocromático 

imagem 
monocromática 

B) 

óptica 
perfeita 

Figura 3. Modelo para o sistema de aquisição de imagens (A)
monocromáticas e (B) coloridas.

O sistema B na Figura 3, além do filtro de Bayer, possui dois elementos
adicionais (Elor et al., 2007). O sistema de equiĺıbrio de branco, necessário
porque a atenuação do filtro é diferente para cada canal de cor, e o sistema
de interpolação, que será abordado em detalhes a seguir.

2.2 Filtro de Bayer e interpolação
Considerando um filtro de Bayer clássico com configuração BGGR, mos-
trado esquematicamente na Figura 4, é posśıvel observar que cada elemento
senśıvel é responsável por apenas um canal de cor (Bayer, 1976). Neste
caso, para a composição da imagem colorida final é necessário um processo
de interpolação. Este processo, em geral, é implementado na câmera ou na
placa de captura e fica transparente ao usuário (Rajeev et al., 2002).

Neste trabalho será considerado o processo de interpolação linear. Este
processo foi escolhido pois permite evidenciar com facilidade a influência
do processo matemático necessário para a formação da imagem, um dos
objetos de estudo deste trabalho. Além disto, o método é amplamente
utilizado devido à sua facilidade de implementação. Neste processo o valor
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Figura 4. Representação de um sensor com filtro de Bayer. Cada elemento
senśıvel recebe apenas um canal de cor.

de cada pixel após a interpolação é uma função linear de sua vizinhança
na imagem original (Elor et al., 2007). O algoritmo de interpolação linear
é expresso por:

V outc(x, y) =
∑
x′

∑
y′

V inc(x
′, y′) · fc(x, y, x′, y′) (5)

onde: V outc é o resultado do valor interpolado para o canal c, V inc é o
valor do canal c na imagem original, e fc é a função peso de interpolação.

Para o valor de cada canal deve ser observado que:

V inc =

{
V (x, y), caso pixel (x,y) ∈ canal de cor c

0, caso contrário
(6)

onde: V (x, y) é o valor amostrado do pixel de coordenadas (x, y).
A exemplo de outros algoritmos de interpolação linear (Elor et al.,

2007), utilizaram-se como funções peso as fk
c mostradas na Figura 5 onde

c representa o canal de cor da imagem interpolada (RGB) e k representa
o plano do filtro de Bayer (BGGR).

Com base nos resultados obtidos por Elor et al. (2007), a degradação
da resolução espacial de um sensor de imagem com filtro de Bayer é de-
vida principalmente a dois fatores decorrentes do processo de interpolação:
o primeiro é a atenuação do sinal luminoso que chega ao elemento sen-
śıvel, e o segundo é decorrente do surgimento de frequências espúrias no
sistema. Ainda, seguindo os resultados de Elor et al. (2007), tem-se na
forma anaĺıtica:
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Figura 5. Funções peso para interpolação linear.

MTFinterpolacao = 0, 65 + 0, 35 · cos(2 · π · f) (7)

Efeito Espúrio = 0, 1− 0, 1 · cos(2 · π · f) (8)

Como se trata de um processo de discretização, o sistema é limitado
pelo teorema da amostragem, ou seja, a resposta em termos da frequên-
cia espacial é limitada em função das caracteŕısticas geométricas de cada
elemento sensor. Busca-se, neste momento, explorar apenas os efeitos dos
processos matemáticos sobre o processamento da imagem. Desta maneira,
aplicando-se uma imagem da forma φ(f) =

√
sinc(f) como entrada do

sistema, tem-se o valor máximo posśıvel para cada frequência, e conside-
rando:

MTFoptica = MTFeletronica = MTFideal (9)

MTFideal =

{
1, para x < fN ,
0, cc

(10)

Pode-se traçar o gráfico apresentado na Figura 6, que mostra a função
de transferência do sensor de imagem em função da frequência espacial,
para o sistema monocromático e colorido, além da curva da resposta espúria
do processo de interpolação.

Para validar os resultados anaĺıticos e gerar um padrão de comparação
para o caso espećıfico de um retinógrafo digital, do qual se tem todas as
especificações necessárias, foi feita uma simulação numérica.
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Figura 6. Resultados anaĺıticos da MTF para um sistema colorido com
filtro de Bayer e processo de interpolação linear, e um sistema

monocromático.

2.2.1 Resultados da simulação numérica
A simulação utiliza um prinćıpio comum na estimação da função de trans-
ferência, o algoritmo de Knife Edge, fundamentado na resposta ao degrau
(Modugno, 2009). Nesta técnica, e com as considerações feitas acerca da
idealidade da óptica e eletrônica, supõe-se no CCD uma imagem composta
por apenas dois tons. De um lado a energia mı́nima (preto) e do outro a
máxima (branco).

A transição entre estes dois tons representa matematicamente um de-
grau de excitação. Analisando-se, no domı́nio da frequência, por meio da
transformada de Fourier, a resposta captada pelo sensor, obtém-se a função
de transferência do sistema.

A simulação consiste na aplicação das funções de interpolação linear
apresentadas na borda de transição entre o campo claro e o escuro. Desta
forma é obtido o valor para cada canal de cor.

Os valores de entrada, resultados da interpolação e valores finais estão
dispostos na Figura 7, que representa uma parcela de 20 pixels do CCD
colorido, na qual a transição ocorre entre a segunda e a terceira coluna. A
Figura 8 identifica os itens na representação de cada pixel.

Para a imagem capturada com o sensor de imagens em cores é necessário
a conversão para a escala de cinza, já que a visualização e reprodução,



108 Vieira & Rodrigues

B   0 G   0 B   0,5 G   1 B   1 

    0     0     0,75     1     1 

0   0 0   0,5 1   1 1   1 1   1 

0     0,06     0,7     1     1     

G   0 R   0 G   0,5 R   1 G   1 

    0     0,25     1     1     1 

0   0 0   0,25 1   1 1   1 1   1 

0     0,17     0,85     1     1     

B   0 G   0 B   0,5 G   1 B   1 

    0     0     0,75     1     1 

0   0 0   0,5 1   1 1   1 1   1 

0     0,06     0,7     1     1     

G   0 R   0 G   0,5 R   1 G   1 

    0     0,25     1     1     1 

0   0 0   0,25 1   1 1   1 1   1 

0     0,17     0,85     1     1     

Figura 7. Representação simulada da imagem de um degrau atingindo um
sensor com filtro de Bayer.

B   0,5 
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1   1 

0,7     

intensidade de cada canal 
resultante da interpolação 

cor do filtro 

intensidade na imagem original 

intensidade na imagem colorida 
convertida para escala de cinza 

Figura 8. Identificação dos valores para cada pixel apresentados na
simulação.

assim como a cena capturada, são monocromáticas. Esta conversão pode
ser realizada por meio da equação de luminância recomendada pela CIE
(Smith & Guild, 1931):

VPB =
[

0, 2989 0, 5879 0, 1140
]
·

 VR

VG

VB

 (11)

Observando-se a Figura 9 (B), na segunda coluna, os pixels que ori-
ginalmente possúıam valor 0 (preto) passaram para os valores 0,06 e 0,17
(conforme Figura 7). De forma semelhante, na terceira coluna, onde ori-
ginalmente os valores eram 1 (branco), após o processo de interpolação os
pixels assumiram valores 0,85 ou 0,7.

O resultado se traduz no surgimento de valores espúrios na proximidade
da borda de transição, conforme representado na Figura 9. Em (A) tem-
se representado o degrau de excitação que, devido às suposições de óptica
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e eletrônica perfeitas, é coincidente com a imagem obtida com o sensor
monocromático. Já em (B), observa-se a imagem resultante do processo de
interpolação, inerente ao sistema colorido.

A) B) 

0 

1 

0 

1 

Figura 9. Resultado do imageamento de uma cena monocromática com um
sensor de imagens monocromático (A) e um sensor de imagens em cores
(B). Apresenta-se também um gráfico com o perfil da transição em cada

caso.

Por meio da transformada de Fourier destas duas imagens resultantes,
é posśıvel determinar a função apresentada na Figura 10. Para tal, foram
consideradas especificações do tamanho do elemento sensor igual a 9µm, o
que implica no valor da frequência de Nyquist próximo de 55 ciclos/mm.

Com a observação do resultado ilustrado no gráfico é posśıvel notar
que, para a quase totalidade da faixa considerada, a função de transfe-
rência do sistema monocromático provoca uma atenuação menor no sinal.
Este fato tem impacto direto no contraste da imagem, além de aumentar
a relação sinal rúıdo do sistema monocromático quando comparado com
o sistema colorido. Outra informação posśıvel de ser extráıda pela obser-
vação do mesmo gráfico é que o sistema monocromático preserva melhor
as componentes de alta frequência da imagem, contribuindo positivamente
com a definição de detalhes e a capacidade de reprodução de estruturas
diminutas.

Supondo que um algoritmo de detecção de padrões seja capaz de identi-
ficar estruturas cuja a atenuação máxima devido à função de transferência
seja de 75% (apenas na MTFsensor), pode-se calcular o limite inferior do
tamanho do elemento que se consegue resolver. Com base no gráfico mos-
trado, tem-se em 75% do contraste uma resolução de 10 ciclos/mm para
o sistema colorido e 18 ciclos/mm no sistema monocromático. Aplicando
os resultados a um retinógrafo comercial que possui uma ampliação de
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Figura 10. Resultado da simulação para os dois sistemas propostos.

1,85 pode-se obter que a menor estrutura posśıvel de ser observada tem o
tamanho de 54µm para o modelo colorido e 30µm para o modelo monocro-
mático.

Com base nos resultados obtidos, fica evidente um melhor desempenho
de sistemas com sensores monocromáticos quando utilizados no imagea-
mento de cenas monocromáticas. Este resultado serve de suporte para a
modificação proposta no sistema.

3. Metodologia

A obtenção de uma imagem colorida pode ser realizada de diversas manei-
ras. Na literatura, as primeiras ocorrências relatando a obtenção de uma
imagem em cores descrevem o uso de um sensor monocromático e uma
roda de filtros inserida no caminho óptico de formação da imagem. Na
época, a tecnologia dispońıvel ainda não permitia a fabricação do filtro de
Bayer. Há relatos do uso destes sistemas nas primeiras missões espaciais
com elementos imageadores.

Mesmo parecendo arcaico, este sistema ainda é utilizado em alguns
instrumentos ópticos como telescópios e microscópios. O uso de filtros em
diversas bandas criam imagens com diferentes formações espectrais e per-
mitem a exploração de diferentes composições no espaço de reprodução de
cores. Na área de interesse as perdas inerentes ao processo são minimiza-
das.
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Outra forma de se obter a imagem colorida é o uso de três sensores e um
conjunto óptico que promove a separação de cores. Com uma montagem
semelhante à da Figura 11, a energia da imagem incidente é separada e
as parcelas correspondentes às cores primárias são direcionadas para os
respectivos sensores.

Esta tecnologia pode ser encontrada em câmeras de v́ıdeo profissionais.
Sua grande vantagem em relação ao método anterior é que a captura para
cada canal de cor é realizada simultaneamente. Suas principais desvanta-
gens são o custo dos três sensores e do elemento óptico, bem como a maior
complexidade do sistema eletrônico.

Figura 11. Montagem com 3 sensores para imageamento colorido.

Ambos os métodos apresentados possuem a vantagem de serem livres
dos processos matemáticos de interpolação que, como demonstrado, degra-
dam o sinal.

A proposta consiste em manter apenas um elemento sensor e modificar
a iluminação da cena. A cena será iluminada com o uso de três LEDs
(Light Emitting Diodes) monocromáticos, vermelho, verde e azul, aciona-
dos sequencialmente e em sincronismo com a captura da imagem.

A cada conjunto de três imagens consegue-se toda a informação neces-
sária para a composição de uma imagem colorida utilizando todos os pixels
do sensor.

Para a implementação do sistema de iluminação descrito é posśıvel o
uso de uma arquitetura conforme a mostrada na Figura 12. Com o uso
de dois filtros dicróicos, (um para azul e outro para vermelho) é posśıvel
direcionar a energia luminosa dos três LEDs, permitindo que seja acoplada
no sistema de iluminação do equipamento.

As principais vantagens são: o uso de apenas um sensor, sem compo-
nentes móveis e sem processos matemáticos de interpolação.
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Figura 12. Sistema desenvolvido com a finalidade de direcionar a energia
proveniente de três LEDs em um mesmo caminho óptico.

Outros detalhes espećıficos da metodologia variam de acordo com as
limitações dos componentes utilizados e integração sistêmica das partes.
Eles serão abordados na seção seguinte.

4. Resultados

Para a validação da metodologia e comprovação prática dos resultados ob-
tidos teoricamente, um protótipo de retinógrafo digital foi montado com
o sistema proposto. O desempenho superior para captura de imagens ge-
radas a partir de cenas monocromáticas pôde ser notado já nas primeiras
fotos.

O imageamento com a iluminação nos três canais e posterior composi-
ção da foto colorida para cenas estáticas é feita de maneira direta. A partir
do imageamento de um alvo branco padrão é feito um ajuste na corrente
de cada LED, de modo a obter uma imagem final com uma reprodução de
cores mais próxima posśıvel do objeto original.

Para imagens coloridas do olho, a obtenção da foto final demanda um
processamento adicional. O olho humano pode apresentar pequenas mo-
vimentações entres as três fotos, o que causa o desalinhamento dos ca-
nais e consequente prejúızo da qualidade da imagem colorida. Tal fato
está relacionado com a baixa frequência de aquisição da câmera utilizada
(aproximadamente 7 fps).

Neste caso, para alinhar os três canais um algoritmo de image regis-
tration foi desenvolvido. O alinhamento é feito por meio do método de
correlação de fase, na qual há o processamento da imagem no domı́nio da
frequência. Todo o processo é descrito por (Pratt, 2007) e se inicia com um
par de imagens (F1 e F2) transladada de (x0, y0,) conforme a Equação 12.
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F2(x, y) = F1(x− x0, y − y0) (12)

Aplicando a transformada de Fourier e a propriedade do deslocamento
tem-se:

F2(ωx, ωy) = F1(ωx, ωy)e{−i(ωxx0+ωyy0)} (13)

O fator exponencial de deslocamento de fase pode ser calculado com o
produto espectral cruzado e é dado pela Equação 14:

G(ωx, ωy) ≡ F1(ωx, ωy)F ∗2 (ωx, ωy)

‖F1(ωx, ωy)F2(ωx, ωy‖
= e{i(ωxx0+ωyy0)} (14)

A informação do deslocamento é tomada a partir da obtenção do ponto
máximo da transformada inversa deste produto. Aplicando-se a transfor-
mada de Fourier inversa, obtém-se o deslocamento espacial (Equação 15)
que é utilizado para realizar uma translação em X e Y para alinhar as ima-
gens. Como um deslocamento no domı́nio do espaço gera um deslocamento
de fase no domı́nio da frequência, apenas a fase da imagem é analisada.

G(x, y) = δ(x− x0, y − y0) (15)

O canal verde é fixado como canal base por ser o que normalmente apre-
senta melhor definição e contraste. Os outros dois canais são alinhados em
relação a ele. Há a possibilidade de se utilizar processamentos semelhan-
tes para ajuste de escala e rotação. Entretanto, até o momento, para as
imagens de retina processadas, tais correções não foram necessárias.

As imagens originais para cada canal de iluminação e o resultado final
da montagem colorida são mostradas na Figura 13.

A comparação visual das imagens pode ser feita na Figura 14, que
mostra à esquerda uma imagem capturada com o uso de um sensor de
imagens em cores com filtro de Bayer e à direita uma imagem formada a
partir de três capturas conforme o método proposto. A região fotografada
é a cabeça do nervo óptico. Observa-se uma maior definição de detalhes,
permitindo a identificação de estruturas diminutas.

Outra metodologia para avaliar a influência do filtro de Bayer e proces-
sos de interpolação envolvidos na captura de imagens coloridas é a subtra-
ção pixel a pixel de duas imagens da mesma cena, uma obtida pelo método
proposto e outra que sofreu os efeitos já mencionados. Como os proces-
sos influenciam principalmente as regiões de transição, o resultado deve se
aproximar ao efeito da aplicação de um processo de detecção de bordas,
isto é, evidenciando as diferenças existentes nos detalhes.

Como há uma grande dificuldade técnica de se obter duas imagens por
métodos diferentes e mantendo as caracteŕısticas tomadas como premis-
sas no ińıcio do desenvolvimento matemático, tais como óptica perfeita, e
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Figura 13. Imagem colorida obtida a partir da captura sequencial dos três
canais.

Figura 14. Imagem obtida com um sensor de imagens em cores (esquerda)
e com o método proposto (direita).

mesmo tamanho do elemento sensor, o par de imagens foi obtido da se-
guinte maneira: capturou-se uma imagem em cores da retina mostrada na
Figura 15 (A) com o método proposto neste trabalho. O efeito do filtro de
Bayer que impede que cada elemento senśıvel seja atingido pelos três canais
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A) B) 

Figura 15. (A) Imagem obtida com o método proposto. (B) Imagem
gerada simulando os efeitos do filtro de Bayer e processos de interpolação.
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Figura 16. Histograma da diferença das imagens em análise.

espectrais e os processos de interpolação linear descritos foram aplicados
na imagem original, gerando a imagem mostrada na Figura 15 (B).

Realizou-se a subtração das imagens, entretanto o resultado obtido não
carregava informações suficientes para justificar sua exibição. Com a aná-
lise por meio do histograma, mostrado na Figura 16, pode-se observar que
as diferenças são de baixa intensidade. Mesmo assim a presença desta di-
ferença se distribui por toda a imagem e pode ser avaliada espacialmente
por meio da Figura 17 que mostra a imagem diferença após um processo
de equalização de histograma.

5. Discussão e Conclusões

Com os resultados teóricos apresentados conclui-se que para cenas mono-
cromáticas, que é o caso das angiografias e retinografia aneŕıtra, o sis-
tema com sensores de imagens em cores apresenta um desempenho inferior
quando comparado ao sistema monocromático. O efeito espúrio decorrente
do processo de interpolação acarreta uma diminuição significativa da reso-
lução do sistema.

O sistema montado usando apenas um sensor monocromático possi-
bilita a obtenção de imagens coloridas sem a interferência de processos



116 Vieira & Rodrigues

Figura 17. Diferença entre as imagens após processo de equalização de
histograma.

matemáticos. O sistema pode ser aproveitado para o imageamento em
alta resolução em diversas ocasiões, apresentando uma maior facilidade de
implementação quando se trata de cenas estáticas.

Em retinografia digital esta proposta é particularmente interessante,
pois a maioria dos exames realizados são cenas monocromáticas e o sis-
tema apresentou ainda um excelente desempenho quando utilizado para a
imagem colorida da retina.

O sistema montado pode ser modificado facilmente de modo a permitir
o estudo em outras regiões espectrais. Com o uso de LEDs em diferentes
comprimentos de onda é posśıvel obter um conjunto de imagens multi-
espectrais. A partir deste conjunto, podem ser utilizados algoritmos de
mineração de dados, tanto baseado em informações radiométricas, quanto
espectrais, que poderão gerar resultados que auxiliem no diagnóstico.
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Óptico Aplicado a Sensoriamento Remoto Orbital. Dissertação de mes-
trado em f́ısica aplicada, Instituto de F́ısica de São Carlos, Universi-
dade de São Paulo, São Carlos, SP, 2008.

Smith, T. & Guild, J., The C.I.E. colorimetric standards and their use.
Transactions of the Optical Society, 33(3):73–134, 1931.

Zawada, D.G., The Application of a Novel Multispectral Imaging System
to the in vivo Study of Fluorescent Compounds in Selected Marine
Organisms. Phd thesis in oceanography, University of California at
San Diego, San Diego, USA, 2002.



118 Vieira & Rodrigues

Notas Biográficas
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Capítulo 7

Sistema para Classificação Automática de Café em Grãos
por Cor e Forma Através de Imagens Digitais
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Resumo: Este caṕıtulo apresenta um sistema de visão computaci-
onal desenvolvido para classificação de pequenas amostras de café
em grãos, sendo utilizado em laboratórios de análise. Ele tem o
intuito de substituir o atual processo de inspeção visual feito por
especialista humano, que é lento e muitas vezes incapaz de satisfa-
zer a demanda da indústria de café. O sistema usa algoritmos de
processamento de imagem para extrair atributos de cor e forma de
imagens de amostra de grãos. Redes neurais artificiais do tipo Mul-
tilayer Perceptron foram usadas para reconhecer padrões de cor e
forma. Bons resultados preliminares foram obtidos, mas melhorias
ainda são necessárias.

Palavras-chave: Visão computacional, Classificação de café, Re-
des neurais, Reconhecimento de padrões.

Abstract: This chapter presents a vision system for the classifica-
tion of small samples of coffee beans to be used in the laboratory
of coffee quality analysis. It is aimed at replacing the current vi-
sual inspection made by a human specialist, which is slow and of-
ten unable to fulfil the demands of the coffee industry. The system
uses image processing algorithms to extract color and shape attribu-
tes from images of samples of beans. Multilayer Perceptron neural
networks were used to recognize color and shape patterns. Good
preliminary results were achieved, although improvements are still
necessary.

Keywords: Computer vision, Coffee beans classification, Neural
networks, Pattern recognition.
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1. Introdução

Com o aumento da produção e da demanda pelo produto de qualidade,
cada vez mais o número de análises rápidas e precisas dos atributos f́ısicos
e fisiológicos dos grãos tem se tornado o gargalo na tomada de decisões
rápidas em tempo compat́ıvel com o processo produtivo (Bewley & Black,
1994).

A análise dos atributos f́ısicos de um lote de grãos é baseada princi-
palmente em caracteres morfológicos das frações componentes da amostra.
Dentre os atributos f́ısicos do lote destacam-se as dimensões, a forma, a pre-
sença de impurezas tais como restos vegetais, pedras, part́ıculas de solo,
frações de grãos menores que sua metade, etc (Brasil, 1992). A análise
f́ısica em grãos é um procedimento moroso e dependente da interpretação
do analista, pois hoje é feita manualmente.

Os atributos fisiológicos de um lote de sementes devem indicar a sua
capacidade de germinar e o seu vigor. No caso do grão, servem para iden-
tificar principalmente defeitos baseados na cor da amostra. Vários testes
para avaliação dos atributos f́ısicos e fisiológicos de um lote de semen-
tes são relatados e descritos em Krzyzanowski et al. (1991), Marcos Filho
(1995) e Vieira (1994) e podem ser aplicados aos grãos. Com o avanço
na área de visão computacional, com a criação de sensores mais rápidos e
processamentos mais eficientes, podem ser encontrados na literatura mui-
tos trabalhos envolvendo classificação de sementes e grãos. Pode-se citar
Khatchatourian & Padilha (2008), que utiliza técnicas de visão computa-
cional e redes neurais artificiais para a classificação de sementes de soja
baseada na forma. Em MacDougall (2002) é descrito como a análise de
cor é incorporada em máquinas utilizadas pela indústria aliment́ıcia para
a separação de grãos.

Em geral, as aplicações aparecem em máquinas e sistemas para aplica-
ção no processo de produção de produtoras de sementes. No laboratório, a
análise de amostras ainda continua sendo feita de forma subjetiva e manual.
Neste contexto, está sendo desenvolvida uma máquina para a classificação
automática de grãos de café através de imagens digitais e neste trabalho
serão apresentados os primeiros resultados da classificação feita através da
aplicação de algoritmos de processamento de imagem numa amostra de
grãos de café com base nos atributos de cor e forma.

Na Seção 2 são explicados os conceitos teóricos envolvendo cor e forma,
e também as redes neurais Multilayer Perceptron. A Seção 3 apresenta
como as imagens são adquiridas e explica os procedimentos adotados para
se chegar à classificação. Os resultados obtidos e comentários sobre estes
são mostrados na Seção 4. Finalmente, a Seção 5 apresenta as conclusões
e possibilidades futuras para o trabalho.
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2. Fundamentação Teórica

2.1 Espaços de cor
Os seres humanos percebem cores através de células senśıveis a luz presen-
tes na retina do olho. Estas células são denominadas cones e bastonetes,
sendo os primeiros muito mais eficazes em proporcionar distinção de cores
que os últimos, que são mais relacionados à visão noturna por serem mais
senśıveis a baixos ńıveis de iluminação. Existem três tipos de cones, dife-
renciados pelo comprimento de onda que são capazes de estimulá-los. Os
cones do tipo L são senśıveis a comprimentos de onda longos, referentes ao
espectro de cores avermelhadas. Os cones de tipo M são senśıveis a médios
comprimentos de onda, referentes ao espectro de cores esverdeadas. Fi-
nalmente os cones de tipo S são senśıveis a comprimentos de onda curtos,
referentes ao espectro de cores azuladas. Assim, as cores que percebemos
estão relacionadas ao número de cones sensibilizados de cada tipo. Por
exemplo, quando há muitos cones S sensibilizados, e poucos dos outros
tipos, vemos uma cor de tonalidade azul.

Esta é a forma como o olho humano capta as cores. Para lidarmos mate-
maticamente ou computacionalmente com elas, algum sistema semelhante
deve ser utilizado, e estes sistemas são chamados de espaços de cor. Exis-
tem diversos deles na literatura, sendo que suas eficiências são dependentes
da aplicação em que estão sendo empregadas. Uma comparação entre vá-
rios espaços de cor, especificamente avaliados para a detecção de pele em
reconhecimento de face, foi feita por Chaves-González et al. (2010). Neste
trabalho foi adotado como primeira alternativa o espaço de cor RGB, por
ser um sistema simples, cujas componentes podem ser obtidas diretamente
da imagem a ser processada, sem necessidade de conversões.

O modelo RGB trata as cores da mesma forma como o olho humano as
capta. As cores são representadas pelas componentes R, G e B, que definem
respectivamente intensidade com a qual as cores primárias vermelho, verde
e azul estão presentes. Todas as componentes são números inteiros que
variam entre 0 e 255.

2.2 Descritores de forma
Um dos desafios da visão computacional é conseguir definir formas de obje-
tos através de representações matemáticas de maneira concisa, e que ainda
assim consigam expor informações intŕınsecas da forma, as quais as pessoas
conseguem perceber naturalmente, como circularidade e excentricidade,
para citar alguns exemplos. Essas representações podem ser denominadas
de descritores de forma. Inúmeras técnicas já foram apresentadas e suas
eficiências dependem muito da aplicação e de quais caracteŕısticas da forma
se deseja exaltar. Outro critério muito relevante envolvendo os descritores
é o custo computacional exigido nos cálculos, que sendo muito alto pode
comprometer algumas aplicações.
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Neste projeto os descritores utilizados para representar os grãos necessi-
tam atender a duas exigências. A primeira é que eles devem ser invariantes
à rotação, isto é, os valores dos descritores de um objeto e os da sua ver-
são rotacionada devem ser os mesmos. A segunda é não ter um custo
computacional elevado, visto que a aplicação deve ter a resposta mais rá-
pida posśıvel, por ser tratar de uma solução a ser empregada na indústria.
Portanto, inicialmente foram avaliadas as variâncias das assinaturas e as
magnitudes dos descritores de Fourier, em conjunto com descritores mais
triviais: área, peŕımetro, comprimento e largura.

2.2.1 Assinaturas
Assinaturas são uma função 1D calculada a partir dos pontos do contorno
de uma forma. Geralmente elas são normalizadas para se obter invariância
quanto a escala. Existem várias abordagens para calculá-la, como, por
exemplo, a tangente do ângulo, a área, comprimento da corda e a distância
do centróide (Zhang & Lu, 2004). Esta última foi a utilizada neste trabalho.
Vale ressaltar que as assinaturas não são invariantes à rotação, mas como o
descritor adotado foi a variância (σ2) destes valores, a invariância é obtida.

As coordenadas (x̄, ȳ) do centróide de uma figura representada pela
região R contendo N pixels são dadas pelas Equações 1 e 2:

x̄ =
1

N

∑
(x,y)∈R

∑
x (1)

ȳ =
1

N

∑
(x,y)∈R

∑
y (2)

Portanto, para um objeto com contorno C, as assinaturas z(i) são cal-
culadas pela Equação 3, com (x(i), y(i)) ∈ C.

z(i) =
√

(x(i)− x̄)2 + (y(i)− ȳ)2 (3)

2.2.2 Comprimento e largura
Os passos envolvidos no cálculo do comprimento e da largura de uma forma
são descritos em Jain (1989).

Os momentos centrais de ordem (p, q) de uma figura representada pela
região R contendo N pixels são calculados pela Equação 4.

µp,q =
∑

(x,y)∈R

∑
(x− x̄)p(y − ȳ)q (4)

A partir dos momentos é posśıvel se calcular a orientação de um objeto,
ou seja, o ângulo θ (Figura 1) com o qual ele possui o menor momento de
inércia. θ é dado pela Equação 5.
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θ =
1

2
arctan (

2µ1,1

µ2,0 − µ0,2
) (5)

Pode-se adotar um sistema alternativo de coordenadas, eixos α e β,
que sejam respectivamente paralelo e perpendicular à orientação do objeto,
como ilustrado na Figura 1.

Figura 1. Imagem adaptada de Jain (1989), p.393.

Assim, as coordenadas α e β podem ser calculadas a partir das coor-
denadas x e y utilizando as seguintes Equações 6 e 7:

α = x cos θ + y sin θ (6)

β = −x sin θ + y cos θ (7)

Encontrando o menor e maior valores de α (αmin e αmax, respectiva-
mente) e o menor e maior valores de β (βmin e βmax, respectivamente) dos
pontos da região R, pode-se definir o comprimento e a largura da forma:

largura = MIN(αmax − αmin, βmax − βmin) (8)

comprimento = MAX(αmax − αmin, βmax − βmin) (9)

2.2.3 Descritores de Fourier
Em 1822 foi publicada por Fourier uma teoria que afirma que qualquer sinal
periódico pode ser representado como uma soma de senóides multiplicadas
por diferentes coeficientes. Mais tarde esta definição foi estendida para si-
nais não-periódicos, e estes coeficientes podem ser calculados pela chamada
transformada de Fourier (Gonzalez & Woods, 2001). Esta transformada é
amplamente utilizada na área de análise de sinais por permitir uma visu-
alização do sinal no domı́nio da frequência, fornecendo possibilidades não
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alcançadas no domı́nio do tempo. Nas últimas décadas ela também vem
sendo muito explorada no processamento de imagens. A versão discreta da
transformada (transformada discreta de Fourier) pode ser utilizada na re-
presentação de forma em imagens digitais, bastando tratar um conjunto de
assinaturas como sendo um sinal e aplicar a transformada. Os coeficientes
das senóides obtidas passam então a ser chamados de descritores de Fou-
rier. Caracteŕısticas t́ıpicas dos descritores de Fourier são que geralmente
a forma geral da figura é relativamente bem definida a partir de alguns
dos termos de menor ordem da expansão, e as magnitudes dos termos são
invariantes à rotação.

Os descritores de Fourier F (u) de um conjunto de N assinaturas z(i)
são obtidos pela Equação 10, para u = 0, 1, 2, ..., N − 1:

F (u) =
1

N

N−1∑
i=0

z(i)e−j2πui/N (10)

Na Figura 2 foram comparados exemplos de assinatura e magnitudes
de descritores de Fourier para contornos de grãos normais e quebrados,
mostrando como eles podem ser utilizados para diferenciar os dois tipos de
grãos.

Figura 2. Comparação entre as magnitudes dos descritores de Fourier e as
assinaturas de grãos quebrados e grãos normais.

2.3 Multilayer Perceptron
Redes neurais artificiais do tipo Multilayer Perceptron (MLP) são modelos
computacionais inspirados no modelo biológico de interligação entre neurô-
nios, e visam promover o aprendizado de máquina. Elas são largamente
utilizadas na classificação de padrões, ou seja, indicar a que classe perten-
cem os dados de entrada. As MLPs são redes neurais cujo aprendizado
é supervisionado. Portanto, antes de realizar qualquer classificação é ne-
cessário um processo de treinamento, no qual vários exemplos de dados



Sistema para classificação automática de café em grãos por cor e forma 125

pré-classificados são apresentados. As MLPs são constitúıdas de várias ca-
madas de neurônios artificiais, sendo uma de entrada, por onde dados são
inseridos, uma de sáıda, por onde os resultados são fornecidos, e pelo me-
nos uma camada escondida (Figura 3). O número de camadas escondidas
e o número de neurônios em cada uma devem ser definidos de acordo com
a aplicação e influenciam na taxa de sucesso da classificação (Silva et al.,
2010).

Figura 3. Topologia de uma MLP (Silva et al., 2010).

3. Materiais e Métodos

A metodologia utilizada neste trabalho é dividida em: aquisição de imagens
da amostra, aplicação de algoritmos de processamento de imagem para
detecção dos objetos e extração de suas caracteŕısticas, classificação por
padrões de cor, definição de descritores de forma e, finalmente, classificação
por padrões de forma.

3.1 Amostragem e classificação
As classes de grãos e impurezas a serem identificadas pelo software foram
definidas de acordo com o modelo de classificação utilizado pela Coopera-
tiva Regional de Cafeicultores de Guaxupé Ltda (Cooxupé), que forneceu
amostras de grãos defeituosos, impurezas e grãos saudáveis de diferentes
peneiras. Esse foi o conjunto de amostras utilizado no processo de trei-
namento das redes neurais, como será detalhado mais adiante. Todas as
amostras foram previamente separadas e classificadas por especialistas da
cooperativa através do processo manual. As classes de defeitos e de grãos
sadios são apresentadas na Figura 4. As impurezas de uma amostra são
paus e pedras. O grão do tipo brocado não foi tratado nesta fase do tra-
balho, por ser caracterizado pela presença de pequenas perfurações, sendo
que o processo necessário para identificá-las não coincide com a metodolo-
gia empregada no reconhecimento das outras classes.
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Figura 4. Classes de grãos e impurezas. (a) ardido, (b) brocado, (c)
cabeça, (d) coco, (e) concha, (f) fava escura, (g) marago, (h) melado, (i)

peĺıcula, (j) perfeito, (k) pergaminho, (l) preto, (m) preto-verde, (n)
quebrado, (o) secador, (p) verde, (q) paus, (r) pedras e (s) cascas.

3.2 Aquisição de imagens
Para se poder capturar imagens de amostras de café por um método sis-
temático, com o qual todas as condições que afetam a foto pudessem ser
reproduzidas exatamente da mesma forma a cada processo de aquisição,
uma máquina foi desenvolvida (Figura 5). Ela é composta por uma ban-
deja horizontal de vidro, onde os grãos são depositados, sob condições con-
troladas de luz. Ambos os lados da bandeja são iluminadas por lâmpadas
de LED e duas câmeras de v́ıdeo são posicionadas cerca de 60 cm acima e
abaixo dela, de forma que possam ser capturadas imagens de cada um dos
lados da amostra, podendo-se analisar quase toda a superf́ıcie dos grãos.
As imagens superior e inferior são capturadas em momentos distintos, tor-
nando necessária a presença de um dispositivo manual para alternar as
duas placas de metal revestidas com a cor azul, utilizadas como fundo das
fotos. As câmeras de v́ıdeo utilizadas são do tipo IP e são conectadas ao
computador que executa o software através de uma interface Gigabit Ether-
net. As imagens são capturadas diretamente pelo software e são salvas no
formato bitmap com resolução de 1024 × 768 pixels.

3.3 Processamento
O software desenvolvido foi dividido em módulos: pré-processamento, clas-
sificação por cor, por forma e por tipo de grão, conforme descrito no dia-
grama da Figura 6.
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Figura 5. (a) Representação gráfica da máquina de classificação de café,
(b) Foto da primeira versão constrúıda.

Figura 6. Diagrama de blocos do Qualicafé.
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Todos os processos de classificação são feitos por redes neurais artificais
do tipo Multilayer Perceptron (MLP), utilizando o algoritmo backpropaga-
tion, com taxa de aprendizado de 0,1, momento de 0,7 e 5000 épocas como
condição de parada. Os números de neurônios das camadas de entrada e
de sáıda são iguais, respectivamente, ao número de atributos e ao número
de classes definidos. As MLPs continham apenas uma camada escondida,
com n neurônios cada, sendo n definido pela Equação 11 (arredondado
para baixo).

n =
numero de atributos+ numero de classes

2
(11)

3.4 Pré-processamento
A primeira etapa de processamento é a identificação de grãos e impurezas
presentes na amostra, que é feita pela aplicação de tradicionais algoritmos
de processamento de imagem.

O fundo de cor azul foi escolhido devido ao fato de nenhuma das clas-
ses apresentarem tonalidades próximas a esta cor, de forma a facilitar a
segmentação da imagem. A segmentação foi feita comparando-se pixel a
pixel as componentes de cor do modelo RGB. Naturalmente, a cor azul
apresenta valores mais expressivos de B e valores mais baixos de R e G.
Imagens contendo todos os tipos de grãos e impurezas foram submetidas
a algoritmos de segmentação que separam os pixels utilizando diferentes
expressões que comparam valores de B aos valores de R e G. Os resultados
foram comparados visualmente para se eleger a expressão que apresenta a
melhor segmentação. Assim sendo, definiu-se que um pixel seria conside-
rado como fundo se para dadas suas componentes RGB, B ≥ 3,3R E B ≥
3,3G. Caso contrário o pixel é considerado objeto. Tendo os objetos sido
separados do fundo, a imagem é binarizada para que os outros algoritmos
possam ser aplicados. Utiliza-se os processos morfológicos de erosão e di-
latação, para suavizar os objetos, eliminar posśıveis rúıdos e imperfeições
da segmentação.

Visando separar grãos que estejam encostados uns nos outros, podendo
gerar problemas na contagem de grãos e objetos com formas anormais, um
algoritmo de Watershed é executado. Para cada pixel “objeto” da imagem,
sua distância ao pixel “fundo” mais próximo é calculada e armazenada.
Então são definidos os pontos com as distâncias máximas locais e cada um
destes pontos é dilatado até que se chegue à borda do objeto ou à borda da
região de outro ponto sendo dilatado. Desta forma, a região de encontro
entre os pontos crescentes é definida como “fundo”, separando os objetos
(Ferreira & Rasband, 2011).

A partir da imagem binarizada é finalmente executado um algoritmo
para rotular as diferentes formas. A rotulação é feita pelo método das com-
ponentes conexas, o qual agrupa os pixels de acordo com as suas conecti-
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vidades. Existem duas variantes que definem a conectividade dos pixels: a
vizinhança-de-4 e a vizinhança-de-8. A primeira considera que dois pixels
são vizinhos somente se estiverem conectados pelos eixos vertical ou hori-
zontal, enquanto a segunda, adotada neste trabalho, também considera os
diagonais. Uma componente conexa é um grupo de pixels que comparti-
lham da propriedade de que existe um caminho de ligação (uma sucessão
de vizinhos) entre quaisquer dois deles (Costa & Cesar Jr., 2000). Uma
vez definidas as componentes conexas, cada uma delas e seus respectivos
pixels são rotulados, representando um objeto diferente. Depois de rotula-
das todas as formas presentes na imagem, é trivial se extrair os pixels de
seus contornos.

Finalmente, são descartados os objetos compostos por menos que 40
pixels, por eles serem muito pequenos para representar um objeto de inte-
resse, provavelmente sendo resultado de rúıdo da imagem ou uma falha no
algoritmo de identificação.

Na Figura 7 pode ser visualizada uma imagem de sáıda do processo
de identificação de grãos. Nesta imagem, os contornos dos grãos são pin-
tados de verde e numerados sequencialmente. A rotulação é armazenada
juntamente com os pixels localizados nos seu interior.

Para se trabalhar com as dimensões reais dos objetos durante a análise
por forma, foi desenvolvida uma ferramenta para a indicação da escala da
imagem, através da qual se desenha uma linha sobre a imagem e informa-se
a distância real que ela representa.

Figura 7. Objetos identificados e rotulados.

3.5 Classificação por cor
A análise de cor dos grãos de café é feita para se distinguir grãos bons
de grãos com certos tipos de defeito, como: grãos verdes, pretos, pretos-
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verdes, ardidos, etc. Esta análise se baseia no reconhecimento de padrões
de cor presentes nos grãos, visto que certos defeitos são identificados por
uma cor caracteŕıstica do grão, ou de uma parte dele, como por exemplo
o tom mais esverdeado que é comum nos grãos-verdes e manchas marrons
nos grãos melados. Da mesma forma, as sementes perfeitas também têm
uma coloração caracteŕıstica que as definem.

Sendo assim, cada um dos defeitos pasśıveis de serem identificados pela
análise de cor foi associado a uma classe, que juntamente com a classe
de grão perfeito formam o conjunto de padrões a serem reconhecidos pela
rede neural. As classes são: ardido, casca/coco, fava escura, melado, pau,
pedra, peĺıcula, perfeito, pergaminho, preto, preto-verde, secador e verde
(todas ilustradas na Figura 4). A MLP foi definida com três atributos de
entrada: as componentes de cor R, G e B e 13 neurônios na camada de
sáıda. Pela aplicação da Equação 11 obteve-se uma camada escondida com
oito neurônios.

Para cada uma das classes, foram capturadas imagens de amostras con-
tendo grãos da classe em questão para execução do treinamento da rede.
Foram utilizadas janelas selecionadas manualmente sobre a imagem, cujas
áreas apresentavam a coloração caracteŕıstica do defeito do grão (Figura 8),
ou um padrão de saudável. Para cada um dos pixels que compõem estas
áreas foi determinado o valor médio de R,G e B, com base nos pixels ime-
diatamente vizinhos. Estes valores foram então utilizados como entrada
para a MLP no seu treinamento. Para cada classe foram coletados cerca
de 1700 pixels.

Figura 8. Seleção de amostra em um grão para treinamento da MLP.

A classificação dos grãos de uma amostra é feita se passando como
entrada para a MLP treinada os valores médios de R, G e B de cada um dos
pixels do grão com seus vizinhos. Conforme os pixels são classificados eles
são pintados na imagem da amostra com uma cor diferente para cada classe,
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de modo que os padrões de cor que constituem o grão sejam facilmente
identificados, como exibido na Figura 9. Quando todos os pixels de um
grão tiverem sido classificados, a classe atribúıda ao maior número de pixels
é definida como a classe do grão.

Figura 9. Resultado de uma classificação por cor.

3.6 Classificação por forma
As impurezas de uma amostra de grãos de café podem ser facilmente reco-
nhecidas através de suas formas, que estão fora do padrão que as sementes
apresentam. Os paus apresentam um contorno fino e comprido, e as pedras
são pequenas e têm um contorno irregular. A análise de forma também é
capaz de indicar grãos com defeitos, como no caso de grãos quebrados, que
naturalmente são menores e não possuem o caracteŕıstico formato arredon-
dado de uma semente perfeita. Seguindo estas premissas foram testadas
duas configurações de MLP para reconhecer os padrões de forma dos obje-
tos presentes na imagem de uma amostra e indicar de qual classe de grão ou
impureza estes padrões são caracteŕısticos. As MLPs se diferenciam pelos
descritores de forma utilizados como entrada. As classes definidas foram
nove, a saber: cabeça, casca, coco, concha, marago, pau, pedra, perfeito,
e quebrado (apresentadas da Figura 4). Nesta etapa do projeto somente
uma das duas imagens (superior e inferior) foi utilizada na análise.

A primeira configuração de MLP foi definida com 44 atributos, dos
quais 40 são magnitudes dos descritores de Fourier, os restantes são largura,
comprimento e peŕımetro (em miĺımetros), e o último é área em miĺımetros
quadrados. Sendo assim, pela Equação 11 a camada escondida foi definida
com 26 neurônios.

A segunda MLP foi configurada com cinco atributos: variância(σ2)
das assinaturas, largura, comprimento e peŕımetro em miĺımetros e área
em miĺımetros quadrados. A variância das assinaturas foi adota com o
intuito de se identificar as irregularidades do contorno do grão. Visto que
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um grão arredondado e com poucas imperfeições no contorno apresenta
menores variâncias em relação a grãos quebrados e irregulaes. O número
de neurônios na camada escondida calculada pela Equação 11 foi de sete.

Analogamente ao treinamento da MLP de cor, o das redes de forma foi
feito capturando-se imagens contendo grãos ou impurezas de uma classe
espećıfica e então extraindo seus contornos para serem utilizados no cálculo
dos descritores. Foi coletado um conjunto de cerca de 160 formas para cada
uma das classes.

Além de indicar os padrões de forma presentes, também é gerado um
histograma com a distribuição dos grãos por peneira, uma classificação uti-
lizada pelas cooperativas de café. Em geral esta classificação é feita por
um jogo de peneiras, que separa os grãos pela forma e pelo tamanho. As
peneiras têm crivos com diversas medidas e dois formatos diferentes: po-
dem ser oblongos, para separar os cafés mocas, ou circulares, para separar
os cafés chatos. As medidas dos crivos das peneiras são dadas em frações
de 1/64 de polegada e o número da peneira corresponde ao numerador da
fração. Por exemplo: peneira 19 = 19/64 de polegada (Brasil, 2003).

4. Resultados e Discussão

4.1 Identificação dos objetos
Constatou-se que o processo de reconhecimento de formas na imagem apre-
senta algumas falhas. O problema mais recorrente ocorre na execução do
algoritmo de Watershed, que algumas vezes divide a forma de um único ob-
jeto em várias (o que ocorre com frequência com os paus), como ilustrado
na Figura 10 e em certas ocasiões traça erroneamente a fronteira entre dois
objetos que se encostam.

Na identificação e extração de contorno de 2766 objetos, incluindo grãos
e impurezas de todas as classes, constatou-se apenas 48 falhas, ou seja,
houve uma precisão de 98,45%. Dessas 43 falhas, notou-se que 18 (41,86%)
são referentes à segmentação do fundo azul, com sombras sendo identifica-
das como partes dos objetos, e 25 (58,14%) são resultantes da execução do
Watershed. Destas, 20 (80%) deram-se em objetos da classe pau. Outras
pequenas falhas na extração de contorno puderam ser notadas em algumas
ocorrências, mas estas foram consideradas insignificantes e foram ignora-
das. Deve-se salientar que procurou-se sempre posicionar os objetos para
a captura de imagem de modo que eles não se encostassem, deixando o
algoritmo de Watershed somente para eventuais ocorrências.

A taxa de acerto de 98,45% indica que o algoritmo de reconhecimento
de objetos se mostrou muito eficiente, apresentando precisão adequada para
a aplicação.
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Figura 10. Deficiências na identificação de paus.

4.2 Classificação por cor
Com a rede neural de cor devidamente treinada, alguns testes foram con-
duzidos para se avaliar a eficiência da classificação. Amostras de grãos e
impurezas de todas as classes foram submetidas ao processo de classificação
por cor. A matriz de confusão resultante deste conjunto de experimentos
é apresentada na Tabela 1.

Tabela 1. Matriz de confusão da classificação por cor, onde: a=ardido,
b=casca/coco, c=fava escura, d=melado, e=pau, f=pedra, g=pelicula,

h=perfeito, i=pergaminho, j=preto-verde, k=preto, l=secador, m=verde,
T.A.=taxa de acerto.

a b c d e f g h i j k l m T.A.

a 31 44 0 0 100 5 0 0 0 1 28 0 8 14,29%

b 5 131 0 8 25 2 0 0 0 3 16 0 0 68,95%

c 4 0 83 0 35 36 0 0 0 0 0 0 0 52,53%

d 0 23 5 69 110 14 0 0 1 0 0 0 1 30,94%

e 0 1 0 0 166 39 0 0 0 0 0 0 0 80,58%

f 0 1 0 0 14 135 0 0 0 0 0 0 0 90,00%

g 0 0 18 0 88 63 7 0 0 0 0 1 1 3,93%

h 1 0 65 0 60 24 3 0 0 0 0 0 42 0,00%

i 0 4 0 4 13 0 1 0 151 0 0 0 0 87,28%

j 22 93 0 0 18 3 0 0 0 8 57 0 0 3,98%

k 18 43 0 0 7 2 0 0 0 6 151 0 0 66,52%

l 0 0 26 1 93 38 1 0 2 0 0 4 7 2,33%

m 9 2 13 0 25 9 0 0 0 0 0 0 102 63,75%

A taxa de acerto global foi de 43,47%, a qual não pode ser considerada
um bom resultado. Avaliando as taxas de acerto por classe, percebe-se que
existem resultados muito bons para casca/coco, pau, pedra, pergaminho e
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preto, resultados medianos para fava escura, melado e verde e resultados
muito ruins para ardido, peĺıcula, perfeito, preto-verde e secador.

Espera-se que ao se cruzar os dados dos resultados das duas classifica-
ções – por cor e por forma – muitas das baixas taxas de acerto possam ser
melhoradas. Como exemplo, pode se perceber que há um grande número
de ocorrências de falsos positivos das classes pau e pedra, mas elas apre-
sentam um alto número de verdadeiros positivos, e, como será mostrado
na Seção 4.3, na análise de forma estas classes apresentam boas taxas de
acerto e poucos falsos positivos. Portanto, um objeto só seria classicado
como pau ou pedra, se ambas as análises indicassem tal, o que diminuiria
a ocorrência de falsos positivos.

Mesmo com as prováveis melhorias resultantes do cruzamento das clas-
sificações, o resultado obtido encoraja a exploração de outros espaços de
cor, tendo em vista a possibilidade de eles exaltarem informações que o
sistema RGB não é capaz, ou ainda, de serem mais tolerantes às variações
de luminosidade presentes na bandeja onde as amostras são depositadas,
problema este que pode ter afetado negativamente o resultado.

4.3 Classificação por forma
As duas MLPs propostas para a classificação de forma foram avaliadas
utilizando o método da validação cruzada com 10 folds, sendo destinadas
80% das amostras para o treinamento e 20% para a validação.

A matriz de confusão originada pela rede neural que utiliza os des-
critores de Fourier é mostrada na Tabela 2 e a matriz obtida pela rede
neural que utiliza a variância das assinaturas é apresentada na Tabela 3.
Constata-se que a segunda abordagem apresentou melhores resultados para
todas as classes, conseguindo uma taxa de acerto global de 54,5%, a qual
é consideravelmente maior que os 40,8% conseguidos pela primeira. Além
disto, a primeira MLP conta com muito menos neurônios, tanto na ca-
mada de entrada como na camada escondida, proporcionando um custo
computacional na geração das classificações muito menores.

Analisando a Tabela 3 percebe-se que as principais classes responsá-
veis por limitar a eficiência da classificação são cabeça, coco e quebrado.
A classe cabeça apresenta uma confusão muito grande com a classe per-
feito, por elas apresentarem uma semelhança muito grande no contorno.
A classe quebrado foi muito confundida com a classe concha, classes estas
que apresentam visualmente contornos muito semelhantes, por se trata-
rem grãos lascados. Assim, conclui-se que o conjunto de descritores não
são muito eficientes em distinguir pequenas diferenças, sendo necessário,
ou substitúı-los ou adicionar mais alguns que sejam capazes de enaltecer
outras particularidades que definem a forma dos grãos.
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Tabela 2. Matriz de confusão da classificação por forma utilizando os
descritores 40 coeficientes de Fourier, peŕımetro, área, comprimento e

largura, onde: a=cabeça, b=casca, c=coco, d=concha, e=marago, f=pau,
g=pedra, h=perfeito, i=quebrado, T.A.=taxa de acerto.

a b c d e f g h i T.A.

a 45 8 18 8 12 0 0 65 3 28,3%

b 3 77 18 18 5 15 6 11 12 46,7%

c 8 13 31 42 11 0 19 13 14 20,5%

d 2 21 16 76 1 6 0 10 30 46,6%

e 13 4 3 2 88 0 0 21 0 67,2%

f 0 14 0 6 3 119 1 0 13 76,3%

g 0 5 5 7 0 0 115 0 16 77,7%

h 11 5 6 0 7 0 0 166 0 85,1%

i 0 8 20 43 0 7 17 1 55 36,4%

Tabela 3. Matriz de confusão da classificação por forma utilizando os
descritores variância das assinaturas, peŕımetro, área, comprimento e

largura, onde: a=cabeça, b=casca, c=coco, d=concha, e=marago, f=pau,
g=pedra, h=perfeito, i=quebrado, T.A.=taxa de acerto.

a b c d e f g h i T.A.

a 45 8 18 8 12 0 0 65 3 28,3%

b 3 77 18 18 5 15 6 11 12 46,7%

c 8 13 31 42 11 0 19 13 14 20,5%

d 2 21 16 76 1 6 0 10 30 46,6%

e 13 4 3 2 88 0 0 21 0 67,2%

f 0 14 0 6 3 119 1 0 13 76,3%

g 0 5 5 7 0 0 115 0 16 77,7%

h 11 5 6 0 7 0 0 166 0 85,1%

i 0 8 20 43 0 7 17 1 55 36,4%

4.4 Classificação por peneiras
Foram conduzidos testes para a obtenção da distribuição por peneira em
três amostras de grãos, cada uma proveniente de um processo de separação
por peneira com crivos diferentes. As peneiras em questão eram 15, 17
e 19. Nos três casos pôde-se perceber uma maior concentração em torno
da furação utilizada na separação, a qual também apresentou em todos os
casos o maior número de ocorrências. A Figura 11 mostra o histograma
obtido da amostra da peneira 17.
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Figura 11. Distribuição por peneira de uma amostra de peneira 17.

4.5 Distinção entre grãos e impurezas
Comparando-se as classificações geradas pelo software com as reais clas-
ses presentes nas amostras, observou-se que foi capaz de distinguir entre
impurezas (paus e pedras) e grãos, sejam eles com defeitos ou não, com
uma acurácia satisfatória. Dado que a presença de impurezas na amostra
exerce uma depreciação no café muito maior que os grãos defeituosos, esta
caracteŕıstica indica um importante resultado. Na Figura 12 é mostrado
um exemplo de classificação, na qual esta distinção é notada. Em branco
estão os objetos corretamente classificados (como paus, pedras ou grãos)
em pelo menos umas das duas análises, de cor e de forma, e em preto
aqueles cujas classificações não foram corretas em nenhuma delas.

Figura 12. Acertos de classificação de grãos e impurezas a) pedras b) paus
c) grãos.

Uma tela da interface do software é mostrada na Figura 13. Ela apre-
senta os resultados da classificação de uma amostra.
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Figura 13. Tela de resultados.

5. Conclusões e Trabalhos Futuros

Este trabalho buscou desenvolver um software que substitúısse o atual pro-
cesso manual de classificação de grãos de café por um método automático,
mais eficiente e confiável. Os resultados obtidos mostraram que as atuais
técnicas de processamento de imagem são capazes de extrair da imagem de
um grão informações suficientes para definir sua forma e coloração, alguns
dos atributos utilizados por especialistas humanos para classificar os grãos.

A taxa de acerto das classificações ainda é insatisfatória, mas pode-se
considerar que os resultados preliminares são bons – distinguir grãos de
impurezas e identificar certas classes com um acerto significativo – visto
que as técnicas utilizadas são triviais na área de processamento de ima-
gem e visão computacional, sugerindo que melhores resultados podem ser
conseguidos com técnicas mais sofisticadas.

Algumas possibilidades futuras para o trabalho descrito são explorar
outros espaços de cor e descritores de forma e se adicionar uma etapa
de análise por textura, com o objetivo de se capturar informações que
não podem ser avaliadas por cor ou forma. Também se faz necessário se
desenvolver uma técnica para cruzar as informações das duas classificações
de modo a otimizar o resultado da classificação final.
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Agricultura e Reforma Agrária, SNDA/DNDV/CLAV, 1992.
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de vigor dispońıveis para as grandes culturas. Informativo ABRATES,
1(2):15–50, 1991.

MacDougall, D.B. (Ed.), Colour in food: Improving quality. Boca Raton,
USA: CRC Press, 2002.

Marcos Filho, J., Utilização de testes de vigor em programas de controle
de qualidade de sementes. Informativo ABRATES, 4(2):59–61, 1995.

Silva, I.N.; Spatti, D.H. & Flauzino, R.A., Redes Neurais Artificiais Para
Engenharia e Ciências Aplicadas: Um Curso Prático. Porto Alegre,
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Capítulo 8

Diferenciação do Greening
de Outras Doenças Foliares em Citros

Utilizando Técnicas de Processamento de Imagens
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Resumo: O greening ou huanglongbing (HLB) é considerada atu-
almente uma das mais graves doenças dos citros no Brasil. Não
possuindo cura ou tratamento, o controle da doença é realizado
atualmente por meio de análise de PCR e por método visual por
especialistas. Este trabalho utiliza técnicas de processamento de
imagens para ajudar a diferenciar o greening de outras doenças.
Isto é feito por segmentação da cor da imagem de folhas e classifica-
ção através de uma rede neural artificial (RNA) do tipo Perceptron
Multicamada (PMC) com descritores de forma. Os resultados mos-
tram que apenas a mancha amarela não é um diferencial forte desta
doença.

Palavras-chave: greening, escala diagramática, métodos de seg-
mentação por cor.

Abstract: The greening or huanglongbing (HLB) is now considered
one of the most serious diseases of citrus in Brazil. It has no cure
or treatment and disease control is currently carried out by PCR
analysis and visual method by experts. This paper uses image pro-
cessing techniques to differentiate the greening from other diseases.
This is done by color image segmentation of the leaves and further
classification by means of a Multilayer Perceptron (MLP) artificial
neural network (ANN) using shape descriptors. Results show that
only the yellow spot is not a strong spread of this disease.

Keywords: greening, scale, segmentation methods by color.
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1. Introdução

No Brasil, a produção de laranjas tanto para suco como para o consumo
in natura vem crescendo em todo o páıs, sendo um dos maiores exporta-
dores de suco de laranja, destacando o estado de São Paulo como sendo o
responsável por 80% da produção de laranjas em 565 mil hectares de área
cultivada (Agrianual, 2008). Para os anos 2009 a 2010, a produção esti-
mada foi de 318,6 milhões de caixas de 40,8 kg, sendo que deste montante
83,4% foi destinada à indústria e 16,6% para o consumo1.

Apesar de sua eficiência e capacidade de produção, a citricultura pau-
lista, desde o ińıcio do século XX tem sido exposta a vários ataques de
pragas e doenças, e recentemente de uma forma mais intensa, ocasionando
uma perda de 10% da produção média nos últimos anos2.

Dentre estas doenças, o greening, também conhecido como huanglong-
bing (HLB), é considerado atualmente a mais grave doença dos citros no
mundo (Bové, 2006). Ela é causada pela bactéria Candidatus Liberibacter
spp., e é transmitida pelo inseto psiĺıdeo Diaphorina citri, que adquire e
transmite a bactéria às demais plantas ao se alimentar de uma planta já
contaminada (FUNDECITRUS, 2009).

Por não possuir cura ou tratamento e por não existir variedade comer-
cial de copa ou porta-enxerto resistente à doença, o controle do greening só
pode ser feito com inspeção constante, eliminação imediata de plantas com
sintomas e o controle do inseto transmissor. Atualmente, o método de ins-
peção visual e a análise do PCR (Polymerase Chain Reaction) (Innis et al.,
1990), são os mais utilizados para diagnosticar a doença. O método PCR
é utilizado para diagnosticar o patógeno de plantas suspeitas, mas o custo
elevado e o longo tempo para a análise o tornam proibitivo de ser aplicado
em escala necessária para o controle. As inspeções visuais são realizadas
por inspetores caminhando a pé ou em plataformas movidas por tratores
ao lado das plantas ćıtricas, como apresentado na Figura 1. Apesar de ser
o método mais aplicado atualmente, sua eficácia depende de vários fatores,
tais como, o conhecimento e prática na detecção de plantas sintomáticas,
época do ano, genótipo e altura das plantas, incidência de raios solares nas
plantas e no rosto do inspetor, apresentando em média 47,61% de precisão
na detecção de plantas sintomáticas (Belasque et al., 2009).

O sintoma caracteŕıstico do greening aparece inicialmente em alguns
ramos, apresentando folhas mosqueadas (manchas de formas irregulares,
mescladas com o verde amareladas no fundo verde). Estas manchas são fa-
cilmente confundidas com outras doenças e deficiências nutricionais que se
assemelham às caracteŕısticas visuais do greening (FUNDECITRUS, 2009)

1 Divulgação da safra paulista de laranja 2009/2010:
http://www.iea.sp.gov.br/out/LerTexto.php?codTexto=12002

2 http://www.ripa.com.br/index.php?id=1823
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Figura 1. Inspeções visuais realizadas em pomares de citros, em a)
realizada a pé, b) realizada por plataformas movidas por tratores

(FUNDECITRUS, 2009).

como, por exemplo, as doenças CVC (Clorose Variegado dos Citros), Rube-
lose e as deficiências de Magnésio, Manganês e Zinco. Isto causa confusão
nos inspetores na identificação destas doenças pelo método visual. Nos
experimentos apresentados por Nutter Jr. & Schultz (1995), Martins et al.
(2004) e Kowata et al. (2008) é destacado a variação da mensuração entre
os inspetores, evidenciando a necessidade de técnicas complementares.

Com os avanços na área de processamento digital de imagem, é posśıvel
fazer uso de métodos computacionais que auxiliem na diferenciação destas
doenças. Basset et al. (2000) utilizam técnicas de visão computacional para
inspeção da qualidade de produtos. Sposito (2004) elaborou uma escala
diagramática para quantificar área foliar lesionada por doença a partir de
processamento e análise de imagens e Yonekawa et al. (1996) verificam que
os fatores de forma são úteis para a identificação de plantas por meio de
suas folhas.

Este trabalho tem como objetivo aplicar técnicas de processamento de
imagens, permitindo analisar imagens de folhas sintomáticas digitalizadas,
por descritores de cor e forma, quantificando a severidade das manchas
para auxiliar na diferenciação do greening e outras doenças em citros, pos-
sibilitando um diagnóstico mais rápido e preciso.
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O caṕıtulo está organizado da seguinte maneira: a Seção 2 aborda a
teoria relacionada ao trabalho, na Seção 3 são apresentados os materiais e
métodos, na Seção 4 são mostrados os resultados e a discussão, e finalmente
na Seção 5 apresenta-se a conclusão.

2. Fundamentação Teórica

2.1 Extração de atributos
2.1.1 Segmentação por cor
A segmentação de uma imagem consiste em subdividir uma imagem em
seus componentes básicos, com as caracteŕısticas mais relevantes, sendo que
estas caracteŕısticas dependem do objeto de interesse. Para a segmentação
por cor, encontra-se na literatura inúmeras aplicações com o uso de redes
neurais artificiais (RNA) com bons resultados (Simões, 2000; Simões &
Reali Costa, 2000). Em Cavani et al. (2006) e Simões et al. (2001) é
utilizada segmentação por cor em imagens de frutas, utilizando-se uma
RNA do tipo Perceptron multicamada (PMC) (Silva et al., 2010).

2.1.2 Descritores de forma
Em processamento de imagens, a aplicação de descritores de forma permite
analisar e extrair caracteŕısticas e parâmetros dos objetos da imagem. Para
esta finalidade, nas Seções 2.1.2.1 até 2.1.2.5 foi utilizado o software Image
Pro-Plus3.

2.1.2.1 Razão de aspecto
Razão de aspecto é a razão entre o eixo maior e eixo menor do objeto
selecionado como, por exemplo, 4:3 ou 16:9, podendo ser observado na
Figura 2, e implementado pela Equação 1 (Russ, 1998).

Figura 2. Ilustração da região representada pela razão de aspecto.

RazaodeAspecto =
DiametroMaximo

DiametroMinino
(1)

3 http://www.mediacy.com/
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2.1.2.2 Diâmetro médio
São as medidas do comprimento do diâmetro medido a cada 2 graus de
intervalo, passando pelo centróide do objeto, podendo ser observado na
Figura 3.

Figura 3. Ilustração da região representada pelo diâmetro médio.

2.1.2.3 Razão do raio (radius ratio)
É a razão entre o raio máximo e o raio mı́nimo, em relação aos pontos
centrais do objeto, como mostrado na Figura 4.

Figura 4. Ilustração da região representada pela razão do raio.

2.1.2.4 Aspecto arredondado (roundness)
Redondeza mede o a espessura média do objeto selecionado, como mostrado
na Figura 5, Equação 2.

Figura 5. Ilustração da região representada redondeza.
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AspectoArredondado =
Perimetro2

4.πArea
(2)

2.1.2.5 Feret médio
O diâmetro feret é a medida que caracteriza o tamanho do objeto selecio-
nado (Russ, 1998), sendo a média dos ferets em várias direções. Pode ser
observado na Figura 6.

Figura 6. Ilustração da região representada pelo diâmetro feret.

2.2 Quantificação de doenças
A escala diagramática é um método utilizado para quantificar uma doença,
permitindo avaliar o grau de severidade e intensidade da lesão, mancha
ou doença em uma folha. Desta maneira, pode-se providenciar a melhor
medida de ação para o controle e combater a doença avaliada. Para o de-
senvolvimento das escalas diagramáticas devem ser observados os aspectos
do limite superior e inferior da escala, que devem ser iguais à intensidade
real de doença no campo. As subdivisões das escalas devem ser proporcio-
nais ao logaritmo da intensidade do est́ımulo, respeitando as limitações da
acuidade visual humana e baseando-se na lei de Weber-Fechner (Amorim,
1995), como se pode observar na Figura 7.

3. Materiais e Metodologia

A Figura 8 apresenta as etapas de processamento aplicadas às imagens
foliares, sendo estas: aquisição, segmentação por cor, extração dos descri-
tores de forma, divisão em quadrantes e classificação. A classificação visa
a obtenção de um classificador para diferenciar as manchas amarelas das
amostras das doenças e deficiências cujos sintomas mais se assemelham ao
greening.

3.1 Aquisição dos dados
Foram fornecidas pela empresa Fischer4 seis tipos de folhas de citros com
sintomas de doenças e deficiência nutricional, conforme a Figura 9. Es-

4 http://www.citrosuco.com.br/fischer/fischer/sites/fischer/citrosuco/home/home.html
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Figura 7. Exemplo de uma escala diagramática para mancha preta do
amendoim. Fonte: (de Moraes, 2007).

Figura 8. Etapas de processamento: aquisição, segmentação por cor,
divisão por quadrante, classificação das doenças, extração de atributos e

classificação das doenças com as informações extraidas do vetor de
caracteŕısticas e geração da escala diagramática.
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tas amostras foram selecionadas por um técnico agrônomo denominado
pragueiro que identificou os sintomas apenas por meio da inspeção visual,
segundo instruções do manual técnico de greening, fornecido pela Fundeci-
trus (FUNDECITRUS, 2009).

Figura 9. Amostras foliares com a) Greening, b) CVC, (c) Deficiência de
Magnésio, (d) Deficiência de Manganês, (e) Deficiência de zinco, (f)

Rubelose.

Conforme apresentado na Figura 9, os sintomas são:

• Greening : apresenta folhas mosqueadas ou clorose assimétrica;

• Deficiência de Magnésio: amarelecimento em forma de “V” invertido;

• Deficiência de Manganês: surge clorose entre as nervuras;

• Deficiência de Zinco: apresenta clorose acentuada do limbo entre as
nervuras;

• CVC (Clorose Variegado dos Citros): apresenta pequenas manchas
amareladas e irregulares, espalhada na frente, e lesões de cor palha
nas costas da folha;

• Rubelose: apresenta lesão nas forquilhas dos ramos principais e as
folhas da copa tornam-se amareladas.

Foram selecionadas 60 amostras de folhas, sendo 10 amostras para cada
tipo de doença/deficiência. Estas amostras obtidas foram digitalizadas por
um scanner fotográfico de mesa do modelo da HP Scanjet G4050, com
resolução de 100 DPI, dimensão de 400 x 200 pixels, utilizando somente a
parte frontal da folha.
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3.2 Segmentação
A segmentação por cor foi utilizada para separar as manchas amarelas
do fundo verde das folhas e de áreas com alguma necrose, caracterizada
pela cor marrom. Foi aplicada a RNA com o algoritmo backpropagation,
com uma camada de entrada, três camadas escondidas e três camadas
sáıdas. Para o treinamento da rede foram utilizadas 46 amostras de um
total de 60, sendo o restante utilizado para teste. Os parâmetros que
melhor se ajustaram no treinamento com 96,04% de acurácia foram: 0,3
para a taxa de aprendizado, 0,2 para o momento e 500 para a quantidade
de épocas. Foi utilizado o esquema de validação cruzada com 10 folds e
função de ativação sigmoidal. Os parâmetros de entrada da RNA foram
as componentes de cor RGB de cada pixel das amostras selecionadas sobre
a imagem, representando as cloroses, padrões de verde e necroses. Como
sáıda, cada pixel analisado foi rotulado como sendo da classe amarelo, verde
e marrom, correspondentes às manchas de clorose, área sadia e necrose,
respectivamente. Um exemplo de imagem segmentada pode ser observado
na Figura 10(a).

Figura 10. Apresenta as imagens das folhas segmentada por cor, em três
classes de cores: a) imagem segmentada, b) somente amarelo, c) somente

verde, d) somente marrom.

Após a imagem ser segmentada por cores (amarelo, verde e marrom),
foram utilizadas cada imagem binária, geradas das porções amarela, verde
e marrom da imagem, como apresentado nas Figura 10(b), 10(c), 10(d).

3.3 Extração dos descritores
Por meio das imagens binarizadas foram extráıdos os valores estat́ısticos
médio, máximo e mı́nimo das formas das manchas para os descritores de
forma citados na Seção 2.1.2. Os valores médio, máximo e mı́nimo são
demonstrados pelas Equações 3, 4 e 5, como se segue:
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Media =
1

n

n∑
i=0

f(xi) (3)

Maximo = Maxf(xi) (4)

Minimo = Minf(xi) (5)

Na Equação 3, n corresponde ao número de objetos ou manchas da
imagem binarizada f(x). Na Equação 4, o valor Máximo representa o maior
valor dentre os objetos ou manchas encontrados na imagem binarizada
f(x). Na Equação 5, o valor Mı́nimo representa o menor valor dentre os
objetos ou manchas encontrados na imagem binarizada f(x).

Em seguida foram criados oito vetores de caracteŕısticas descritos na
Tabela 1 .

Tabela 1. Descrição de cada vetor.

Vetor Cor Atributos Instância
1o Amarelo 15 60
2◦ Verde 15 60
3o Marrom 15 60
4o Amarelo+Verde 30 60
5o Amarelo+Verde+Marrom 45 60
6o Amarelo+Verde+Marrom 45 50
7o Amarelo+Verde+Marrom 45 40
8o Amarelo+Verde+Marrom 45 30

Do primeiro ao quinto vetor, foram utilizadas seis classes de doenças:
CVC, Magnésio, Manganês, Zinco, Greening, Rubelose.

Para o sexto vetor foram utilizadas cinco classes de doenças: CVC,
Magnésio, Manganês, Zinco, Greening.

Para o sétimo vetor foram utilizadas quatro classes: CVC, Manganês,
Zinco, Greening.

Para o oitavo vetor foram utilizadas três classes de doenças: Manganês,
Zinco, Greening.

3.4 Divisão em quadrantes
Devido às manchas de greening apresentarem a cor amarela assimetrica-
mente, conforme mencionado na Seção 3.1, foi proposta a divisão da folha
em quadrantes para se determinar a porcentagem de cada cor utilizada em
cada quadrante. Para a divisão da folha em quadrantes, foi determinado o
o centro de massa nas coordenadas (xCM, yCM) e os pontos delimitadores
do momento central (αmin, αmax, βmin e βmax), conforme apresentado na
Figura 11.
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Figura 11. Imagem segmentada em quadrantes.

O cálculo do centro de massa em relação a uma região R é dado pelas
Equações 6 e 7 (Jain, 1989).

xCM =
1

Nt

x−1∑
i=0∈ R

Xi (6)

yCM =
1

Nt

y−1∑
i=0∈ R

Yi (7)

O parâmetro Nt é o número total de pixels dentro da região de interesse
da coordenada (x, y). Para o cálculo dos pontos delimitadores do momento
central (αmin, αmax, βmin e βmax), inicialmente determina-se os valores
de µp,q (momentos centrais) pela Equação 8, variando-se (p,q) entre [0, 2],
e o valor de θCM (ângulo do momento central) dado pela Equação 9 (Jain,
1989).

µp,q =

x−1∑
i=0

y−1∑
i=0

(Xi − xCM)p(Yi − yCM)q (8)

θCM =
1

2
tan−1

[
2µ1,1

µ2,0 − µ0,2

]
(9)

αb = X · cos · θCM + Y · sin · θCM (10)

βb = −X · sin · θCM + Y · cos · θCM (11)

Determinado o θCM , usam-se as Equações 10 e 11 para determinar os
mı́nimos e máximos pontos das coordenadas (X,Y ) da imagem, ficando
assim definidos os quatro pontos delimitadores do momento central (αmin,
αmax, βmin e βmax), permitindo, desta maneira, dividir a imagem em
quadrantes.
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3.5 Classificação
Para a classificação de padrões foi utilizada a API (Application Program-
ming Interface) do toolbox WEKA5, para construção do classificador foi
utilizado uma RNA do tipo Perceptron multicamada (PMC) com o algo-
ritmo backpropagation (Witten & Frank, 2005).

4. Resultados e Discussão

O conjunto de classificação utilizou a combinação de atributos das classes
de doenças, buscando encontrar a influência da distribuição das cores e
forma na classificação entre as classes de doenças. Durante o processo de
classificação foram utilizados 80% das instâncias para o treinamento da
RNA e 20% das instâncias para os testes.

4.1 Influência das cores
Para verificar a influência da distribuição espacial das cores nas folhas,
como por exemplo, a distribuição do greening que apresenta as manchas
amarelas assimétricas nas folhas, foi aplicada uma RNA. Os parâmetros da
mesma foram ajustados com base nos testes realizados previamente. Desta
forma, para a RNA foi utilizado uma camada de entrada, três camadas de
neurônios escondidos e uma camada de sáıda. Para a taxa de aprendizado
foi utilizado o valor 0,3, para o momento 0,2 e o número de épocas foi
limitado a 500. Em todos os testes foi utilizado o esquema de validação
cruzada com 10 folds, e a função de ativação foi a sigmóide.

A Tabela 2 apresenta os resultados da classificação geral. Foram utili-
zadas 60 instâncias para cada vetor, sendo que deste total o classificador
conseguiu classificar corretamente trinta e duas instâncias para o 1o ve-
tor, representando um percentual de 53,33%, vinte e seis para o 2◦ vetor
(43,33%), dezesseis para o 3o vetor (26,67%), trinta e três para o 4o ve-
tor (55%) e trinta e oito para o 5o vetor(63,33%). Desta forma é posśıvel
observar que apenas a distribuição de uma única cor na folha não é o sufi-
ciente para diferenciar o greening de outras doenças. O quinto vetor, por
exemplo, é composto pelas cores amarelo, verde e marrom, e apresenta o
melhor resultado (63,33%) na classificação geral das instâncias, se compa-
rado aos demais vetores. Os valores obtidos para o erro quadrático médio
(EQM) e o valor do erro absoluto médio (EAM) para este vetor também
foram inferiores aos demais valores obtidos com os outros vetores.

Na Tabela 3 para o quarto vetor o classificador obteve para a CVC a
precisão de acertos de 71,40%, para o Magnésio 42,90%, para o Manganês
60%, para o Zinco 58,30%, para o greening 57,10% e para a Rubelose 50%.
Para o quinto vetor o classificador obteve para a CVC 63,60%, para o
Magnésio 57,10%, para o Manganês 63,60%, para o Zinco 69,20%, para

5 http://www.cs.waikato.ac.nz/ml/weka
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Tabela 2. Resultados EQM e EAM obtidos na classificação da RNA para
cada classe de cor do 1o ao 5◦ vetor.

Vetor Cor EQM EAM Classificação
Correta (%)

1o Amarelo 32,70% 15,43 % 53,33%
2◦ Verde 37,87 % 20,46 % 43,33%
3o Marrom 42,47% 24,70 % 26,67%
4o Amarelo+Verde 33,74 % 15,36 % 55,00%
5o Amarelo+Verde+Marrom 31,59 % 14,84 % 63,33%

Tabela 3. Valores de precisão obtidos na classificação por RNA para cada
classe de cor em relação às doenças do 1◦ ao 5◦ vetor, onde A=CVC,

B=Magnésio, C=Manganês, D=Zinco, E=Greening, F=Rubelose.

Precisão

Vetor Cor A B C D E F

1o Amarelo 50% 70% 58,30% 50% 41,70% 50%
2◦ Verde 25% 44,4% 41,7% 60% 36,4% 50%
3o Marrom 37,5% 0% 30% 30% 31,3% 28,6%
4o Amarelo+Verde 71,4% 42,9% 60% 58,3% 57,10% 50%
5o Amarelo+Verde+Marrom 63,6% 57,10% 63,60% 69,2% 50% 70%

o greening 50% e para a Rubelose 60%. Dessa forma observa-se que os
melhores resultados obtidos com o classificador só foram obtidos mediante
a combinação das cores distribúıdas nas folhas.

4.2 Influência das doenças
Conforme mencionado na Seção 3.3, que descreve os vetores de caracteŕıs-
ticas utilizados neste trabalho, a similaridade presente nas doenças leva a
maiores erros no processo de classificação. A Tabela 4 apresenta os resulta-
dos obtidos com o classificador para os vetores 6o, 7o e 8o. O oitavo vetor
apresenta o melhor resultado para a classificação, pois o mesmo utiliza
apenas as classes Magnésio, Zinco e Greening. Das 30 instâncias analisa-
das do 8o vetor, 25 delas foram classificadas corretamente, representando
um percentual de 83,33% de acerto. O valor do EQM e do EAM foram
respectivamente 31,75% e 15,39%.

A Tabela 5 apresenta os resultados obtidos com a precisão dada pelos
classificadores para cada classe de doença. Para a CVC a precisão dada no
sexto vetor foi de 66,7%, para o sétimo vetor foi de 75%. Para o Magnésio
a precisão para o sexto vetor foi de 60% e para o oitavo vetor 100%. Para
o Manganês a precisão do sexto vetor foi de 63,60% e para o sétimo vetor
foi de 58,30%. Para o Zinco a precisão do sexto vetor foi de 57,10%, para
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Tabela 4. Resultados EQM e EAM obtidos na classificação da RNA para
cada classe de cor do 6o ao 8◦ vetor.

Vetor Cor EQM EAM Classificação
Correta (%)

6o Amarelo+Verde+Marrom 32,15% 15,23 % 62%
7o Amarelo+Verde+Marrom 35,21% 17,57 % 70%
8o Amarelo+Verde+Marrom 31,75% 15,39 % 83,33%

Tabela 5. Valores de Precisão obtidos na classificação por RNA para cada
classe de cor em relação às doenças do 6◦ ao 8◦ vetor, onde: A=CVC,

B=Magnésio, C:Manganês, D=Zinco, E=Greening, F=Rubelose.

Precisão

Vetor Cor A B C D E F

6o Amarelo+Verde+Marrom 66,7% 60% 63,6% 57,1% 63,6% –
7◦ Amarelo+Verde+Marrom 75% – 58,3% 87,50% 66,7% –
8o Amarelo+Verde+Marrom – 100% – 80% 72,7% –

o sétimo vetor 87,50% e para o oitavo vetor foi de 80%. Para o Greening
a precisão do sexto vetor foi de 63,60%, para o sétimo vetor 66,70% e para
o oitavo vetor 72,70%. Desta forma, observa-se que o menor número de
doenças melhora os resultados obtidos com o classificador.

4.3 Escala diagramática
Para calcular os ńıveis de severidade de uma escala diagramática serão
considerados os valores de máximo e de mı́nimo de proporção de área fo-
liar manchada com a cor amarela, como os limites da escala diagramática.
Serão utilizados cinco ńıveis de severidade das doenças analisadas, con-
forme padrão adotado em campo pela empresa Fischer. Foi gerada ma-
nualmente uma escala diagramática para cada tipo de doença baseando-se
nos resultados preliminares obtidos com a RNA PMC. Estes resultados são
apresentados nas Figuras 12 a 17.

A Figura 12 apresenta a escala diagramática da doença CVC, com os
seguintes ńıveis de severidade: 56,69%, 43,10%, 27,86%, 13,12% e 0,07%.
Observa-se nas folhas a presença de pequenas manchas amareladas e irre-
gulares, e lesões na cor marrom.

A Figura 13 apresenta a escala diagramática para a deficiência de Mag-
nésio, com os seguintes ńıveis de severidade: 57,27%, 42,31%, 28,87%,
13,02% e 0,23%. Observa-se nas folhas o amarelecimento em forma de “V”
invertido.
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Figura 12. Escala diagramática do CVC.

Figura 13. Escala diagramática da deficiência de Magnésio.

Figura 14. Escala diagramática da deficiência de Manganês.

A Figura 14 apresenta a escala diagramática para a deficiência de Man-
ganês, com os seguintes ńıveis de severidade: 13,52%, 9,81%, 3,54%, 6,71%
e 0,0%. Observa-se nas folhas que as manchas são menores entre as ner-
vuras, sendo menos acentuadas que na deficiência de Magnésio, além de
serem distribúıdas de uma forma mais simétrica.

A Figura 15 apresenta a escala diagramática para a deficiência de Zinco,
com os seguintes ńıveis de severidade: 74,07%, 54,24%, 35,43%, 17,56% e
3,05%. Observa-se que as folhas apresentam clorose acentuada do limbo
entre as nervuras.
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Figura 15. Escala diagramática da deficiência de Zinco.

Figura 16. Escala diagramática greening.

Figura 17. Escala diagramática da Rubelose.

A Figura 16 apresenta a escala diagramática para o greening, com os
seguintes ńıveis de severidade: 83,34%, 39,34%, 28,93%, 12,86% e 0,00%.
Observa-se nas folhas a clorose assimétrica.

A Figura 17 apresenta a escala diagramática para a Rubelose, com os
seguintes ńıveis de severidade: 83,03%, 65,22%, 42,06%, 21,87% e 0,30%.
Observa-se nas folhas manchas amarelas com lesões.
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5. Conclusões

A proposta deste trabalho é aplicar técnicas de processamento de imagens
em folhas de citros digitalizadas, para diferenciar o greening de outras pra-
gas. A segmentação por cor usando RNA PMC, mostrou ser adequada, com
acurácia de 96,04%. Em seguida, a imagem foi dividida em quadrantes para
possibilitar uma análise inicial para diferenciar a variação das manchas em
cada quadrante, para cada doença. A aplicação da RNA apresenta um me-
lhor resultado na classificação das classes quando utilizada para as classes
que mais se assemelham ao greening, isto é, as classes Manganês e Zinco. A
acurácia obtida para essas instâncias foi de 83,33%. Este trabalho mostrou
que apenas a cor amarela e sua distribuição, indicada pelos descritores de
forma não consegue diferenciar totalmente o greening de outras doenças.
Para uma melhor diferenciação destas doenças, faz-se necessário a combi-
nação da distribuição das cores amarelo, verde e marrom. Para trabalhos
futuros, pretende-se avaliar os resultados obtidos na análise por quadrantes
juntamente com os resultados obtidos pela extração de atributos, possibi-
litando diferenciar o greening de outras pragas, e posteriormente construir
a escala diagramática.
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Capítulo 9

Delimitação da Área de Impressões Digitais
Utilizando Contornos Ativos
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Resumo: A segmentação de impressões digitais, etapa fundamen-
tal no pré-processamento de sistemas automatizados de identificação
(AFIS, em inglês), é o foco do estudo apresentado neste caṕıtulo.

É descrito um novo método automático para delimitação da área
de impressões digitais, obtidas em ambiente controlado, baseado na
aplicação de contornos ativos sem detectores de bordas e de opera-
ções morfológicas. No caso de imagens de impressões digitais laten-
tes, sugere-se uma extensão semiautomática do procedimento, em
que a entrada de um contorno inicial simples é requerida. Resulta-
dos experimentais demonstram a exatidão da proposta e destacam
sua contribuição devido à aplicabilidade em imagens de baixa qua-
lidade.

Palavras-chave: Processamento de imagens, Impressões digitais,
Segmentação, Contornos ativos.

Abstract: Fingerprint segmentation, a fundamental pre-processing
step of automatic fingerprint identification systems (AFIS), is the
focus of this chapter. Based on active contours without edges and
morphological operations, a new automatic method for area delim-
itation in fingerprint images is presented. In latent fingerprint
images, a semi-automatic extension of this procedure is suggested,
which requires a manual input of a simple initial contour. Expe-
rimental results show the accuracy of the model and highlight its
contribution due to the applicability in low quality images.

Keywords: Image processing, Fingerprints, Segmentation, Active
contours.
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1. Introdução

O interesse da humanidade pelas impressões digitais data da pré-história,
como indicam desenhos arqueológicos que fazem alusão a seus padrões e
placas de cerâmica antigas com impressões gravadas no sentido de selar
acordos ou assinar autorias (Maltoni et al., 2009; Laufer, 1913). Porém, o
primeiro sistema de classificação de impressões digitais é do fim do século
XIX, realizado pelo francês Francis Galton, que motivou Juan Vucetich a
criar um sistema de identificação para a poĺıcia de La Plata, na Argentina
(Maltoni et al., 2009).

O Brasil foi um dos primeiros páıses a adotar oficialmente tal processo
de identificação datiloscópica através do Decreto 4.764 de 5 de Fevereiro
de 1903 e da criação do então “Gabinete de Identificação e Estat́ıstica da
Poĺıcia do Distrito Federal”, hoje “Instituto de Identificação Felix Pacheco”
do Estado do Rio de Janeiro. Nesta mesma época, noticiava-se, em Nova
York, a solução de um crime na Índia a partir das digitais do suspeito
(Laufer, 1913) e, a partir dáı, as linhas da ponta dos dedos começaram a
ser utilizadas para identificação criminal em diversas localidades.

Com o desenvolvimento dos computadores, as instituições policiais Fe-
deral Bureau of Investigation (FBI), nos Estados Unidos, Home Office, no
Reino Unido, e Paris Police Department, na França, investiram, no ińıcio
da década de 1960, no desenvolvimento de um sistema automatizado de
identificação a partir de impressões digitais, originando o Automatic Fin-
gerprint Identification System (AFIS) (Maltoni et al., 2009). De acordo
com Yoon et al. (2010), com o surgimento do sistema AFIS aumentou
significativamente a velocidade da identificação de impressões digitais e vi-
abilizou a identificação de impressões digitais parciais, obtidas em locais
de crimes, contra grandes bancos de dados. Atualmente, grandes avanços
têm sido obtidos no sentido de aumentar o rendimento e a precisão destes
sistemas.

Com esta motivação, este trabalho tem como objetivo apresentar uma
fundamentação teórica acerca das imagens de impressão digital e descrever
um processo automático de segmentação de impressões digitais roladas ou
planas, baseado no modelo de contornos ativos (ou snakes). Os conceitos
básicos aqui expostos foram baseados em Maltoni et al. (2009). O método
adotado para segmentação é uma aplicação do modelo sem detectores de
bordas de Chan & Vese (2001) e uma filtragem pela operação morfológica
abertura. Sugere-se também uma extensão semiautomática do processo
para impressões digitais latentes, originárias de ambiente não controlado.

Outros trabalhos publicados recentemente para detecção da área de im-
pressões digitais utilizando snakes podem ser encontrados em Zheng et al.
(2007) e Weixin et al. (2009). Zheng et al. (2007) aplicaram um método
de contornos ativos sobre uma representação da área da impressão digital
obtida através do descritor Fisher (Fukunaga, 1972), modificado pelo uso
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da média dos ńıveis de cinza e da coerência do campo de orientação da
impressão digital. De forma distinta, Weixin et al. (2009) apresentam um
contorno ativo espećıfico para impressões digitais, considerando a variância
dos ńıveis de cinza e o histograma da imagem direcional para controlar o
movimento da snake, diminuindo a sensibilidade do modelo à escolha do
contorno inicial. No entanto, há limitações no uso de ambos os métodos,
uma vez que o campo de orientação deve ser obtido antes da segmentação.
Este fato inviabiliza, por exemplo, suas aplicações a imagens com pouca
qualidade como as impressões digitais latentes. Neste trabalho, sugere-se
uma extensão semiautomática do modelo proposto para o caso espećıfico
das imagens de impressões digitais latentes.

O caṕıtulo é organizado da seguinte forma: na Seção 2, apresentam-
se conceitos básicos do processamento de imagens de impressão digital;
a Seção 3 trata das operações fundamentais da morfologia matemática
binária; na Seção 4, destaca-se o modelo snakes de Chan & Vese (2001);
na Seção 5 descreve-se a proposta de segmentação; por fim, na Seção 6, são
mostrados alguns resultados obtidos e as avaliações quantitativas realizadas
para a validação do processo.

2. Biometria de Impressões Digitais

“Como resultado da interação de fatores genéticos e condições embrioná-
rias, o padrão de atrito das cristas papilares na ponta do dedo sobre uma
superf́ıcie é único para cada dedo” (Feng & Jain, 2011). Este padrão não
é aleatório devido à influência genética na sua formação. Desta maneira,
sistemas automatizados de reconhecimento de impressões digitais desempe-
nham papel importante em muitas situações em que se necessita identificar
com confiabilidade, uma pessoa.

Conforme Maltoni et al. (2009), a mais evidente caracteŕıstica estru-
tural de uma digital é um padrão intercalado de cristas e vales dos sulcos
papilares. Chamam-se “cristas” os picos dos sulcos, que formam as linhas
escuras na impressão, e “vales” as depressões, que ocasionam as linhas cla-
ras.

O registro da digital em um papel ou imagem digitalizada é chamado
“impressão digital” e, por ser feito de várias formas, gera imagens de vari-
adas qualidades. Assim, estas podem ser classificadas em:

Rolada: a digital é rolada sobre um papel, depois de embebida em tinta,
ou sobre a superf́ıcie de captação do sensor óptico;

Plana: a digital é apenas pressionada sobre um papel, depois de embebida
em tinta, ou sobre a superf́ıcie de captação do sensor óptico;

Latente: fragmento de impressão digital deixado por descuido do indiv́ı-
duo em um local de crime. Este fragmento é revelado através de
processos qúımicos e registrado, por exemplo, por fotografia.
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Figura 1. Impressões digitais rolada, plana e latente do mesmo dedo
(extráıda de Yoon et al. (2010)).

Como é intuitivo, uma impressão digital rolada contém maior área do
dedo que uma impressão digital plana, mas está sujeita a algumas distor-
ções por causa do movimento realizado pelo indiv́ıduo. Além disto, uma
imagem de impressão digital plana ou rolada geralmente tem melhor qua-
lidade que impressões digitais latentes, como pode-se ver na Figura 1.

De acordo com suas caracteŕısticas, uma imagem de impressão digital
pode ser analisada em três ńıveis, segundo Maltoni et al. (2009):

Nı́vel 1 (Nı́vel Global): referente às disposições ou formas das cristas.
Pode-se observar as chamadas “singularidades” dos tipos presilha,
delta e verticilo, parecidas respectivamente com os śımbolos e, ∆ e
};

Nı́vel 2 (Nı́vel Local): referente à observação de caracteŕısticas na vizi-
nhança de um pixel, como as minúcias e a orientação local de crista;

Nı́vel 3 (Nı́vel Muito Local): caracterizado por detalhes adicionais fi-
nos que possam ser extráıdos da imagem de impressão digital.

Figura 2. Posições do núcleo e delta em uma impressão digital.
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No ńıvel global, algoritmos que correlacionam impressões digitais po-
dem pré-alinhar suas imagens de acordo com pontos de referência das sin-
gularidades. Um deles é o ponto central de uma presilha, quando esta
ocorre, chamado “núcleo” (core). Henry (1900) define o núcleo como “o
ponto mais ao norte da linha de crista mais interna” da estrutura. Outra
singularidade que ocorre globalmente é chamada delta, por seu formato tri-
angular (Figura 2). Quando estas singularidades não ocorrem, o referencial
para o alinhamento deve ser obtido localmente.

A disposição das cristas e a ocorrência de singularidades permitem a
classificação das impressões digitais em grandes classes, como apresenta a
Figura 3, com imagens retiradas do banco de dados FVC2004 (Maio et al.,
2004). Nesta figura, os núcleos e deltas são indicados por pontos e setas
brancas, respectivamente.

(a) (b) (c) (d) (e)

Figura 3. Classes das impressões digitais no ńıvel global: (a) Arco, (b)
Arco Angular, (c) Presilha Direita, (d) Presilha Esquerda, (e) Verticilo.

Na classificação proposta por Henry (1900), digitais do tipo arco (arch)
não possuem singularidades (Figura 3(a)); as do tipo arco angular (tented
arch) (Figura 3(b)), e presilha (loop), à direita (Figura 3(c)) ou à esquerda
(Figura 3(d)) possuem um núcleo e um delta; enquanto as do tipo verticilo
(whorl) (Figura 3(e)) possuem duas de cada singularidade.

No ńıvel local, estuda-se uma importante caracteŕıstica: a minúcia.
Uma minúcia é uma descontinuidade, bifurcação ou variação abrupta no
caminho esperado de uma linha de crista. Em sistemas automáticos o Fe-
deral Bureau of Investigation (FBI) considera apenas as de tipo terminação
e bifurcação, devido à dificuldade de determinar os vários tipos de minú-
cias que podem ser lago, ponto, spur, dentre outros (Maltoni et al., 2009).
Como os nomes sugerem, a terminação ocorre no ponto em que uma crista
se encerra e a bifurcação ocorre onde uma crista se duplica, seguindo dois
caminhos distintos (Figura 4).

No ńıvel muito local, detalhes finos adicionais podem ser extráıdos no
padrão da impressão digital, mas para isto são necessárias imagens com re-
solução alta, a fim de destacar poros e largura de cristas. Porém, na prática
nem sempre é posśıvel encontrar imagens com alta resolução, o que afeta
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Bifurcação

Terminação

Figura 4. Destaque de algumas minúcias em uma impressão digital.

principalmente a confiabilidade de modelos de extração de caracteŕısticas
(Thai, 2003). Em geral, antes da aplicação destes métodos são necessários
a segmentação e, em alguns casos, o melhoramento da imagem de entrada.

2.1 Segmentação de impressão digital
Maltoni et al. (2009) destacam que o “termo segmentação denota, geral-
mente, a separação da área da impressão digital (foreground) do fundo da
imagem (background)”, ou seja, destacar a região exata da imagem onde
ocorre a impressão digital. Esta separação é útil para evitar a extração de
caracteŕısticas em áreas ruidosas que aparecem principalmente no fundo da
imagem, tais como riscos manuscritos e caracteres impressos. Em Maltoni
et al. (2009), encontram-se breves descrições de alguns destes métodos.

O resultado destes métodos é a máscara da área da impressão digital
que pode ser usada em processos de melhoramento, de extração do campo
de orientação, determinação de minúcias, detecção de pontos singulares,
dentre outros.

A vantagem em utilizar um procedimento automático para detecção da
área da impressão digital é obter precisamente a região da imagem que se
deseja processar. No caso deste trabalho, a abordagem baseada em con-
tornos ativos propicia ainda a independência de pré-processamento para se
obter a segmentação da impressão digital e, portanto, maior aplicabilidade
e desempenho na extração de caracteŕısticas, visto que, em geral, os demais
métodos de segmentação baseiam-se em caracteŕısticas pré-extráıdas como
campo de orientação.

Nas Seções 3 e 4 são discutidos o conceito de morfologia matemática e
o modelo de Chan-Vese proposto para segmentação de objetos em imagens
digitais. Ambos os tópicos são essenciais para o trabalho desenvolvido e
descrito na Seção 5.
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3. Morfologia Matemática

O termo morfologia é associado ao estudo de formas e estruturas de ani-
mais e plantas, na biologia; de palavras, na gramática; e da vida social,
na sociologia. A morfologia matemática reúne técnicas de extração de ele-
mentos da imagem que permitem a descrição das formas de uma região
ou técnicas que alteram as formas presentes na imagem. Estas técnicas
extraem fronteiras, esqueletos, fecho convexo e também podem realizar pré
ou pós-processamentos de filtragem, afinamento e poda (pruning) (Gonza-
lez & Woods, 2002). A seguir, descreve-se brevemente algumas operações
de morfologia matemática para imagens binárias utilizadas no método de
segmentação descrito na Seção 5.

As duas operações básicas da morfologia matemática binária são a di-
latação e a erosão. A dilatação faz com que um pixel receba valor 1 se
algum pixel em sua vizinhança também possuir 1; caso contrário, o valor
do pixel é nulo. Na operação de erosão, o valor do pixel resultante é 1 se
todos os pixels em sua vizinhança possuem 1 e nulo caso contrário.

Associando as duas operações, tem-se a operação chamada abertura,
que é a dilatação da imagem erodida, considerando a mesma vizinhança.
Esta vizinhança é definida pelo chamado elemento estruturante, que possui
formas e tamanhos diversos.

Considere o seguinte exemplo para a imagem binária ‘A’ e o elemento
estruturante ‘se’ apresentados na Figura 5. Ainda nesta figura, observa-se
a dilatação ‘dA’ e a erosão ‘eA’ de ‘A’ por ‘se’. Aplicar a operação abertura
sobre ‘A’ por ‘se’ é, portanto, realizar a erosão de ‘A’ seguida da dilatação
do resultado, ambas por ‘se’. Este resultado é mostrado na Figura 6.

(a) (b) (c) (d)

Figura 5. (a) Elemento estruturante ‘se’, (b) imagem binária ‘A’, (c)
resultados da dilatação e (d) erosão.
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Figura 6. Resultado ‘deA’ da dilatação de ‘eA’ por ‘se’.

Como os nomes (e o exemplo) sugerem, a dilatação amplia a quantidade
de pixels com valor 1, enquanto a erosão os diminui. Quando aplica-se a
abertura, os contornos são suavizados e as estruturas finas desconexas de
regiões homogêneas são eliminadas.

4. Modelo Chan-Vese

A segmentação de objetos em imagens digitais, em geral, baseia-se na de-
tecção de regiões da imagem que são homogêneas em algum sentido. Esta
homogeneidade pode ser quanto às diferenças de tonalidade de cinza ou de
texturas em cada região. Pode-se afirmar que estas técnicas são capazes
de encontrar automaticamente objetos na imagem.

Neste sentido, o modelo de contornos ativos (ou snakes), primeiramente
proposto por Kass et al. (1987), é uma técnica de segmentação que objetiva
detectar caracteŕısticas como linhas e bordas de objetos em uma imagem
u0 a partir da evolução de uma curva inicial, definida no domı́nio de u0,
que move-se sujeita a forças (ou energias) simulando propriedades f́ısicas
como comprimento, flexibilidade e rigidez. Em Kass et al. (1987), estas
energias são divididas em energia interna, derivada da geometria da curva
e das propriedades da imagem impondo restrições de suavidade; e energia
externa, responsável por colocar o contorno sobre a borda do objeto.

Considere, para tanto, um conjunto aberto e limitado Ω ⊂ R2, sendo
∂Ω sua fronteira e Ω seu fecho. Ainda, sejam u0 : Ω→ R uma dada imagem
e C(s) : [0, 1]→ Ω uma curva parametrizada. Desta forma, o funcional de
energia da snake é escrito em Kass et al. (1987) como

Esnake =

∫ 1

0

Esnake(C(s))ds =

∫ 1

0

Eint(C(s))+Eim(C(s))+Eext(C(s))ds,

(1)
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onde Eint representa a energia interna, Eim determina as forças da imagem
e Eext é a energia externa. No desenvolvimento da Equação (1), obtém-
se o modelo de contornos ativos baseado na minimização do funcional de
energia J(C) (Chan & Vese, 2001):

inf
C
J(C) = inf

C

[
α

∫ 1

0

|C′(s)|2ds+ β

∫ 1

0

|C′′(s)|ds− λ
∫ 1

0

|∇u0(C(s))|2ds
]
,

(2)
com α, β e λ sendo parâmetros positivos. Veja que buscar a curva C onde
J(C) seja ı́nfimo, equivale a buscar a curva C onde |∇u0| seja máximo.
Desta forma, ∇u0 atua em (2) como detector de bordas.

Outras funções de detecção de bordas poderiam ser utilizadas no funcio-
nal que define a energia externa, porém a necessidade de segmentar objetos
sem borda definida pelo gradiente levou ao estudo de snakes baseadas em
regiões, sem detectores de borda, como em Chan & Vese (2001).

Assim, considerando a curva C ⊂ Ω como a fronteira de um conjunto
aberto ω ⊂ Ω, o método minimiza as energias no interior de ω e no exterior
de ω, isto é, em Ω \ ω. Ou seja, a ideia é obter C tal que

inf
c1,c2,C

F (c1, c2, C), (3)

sendo o funcional F definido por

F (c1, c2, C) = µ.Comprimento(C) + ν.Área(ω)

+λ1

∫
ω

|u0(x, y)− c1|2dxdy (4)

+λ2

∫
Ω\ω
|u0(x, y)− c2|2dxdy,

onde µ > 0, ν > 0, λ1, λ2 > 0 são parâmetros fixados.
Na Equação (4), os dois últimos termos atuam “empurrando” a snake

até o equiĺıbrio das energias internas e externas“colocando”C sobre a borda
do objeto e os dois primeiros são termos de regularização e suavidade.

A maneira apresentada para resolver a minimização da Equação (3) é
através do funcional Mumford-Shah (Mumford & Shah, 1989), reduzido ao
chamado problema de partição mı́nima, assim descrito:

FMS(u,C) = µ.Comprimento(C)

+λ

∫
ω

|u0(x, y)− u(x, y)|2dxdy (5)

+

∫
Ω\ω
|∇u(x, y)|2dxdy,
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onde u0 : Ω → R é a imagem dada, µ, λ > 0 são parâmetros e u(x, y) é
constante em cada região:

u(x, y) = constante ci =

{
c1 = média(u0(x, y)), (x, y) ∈ ω
c2 = média(u0(x, y)), (x, y) ∈ Ω \ ω.

Observa-se que, tomando na Equação (4) ν = 0, λ1 = λ2 = λ e c1
e c2 como acima, que o funcional F é um caso particular de FMS em
(5). Agora, para solucionar este caso particular do problema de partição
mı́nima, pode-se utilizar o método level set (Osher & Sethian, 1988) em
que C ⊂ Ω é representado pela função Lipschitziana φ : Ω × R+ → R, tal
que 

C = ∂ω = {(x, y) ∈ Ω|φ(x, y) = 0},
ω = {(x, y) ∈ Ω|φ(x, y) > 0} e
Ω \ ω = {(x, y) ∈ Ω|φ(x, y) < 0}.

Pelo método level set, a função φ adiciona uma dimensão temporal à
curva C e, dáı, C pode ser recuperada como curva de ńıvel de φ fazendo
t = 0 (φ(x, y, 0) = C(x, y)).

A partir disto e usando a função Heaviside H e a medida de Dirac δ0,
definidos respectivamente por

H(z) =

{
1, se z > 0
0, se z < 0

e δ0(z) =
d

dz
H(z),

para reescrever o funcional F em (4) com respeito a φ, obtém-se que, para
ε→ 0, o problema de minimização (3) é solucionado resolvendo a equação
diferencial de evolução:

∂φ

∂t
= δε(φ)[µdiv

( ∇φ
|∇φ|

)
− ν − λ1(u0 − c1(φ))2

+λ2(u0 − c2(φ))2] = 0, (t, x, y) ∈ (0,∞)× Ω,
φ(0, x, y) = φ0(x, y), (x, y) ∈ Ω,
δε(φ)

|∇φ|
∂φ

∂−→n
= 0, (x, y) ∈ ∂Ω,

(6)

onde δε é o delta de Dirac, µ, ν > 0 e λ1, λ2 > 0 são parâmetros, −→n é a
direção normal externa à fronteira ∂Ω e c1 e c2 são dados por{

c1(φ) = média(u0(x, y)), φ(x, y) > 0,
c2(φ) = média(u0(x, y)), φ(x, y) < 0.

Para maiores detalhes desta última passagem da Equação (4) para a
(6), bem como a aproximação numérica para solução da Equação (6) e
algoritmo do modelo, indica-se a leitura de Chan & Vese (2001).
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5. Modelo de Detecção da Área

A detecção automática da área da impressão digital de forma precisa é
importante no pré-processamento de diversos modelos de extração de ca-
racteŕısticas, principalmente por eliminar rúıdos espećıficos do fundo da
imagem.

Na abordagem de Oliveira (2011), considera-se a impressão digital como
um objeto na imagem e, dado um contorno inicial, aplica-se o método de
contornos ativos Chan-Vese (6). A partir de então, realiza-se uma filtra-
gem para se obter o contorno subjetivo da impressão digital e, consequen-
temente, sua área precisa na imagem.

O contorno inicial é uma máscara binária que pode ou não envolver
toda a área da impressão digital. Para imagens de boa qualidade, esta é
determinada automaticamente, tomando-se, para isto, um ponto qualquer
no interior da impressão digital, geralmente o centro da imagem, e compa-
rando-se a variância dos ńıveis de cinza bloco a bloco da imagem. Como
geralmente as impressões digitais são capturadas em ambiente controlado,
supor que o ponto central da imagem esteja contido na impressão digital
não parece uma imposição muito restritiva. No caso de impressões digitais
latentes, o contorno inicial deve ser pré-definido manualmente, devido à
pouca qualidade das imagens.

A filtragem é realizada através da operação morfológica binária aber-
tura, aplicada sobre o resultado do modelo snakes. Isto é necessário para
corrigir imperfeições nos casos em que os contornos são atráıdos por rúı-
dos espećıficos, como escritas ou desenhos manuais e caracteres impressos,
presentes no fundo da imagem, como pode-se observar nos resultados apre-
sentados na Seção 6.

5.1 Algoritmo
Primeiramente, a definição da máscara inicial automática é utilizada ape-
nas para imagens de boa qualidade, como impressões digitais roladas e
planas. Nesta implementação, é fornecida a imagem original I como en-
trada e a matriz m, que define a máscara, é inicializada como uma matriz
nula com as dimensões de I. Toma-se um ponto C= (c1, c2) pertencente à
área da impressão digital como referencial da posição da impressão digi-
tal na imagem, em geral o ponto central da imagem, e no procedimento
seguinte determina-se uma região retangular que contém a impressão di-
gital. Para isto, faz-se uma busca dos blocos com variância dos ńıveis de
cinza menor ou igual a um limite (lim) nas duas direções cartesianas e nos
quatro sentidos a partir de C. Devido ao fato de que a variância em blocos
com pixels no interior da impressão digital é maior do que em blocos com
pixels no fundo, define-se lim como 20% da média da variância dos blocos
vizinhos ao bloco(c1, c2), centrado em C, e do bloco(c1, c2), conforme a
Figura 7. O valor da porcentagem em lim é essencialmente experimental,
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não sendo o método senśıvel às suas alterações. A cada bloco encontrado,
em cada sentido, sua posição é guardada e reinicia-se a busca em outro sen-
tido. Tendo as quatro posições extremas em cada direção, são atribúıdos
valores 1 ao retângulo de vértices {(x1, y1), (x1, y2), (x2, y2), (x2, y1)} em m.

A aplicação deste processo não é satisfatória para impressões digitais
latentes, dado que estas imagens possuem um fundo complexo com rúıdo
estruturado ou mesmo pouca variação dos ńıveis de cinza na região da
impressão digital. Assim, a entrada manual de uma máscara inicial se faz
necessária, tornando-se um processo semiautomático.

Figura 7. Esquema da obtenção do contorno inicial para uma dada
imagem (NIST (2010)). À esquerda, as linhas brancas representam os 25

blocos centrais, os vetores indicam os sentidos da busca e C é a origem dos
vetores. À direita, a máscara binária obtida.

Em suma, a proposta para segmentação da impressão digital, esque-
matizada a seguir como pseudo-código, é fornecer a imagem I, o número
de iterações nit e o parâmetro µ para o modelo snakes. A seguir, utiliza-se
a máscara inicial m automática (para impressões digitais roladas e planas)
ou manual (para impressões digitais latentes) como contorno inicial para
aplicação do modelo Chan-Vese1 (Chan & Vese, 2001), obtendo a matriz
area, e realizar sua correção através da operação abertura com o elemento
estruturante se.

No caso de impressões digitais latentes, utiliza-se uma imagem auxili-
ar, Iaux =I(find(m)), para ignorar as posições de I correspondentes aos
elementos nulos em m, a fim de evitar incorreções no passo seguinte. A
função find é uma função lógica padrão do MATLABr que retorna as
posições da matriz que são verdadeiras (sendo, em uma imagem binária,
os 0 posições “falsas” e os 1 posições “verdadeiras”). No caso, Iaux contém
apenas a imagem original I nas posições em que m possui valor 1.

A matriz resultante da aplicação do pseudo-código, area, bem como a
matriz que define a máscara inicial, m, são matrizes binárias que possuem 1
nas posições que envolvem a impressão digital na imagem e 0 nas posições

1 Dispońıvel em http://www.mathworks.com/matlabcentral/fileexchange/23445
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de fundo. Ou seja, a imagem produzida por m possui uma região retangular
branca, que define o contorno inicial para o modelo snakes, e um fundo
preto. Quanto à imagem produzida por area, também há uma região
branca em um fundo preto, mas com a forma da área da impressão digital
da imagem de entrada I, como se vê nas figuras apresentadas na Seção 6.

Pseudo-Código (Detecção da Área)
Ińıcio

1. Entradas:
I: impressão digital em escala de cinza.
m: máscara inicial não automática.
nit: número de iterações do método Chan-Vese.
µ: constante do método Chan-Vese.
dimblc: tamanho do bloco.

2. Impressões Digitais Roladas/Planas:
se ( I é imagem rolada/plana )

m = mascara_inicial(I, dimblc);
fim se

3. Impressões Digitais Latentes:
se ( I é imagem latente )

Iaux = I( find(m) ); I = Iaux;
fim se

4. Contorno Ativo (Snakes):
area = chan-vese(I, m, nit, µ);

5. Abertura Binária:
se = elemento estruturante disco de raio 16;
area = abertura(area, se);

6. Sáıda:
area: máscara binária que define a área.

Fim

6. Resultados Experimentais

Nesta seção são apresentados alguns resultados obtidos com a aplicação
da detecção da área descrita na Seção 5 em impressões digitais roladas e
latentes do banco de dados NIST (2010) e impressões digitais planas do
banco de dados FVC2000 (Maltoni et al., 2009). Alguns parâmetros foram
definidos experimentalmente, como é o caso do valor µ, para o modelo
Chan-Vese (6), em torno de 2 × 104, e a quantidade de iterações limitada
em cada caso, com valores próximos a 200.
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6.1 Segmentações obtidas
Na Figura 8, destaca-se o resultado obtido sobre uma impressão digital
rolada, sendo que sua primeira linha traz, à esquerda, a imagem original,
e à direita, a imagem segmentada. Ainda nesta figura, é apresentada, na
segunda linha, da esquerda à direita, a máscara automática e os resultados
da segmentação por snakes e da abertura binária. Na Figura 9, ocorre a
mesma apresentação para uma impressão digital latente.

Figura 8. Primeira linha: imagem original e segmentada. Segunda linha:
máscara automática, segmentação por snakes e resultado binário da

abertura (NIST27).

As Figuras 10, 11 e 12 mostram outros resultados, com imagens de im-
pressões digitais planas, roladas e latentes, respectivamente. Na primeira
coluna, aparecem as imagens originais; na segunda, os resultados binários
do procedimento e, na terceira, as segmentações finais. No caso de impres-
sões digitais roladas e planas, o parâmetro nit foi fixado em 200, enquanto
para as imagens de impressão digital latentes, este parâmetro é variável
(ver Figura 12). Em todos os casos, tem-se o parâmetro µ=20000.

6.2 Exatidão da segmentação
O objetivo desta avaliação é analisar a exatidão da segmentação pela com-
paração dos resultados da segmentação com máscaras manualmente mar-
cadas (ground truth). A exatidão da segmentação foi avaliada baseada em
quatro medidas: Taxa de Verdadeiros Positivos (TVP), Taxa de Falsos
Positivos (TFP), Taxa de Verdadeiros Negativos (TVN) e Taxa de Falsos
Negativos(TFN). TVP refere-se à porcentagem de áreas genúınas detecta-
das corretamente como genúınas; TFP é a porcentagem de áreas imposto-
ras detectadas erroneamente como genúınas; TFN representa a porcenta-
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Figura 9. Primeira linha: imagem original e segmentada. Segunda linha:
máscara automática, segmentação por snakes e resultado binário da

abertura (NIST27) (nit = 150).

gem de áreas genúınas detectadas incorretamente como impostoras; e TVN
refere-se à porcentagem de áreas impostoras detectadas corretamente como
impostoras. A partir dos resultados anteriores, tem-se a TME, que diz res-
peito à taxa média de erros, a média entre os falsos positivos e os falsos
negativos, e a TMA refere-se à taxa média de acertos, ou seja a média entre
os verdadeiros positivos e os verdadeiros negativos. Os valores da avaliação
são mostrados na Tabela 1 e, para as imagens de impressões digitais ro-
ladas, refletem o comportamento da aplicação do método aqui proposto a
todas as imagens da base de dados NIST27, enquanto que para as imagens
de impressões digitais planas e latentes, refletem o comportamento apenas
das imagens mostradas neste trabalho.

Tabela 1. Comparação com a segmentação manual.

Impressões
TVP TVN TFP TFN TME TMA

Digitais

Planas 90,00% 98,35% 1,82% 10,00% 5,91% 94,17%
Roladas 89,02% 95,92% 4,32 % 10,97% 7,65% 92,47%
Latentes 92,03% 94,98% 14,63% 7,97% 11,30% 93,51%

Em segmentações adequadas, são esperados valores altos para TVP e
TVN e baixos para TFP e TFN, comportamento que pode ser devidamente
observado na Tabela 1.
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Figura 10. Segmentação de impressões digitais planas (FVC2000). Em
cada linha, da esquerda para a direita, tem-se as imagens originais, as

áreas obtidas e as segmentações finais.

7. Conclusões

O objetivo deste caṕıtulo foi descrever uma técnica para detecção automá-
tica da área da impressão digital em imagens de boa qualidade, baseada no
modelo de contornos ativos, bem como uma extensão semiautomática para
imagens de impressões digitais latentes, através da pré-definição manual de
uma máscara inicial retangular simples.
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Figura 11. Segmentação de impressões digitais roladas (NIST27). Em cada
linha, da esquerda para a direita, tem-se as imagens originais, as áreas

obtidas e as segmentações finais.

Pelos resultados obtidos e avaliações realizadas, a segmentação de im-
pressões digitais planas e roladas mostrou-se bastante satisfatória. Verifica-
se claramente que o fundo é desligado da impressão digital pelo processo
aplicado, eliminando as informações indesejadas de riscos ou desenhos ma-
nuscritos e caracteres impressos fora da área da impressão digital. Apenas
em alguns casos, em que os rúıdos do fundo são muito densos e escuros, o
procedimento não foi capaz de identificar a área da impressão digital preci-
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Figura 12. Segmentação de impressões digitais latentes (NIST27). Em
cada linha, da esquerda para a direita, tem-se as imagens originais, as

áreas obtidas com com nit = 300, 130, 500, 200 e 300, respectivamente, e
as segmentações finais.

samente. Trabalhos futuros devem ser realizados para evitar estes proble-
mas, provavelmente focando em processos para homogeneizar o fundo das
imagens.

Além disto, o método semiautomático para detectar a área de impres-
sões digitais latentes também obteve resultados relativamente bons, sendo
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a definição manual da máscara inicial retangular bastante simples. As di-
ficuldades com este tipo de imagens são maiores principalmente pelo fato
de serem mais frequentes as regiões com fundo bastante escuro. Trabalhos
futuros deverão seguir no mesmo sentido que os de imagens de impressões
digitais roladas, focando inclusive em comparações com outras técnicas
para a validação da proposta.

8. Agradecimentos
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Capítulo 10

Verificação Facial em Vídeos Capturados
por Dispositivos Móveis

Tiago de Freitas Pereira e Marcus de Assis Angeloni∗

Resumo: Nos últimos anos, observa-se uma crescente adoção de
dispositivos móveis, como smartphones, em tarefas antes executa-
das apenas por computadores. Com isto, uma maneira rápida e
segura de acesso a informações pessoais e corporativas nestes apa-
relhos é um desafio. Este caṕıtulo apresenta uma abordagem de
verificação facial usando câmeras de smartphones, como alternativa
para autenticação. O método utiliza Local Binary Patterns (LBP)
para descrição da face e Modelo de Misturas Gaussianas (GMM)
como classificador. Os experimentos realizados na base de dados
MOBIO e a aplicação de teste criada para smartphones Android
trazem resultados promissores e mostram a viabilidade da técnica
neste cenário.

Palavras-chave: Biometria, Verificação facial, Autenticação base-
ada em v́ıdeos, Smartphones.

Abstract: In recent years, an increasing use of mobile devices, such
as smartphones, has been observed in tasks previously performed
only by computers. Consequently, a quick and secure access to per-
sonal and corporate information in these devices is a challenge.
This chapter presents a face verification approach using smartpho-
nes cameras, as an alternative for authentication. The method uses
Local Binary Patterns (LBP) for face description and Gaussian
Mixture Models (GMM) as classifier. Experiments performed with
the MOBIO database and the test application created for Android
smartphones showed promising results and demonstrate the techni-
cal feasibility of the method in this scenario.
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1. Introdução

Observa-se, nos últimos anos, um expressivo crescimento nas vendas de
dispositivos móveis, e o consequente aumento no emprego de tais apare-
lhos para acesso a transações bancárias, correio eletrônico, redes sociais
e documentos corporativos. Um dos dispositivos móveis que tem alavan-
cado as vendas é o smartphone. Smartphone é um telefone celular dotado
de funcionalidades e acessórios extras, que possui uma capacidade de pro-
cessamento de dados superior aos telefones celulares convencionais, maior
número de conexões dispońıveis e um sistema operacional sobre o qual é
posśıvel criar novas aplicações. Segundo projeção divulgada no ińıcio de
2012 pela consultoria IDC, especializada no mercado de tecnologia e tele-
comunicações, serão vendidos no Brasil perto de 15,4 milhões de unidades
destes aparelhos em 2012, o que corresponde a um crescimento de 73% no
ano. O estudo aponta ainda que em 2011 o mercado de smartphones ba-
teu recorde, e chegou a marca de aproximadamente 9 milhões de aparelhos
vendidos, um aumento de 84% em relação ao ano de 2010 (IDC Brasil Re-
leases, 2012). Um outro estudo, realizado pelo banco Credit Suisse, aponta
que as vendas globais de smartphones alcançarão 1 bilhão de unidades em
2014 (FOLHA.com, 2012).

Com a popularização dos smartphones, eles passam a ser mais visa-
dos por criminosos e fraudadores e, por apresentarem dimensões e peso
reduzidos, o risco de perda e furto destes aparelhos é maior do que de com-
putadores pessoais, podendo resultar em prejúızo financeiro e violação de
dados pessoais e corporativos. Diante deste cenário, proporcionar acesso
rápido, fácil e principalmente seguro é um desafio nesta plataforma móvel.

Embora as senhas tradicionais sejam onipresentes como mecanismos de
autenticação, elas apresentam uma vulnerabilidade intŕınseca, associada
ao fato de lidar com dois prinćıpios antagônicos: elas devem ser fáceis de
lembrar e dif́ıceis de adivinhar. É um comportamento comum do usuário ter
uma senha forte e utilizá-la em diversos serviços (neste caso, uma vez que
a senha está comprometida, todos os serviços estarão sujeitos a acessos não
autorizados) ou ter diversas senhas fracas (possibilitando a memorização),
que são mais fáceis de serem quebradas.

Uma alternativa promissora para acesso seguro e que poupa o usuá-
rio de ter de memorizar várias e complexas senhas é através do emprego
de caracteŕısticas biométricas na autenticação do usuário. A biometria
vem sendo usada no campo forense já faz algumas décadas, e nos últimos
anos tem ganhado espaço também em aplicações civis e comerciais, como
no controle de acesso, ensino a distância, controle de ponto, presença em
aulas para obtenção da carteira de habilitação, obtenção de passaporte e
controle de fronteira (Jain et al., 2004). No entanto, pouco foi desenvol-
vido para dispositivos móveis, em parte pelo hardware limitado que até
pouco tempo atrás era um grande impeditivo para adaptação desta e de
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outras aplicações. Com o recente aumento da capacidade computacional
dos smartphones e dos acessórios acoplados a ele, como é o caso das câ-
meras digitais, torna-se posśıvel a implementação de métodos biométricos
para estes dispositivos. A face do usuário é uma caracteŕıstica interessante
de ser utilizada neste tipo de aparelho, visto que todos os smartphones são
dotados de câmera, e os mais modernos inclusive possuem câmera frontal
para uso em chamadas com v́ıdeo.

Contudo, ao propor um sistema de verificação facial para smartphones
é necessário levar em conta que a iluminação, pose e o cenário de captura
não serão controlados e a forma de tratamento tem grande impacto no
desempenho do sistema. Para contemplar estes fatores, os experimentos
foram executados sobre a base de dados MOBIO (Marcel et al., 2010b),
que é uma base de dados pública, capturada com câmeras de dispositivos
móveis em cenários não controlados.

O texto está estruturado da seguinte forma: a Seção 2 apresenta o
conceito de biometria; a Seção 3 apresenta os conceitos envolvidos no reco-
nhecimento biométrico utilizando a face; a Seção 4 descreve as diferentes
etapas do sistema proposto; a Seção 5 descreve a base de dados, o protocolo
de testes e as configurações de sistema adotados; a Seção 6 apresenta os
resultados obtidos e, por fim, a Seção 7 apresenta a conclusão e posśıveis
trabalhos futuros.

2. Biometria

Biometria é a ciência de reconhecer a identidade de uma pessoa baseada
nos atributos f́ısicos e comportamentais do indiv́ıduo, tais como a face, as
impressões digitais, a voz e a ı́ris (Jain et al., 2008).

As caracteŕısticas humanas para serem utilizadas em uma aplicação
biométrica devem satisfazer alguns requisitos, dentre eles a universalidade
(toda pessoa deve possúı-la), unicidade (ela deve permitir distinguir as
pessoas), permanência (ela não deve se alterar demasiadamente ao longo
do tempo) e coletabilidade (ela deve poder ser medida quantitativamente).
Como nenhum dado biométrico consegue atender todos os requisitos com
eficácia, a escolha de qual utilizar deve levar em conta a natureza e exigên-
cias da aplicação (Jain et al., 1998).

Um sistema biométrico é um sistema de reconhecimento de padrões que
coleta os dados biométricos do usuário, extrai um conjunto de caracteŕısti-
cas discriminativas destes dados e efetua a comparação com uma referên-
cia biométrica previamente gravada no banco de dados. Ele pode operar
de duas formas: como identificação, onde as caracteŕısticas extráıdas são
comparadas com todas as referências biométricas cadastradas no banco de
dados, para identificar quem é o usuário (comparação 1:N, onde N é o nú-
mero de usuários cadastrados); e como verificação, onde as caracteŕısticas
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são comparadas com a referência biométrica associada com a identidade
declarada pelo usuário, verificando se ele é quem diz ser (comparação 1:1).

3. Reconhecimento de Face

O reconhecimento de face é uma tarefa que as pessoas realizam rotineira-
mente e sem esforço em suas relações diárias. O uso da face tem várias
vantagens sobre outras tecnologias biométricas: ela é natural, não intru-
siva, pode ser capturada a distância, não exige equipamentos sofisticados
para seu funcionamento, e é de fácil uso (Li & Jain, 2011).

Embora a pesquisa em reconhecimento automático de face tenha ini-
ciado em 1960, ela ainda apresenta um grande número de desafios para
pesquisadores das áreas de visão computacional e reconhecimento de pa-
drões, especialmente em imagens capturadas em ambientes não controlados
(Li & Jain, 2011).

No entanto, nos últimos anos observou-se avanços significativos neste
assunto, novas abordagens propostas, e uma grande atenção ao assunto,
sobretudo, devido as crescentes preocupações pela segurança pública, a
necessidade de verificação de identidade para acesso f́ısico e lógico, e a
necessidade de análise de rostos e técnicas de modelagem no gerenciamento
de dados de multimı́dia e de entretenimento digital (Zhao et al., 2003).
Parte desta evolução se deve ao amadurecimento das técnicas de análise e
processamento de imagens e da modelagem da face, e também aos avanços
na tecnologia das câmeras digitais e dispositivos.

As abordagens de verificação de faces podem ser divididas em duas ca-
tegorias: as abordagens discriminativas e generativas (Rodriguez & Mar-
cel, 2006). Nas técnicas discriminativas, onde se enquadram as abordagens
baseadas em SVM (Support Vector Machines) e boosting, o resultado do
algoritmo é uma decisão binária, enquanto que nas técnicas generativas
como as baseadas em GMM (Gaussian Mixture Model) e HMM (Hidden
Markov Model), um modelo estat́ıstico é fornecido como sáıda e a decisão
binária é obtida através de um limiar de aceitação gerado pelo sistema.

Um sistema t́ıpico de reconhecimento de face envolve algumas etapas,
tais como: a captura da imagem ou de quadros de um v́ıdeo, a detecção da
face na imagem capturada, um pré-processamento visando reduzir o rúıdo
introduzido pela iluminação e outros fatores do ambiente, a extração de
caracteŕısticas da imagem da face, e por fim, a criação da referência bio-
métrica do usuário para gravação no banco de dados (durante o cadastro),
ou a comparação das caracteŕısticas extráıdas com as referências biomé-
tricas previamente gravadas no banco de dados (durante a verificação ou
identificação). A Figura 1 apresenta um diagrama com as etapas de um
sistema de reconhecimento de face.
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Captura do
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Figura 1. Diagrama de blocos de um sistema t́ıpico de reconhecimento de
face.

4. Sistema Proposto

O método de verificação facial apresentado neste caṕıtulo pertence a um
projeto de pesquisa e desenvolvimento que envolve métodos de autentica-
ção para uso em smartphones, aparelhos estes que apresentam desafios de
usabilidade, de segurança, de memória, de capacidade de processamento
e de tráfego de dados. Uma das frentes em andamento é a verificação
através de caracteŕısticas biométricas do usuário, e como resultado está
sendo constrúıda uma API (Application Programming Interface) para uso
em smartphones.

O modelo de API que está sendo desenvolvido é inspirado na especifi-
cação da BioAPI 2.0 (BioApi Consortium, 2006). A BioAPI é um conjunto
de padrões internacionais para aplicações que usam tecnologias e disposi-
tivos biométricos, estabelecido pelo BioAPI Consortium. Este consórcio
foi criado em 1998, e atualmente reúne mais de 120 empresas ao redor do
mundo, além dos organismos padronizadores dos EUA e a ISO (Internati-
onal Organization for Standardization).

A especificação da BioAPI é bastante flex́ıvel quanto as etapas exe-
cutadas no cliente e as executadas no servidor remoto. Desta forma, as
diferentes funções especificadas nela (como a captura, o processamento, a
verificação, e a criação da referência biométrica) possuem diferentes graus
de liberdade na implementação, ou seja, parte da implementação pode estar
alocada no smartphone e parte em um servidor.

A abordagem de verificação de face proposta foi avaliada em uma base
de dados pública com v́ıdeos capturados por câmeras de smartphones, e
foi desenvolvida uma aplicação para análise da viabilidade da técnica em
smartphones da plataforma Android1. O sistema de verificação facial pro-
posto é composto por quatro fases: detecção da face, pré-processamento,
extração de caracteŕısticas, e criação da referência biométrica/verificação.

1 http://developer.android.com/sdk/index.html
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4.1 Detecção da face
O processo de detecção da face consiste em localizar a região em que ela
se encontra na imagem capturada e destacá-la do fundo. O método de
detecção facial utilizado neste trabalho é baseado no algoritmo Viola &
Jones (2004).

Este algoritmo procura em uma imagem caracteŕısticas que codifiquem
o padrão procurado, no caso da detecção da face são utilizadas as caracte-
ŕısticas de Haar, que exploram de modo multi-escala o contraste presente
naturalmente na face e são representadas por formas geométricas, como se
pode observar em algumas delas ilustradas na Figura 2. Posicionadas sob
uma região da imagem, o valor de cada caracteŕıstica é calculado somando-
se os pixels da parte branca e subtraindo pelo somatório dos pixels da parte
preta da forma geométrica.

Figura 2. Representação geométrica das caracteŕısticas de Haar (Viola &
Jones, 2004).

Para tornar o detector mais simples e eficiente é selecionado apenas
um subconjunto com as caracteŕısticas mais discriminativas dentre as vá-
rias de Haar dispońıveis, através do procedimento modificado do método
AdaBoost (Tieu & Viola, 2000). Este método constrói um classificador
“forte” com a combinação das caracteŕısticas de Haar selecionadas (que são
considerados classificadores “fracos” por dependerem de apenas uma ca-
racteŕıstica). Outra etapa que aumenta significativamente a velocidade do
detector é através do encadeamento destes classificadores fracos em uma
estrutura de cascata, onde os primeiros desta estrutura são mais simples
e de cálculo mais rápido, desta forma concentrando o esforço computacio-
nal apenas nas regiões promissoras da imagem. Um resultado positivo do
classificador corrente dispara a avaliação pelo classificador seguinte, e um
resultado negativo de qualquer classificador que compõe a estrutura levam
a imediata rejeição da imagem. A Figura 3 mostra o funcionamento da
estrutura em cascata de classificadores.
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Figura 3. Árvore degenerada do AdaBoost (Viola & Jones, 2004).

A Figura 4 mostra o algoritmo Viola & Jones (2004) sendo aplicado
sobre alguns quadros de v́ıdeos da base de dados MOBIO, detectando a
face em tempo real.

Figura 4. Algoritmo de detecção de face Viola & Jones (2004) aplicado
sobre quadros dos v́ıdeos da base MOBIO.

4.2 Pré-processamento
Após a detecção da face na imagem (ou nos quadros amostrados do v́ıdeo)
é necessário um pré-processamento da mesma, para amenizar os rúıdos
introduzidos pelo ambiente e tornar a imagem da face mais adequada para
a extração de caracteŕısticas.

Primeiramente, a imagem de face segmentada é convertida para escala
de cinza, pois o descritor adotado não tira proveito da informação de cor.
Depois, a imagem é redimensionada para um tamanho padrão (definido
pela aplicação) através de interpolação bilinear, porque conforme ilustrado
na Figura 4, a área segmentada pode apresentar dimensões diferentes.

Por fim, para amenizar a influência dos diferentes tipos de ilumina-
ção dos ambientes de captura, a imagem é normalizada fotometricamente,
usando a seguinte sequência de passos: correção gama; filtro de Diferença
de Gaussianas (DoG); normalização do intervalo de variações de sáıda; e
compressão baseada em uma função sigmoidal para remoção de picos de
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iluminação remanescentes. Uma descrição detalhada deste eficiente pro-
cedimento de normalização fotométrica pode ser encontrado em (Tan &
Triggs, 2010).

Dois exemplos das etapas de pré-processamento são apresentados na
Figura 5. Na Figura 5a são mostradas duas imagens de face segmentadas,
sujeitas a diferentes tipos de iluminação. Na Figura 5b elas foram conver-
tidas para escala de cinza, para então serem submetidas à normalização
fotométrica, produzindo um resultado mais uniforme no que diz respeito a
iluminação, conforme pode ser observado na Figura 5c.

Figura 5. Pré-processamento das imagens de face. (a) Imagens
segmentadas; (b) imagens convertidas para escala de cinza; (c)

normalização fotométrica das imagens.

4.3 Extração de características
As caracteŕısticas utilizadas neste trabalho para descrição da face são ba-
seadas em operadores LBP (Local Binary Pattern). O operador LBP foi
originalmente proposto por Ojala et al. (1996) para descrição de textura
em imagens em escala de cinza. Este operador é calculado no ńıvel dos
pixels, em sua versão original usando um núcleo de tamanho 3× 3, onde a
intensidade dos pixels da vizinhança são comparados com a intensidade do
pixel na posição central do núcleo, e os valores binários obtidos nas com-
parações são agrupados formando um único valor binário, que é o código
LBP. O código LBP na forma decimal pode ser expresso da seguinte forma:

LBP (xc, yc) =

N−1∑
n=0

f(in − ic)2n, (1)

onde ic corresponde a intensidade de cinza do pixel central (xc, yc), N é o
número de pontos amostrados na vizinhança do pixel, in é a intensidade
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de cinza do n-ésimo pixel da vizinhança de ic, e f(x) é definido segundo a
Equação 2.

f =

{
0 se x < 0
1 se x ≥ 0

. (2)

Depois, Ojala et al. (2002) estendeu este operador para suportar vi-
zinhanças de pixels com tamanhos, raios e formas variadas, permitindo
lidar com texturas em diferentes escalas. A Figura 6 ilustra o cálculo do
operador LBP e a distribuição dos pontos vizinhos considerando uma vi-
zinhança circular de raio 2, onde os pontos amostrados que não coincidem
com o centro de um pixel são bilinearmente interpolados.

Figura 6. Operador LBP. (a) e (b) ilustram o operador LBP básico, onde
cada pixel é comparado com seus vizinhos e apresenta como resultado um
número binário. (c) Um exemplo de vizinhança circular (com 8 pontos de

amostra e raio 2) (Ahonen et al., 2004).

Outra importante extensão apresentada por Ojala et al. (2002) foi o
conceito de padrões uniformes. Um operador LBP é considerado um pa-
drão uniforme se ele contém até duas transições de bits 0-1 ou 1-0 quando
analisado como uma cadeia de bits circular, e segundo Ojala et al. (2002),
aproximadamente 90% dos operadores LBP observados em seus experimen-
tos são uniformes. Em termos espaciais, os padrões uniformes representam
alguns padrões espećıficos de textura: pontos, planos, arestas, quinas e
terminações de linhas. Em uma configuração de operadores LBP com vizi-
nhança 3× 3 (representação em 8 bits), existem 58 padrões com até duas
transições de bits. A Figura 7, extráıda de Chan (2008), mostra todos os
padrões uniformes dispońıveis em uma configuração com 8 pontos vizinhos.

Ahonen et al. (2004, 2006) adotam a seguinte notação para representar
a configuração do operador LBP em uso: LBPu2P,R, onde o subscrito repre-
senta a configuração da vizinhança utilizada, com P pontos de amostragem
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Figura 7. Todos os padrões uniformes para uma configuração do LBP com
8 vizinhos (Chan, 2008).

em um ćırculo de raio R, e o sobrescrito u2 denota que são considerados
apenas os padrões uniformes, e os padrões não uniformes são agrupados
em uma classe extra.

Recentemente, o LBP foi adaptado para representação de imagens de
face e obteve resultados promissores (Ahonen et al., 2004). A descrição de
face utilizando LBP consiste no cálculo de um histograma de operadores
LBP, e bons resultados foram alcançados utilizando a configuração com 8
pixels em uma vizinhança circular de raio 2 (Ahonen et al., 2004, 2006;
Rodriguez & Marcel, 2006). Esta abordagem de descrição de face baseada
em histogramas LBP também tira proveito das extensões propostas por
Ojala et al. (2002), ou seja, utilizando apenas padrões uniformes o número
de classes do histograma é consideravelmente reduzido, visto que todos pa-
drões não uniformes são agrupados em uma única classe. Esta é a principal
vantagem do uso de padrões uniformes, a redução de dimensionalidade que
ele promove no espaço de caracteŕısticas, visto que ao invés das 256 classes
posśıveis em cada histograma LBP calculado, serão computadas apenas 59
classes.

Uma importante modificação no cálculo do LBP para representação
de face é a ideia de particionar a imagem de face em pequenos blocos (os
quais podem ser sobrepostos ou não) e calcular o histograma LBP para
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cada bloco individualmente, depois os concatenando em um único, desta
forma retendo a informação espacial. Portanto, a imagem de face é descrita
em três diferentes ńıveis: ńıvel de pixel, com o cálculo de cada operador
LBP individualmente; ńıvel regional, com o cálculo do histograma de cada
bloco; e um ńıvel global, com a concatenação de todos os histogramas de
bloco (Rodriguez & Marcel, 2006). A Figura 8 mostra os três diferentes
ńıveis de descrição da face dispońıveis nesta abordagem.

Figura 8. Descrição da face nos três diferentes ńıveis: ńıvel de pixel
(código LBP), ńıvel regional (histograma local) e ńıvel global (histograma

concatenado) (Rodriguez & Marcel, 2006).

Embora a informação espacial seja preservada quando a imagem é par-
ticionada em blocos, parte da informação é perdida nas bordas dos blocos.
Para evitar isto, os operadores LBP são primeiro calculados para a imagem
toda e depois a matriz LBP resultante é dividida em blocos. Assim, tanto
a informação espacial quanto as bordas dos blocos são preservadas.

4.4 Criação da referência biométrica e verificação de usuários
O método generativo implementado neste trabalho é baseado no Modelo
de Misturas Gaussianas (GMM), que é um modelo estocástico que des-
creve uma função densidade probabilidade genérica como um produto de
componentes gaussianas multivariadas.

A abordagem de GMM utilizada na verificação de face usando carac-
teŕısticas LBP foi baseada nos trabalhos de Rodriguez & Marcel (2006) e
Cardinaux et al. (2004) e opera da seguinte forma: dada uma sequência de
histogramas LBP procedentes de um indiv́ıduo, sendo que cada um repre-
senta um quadro do v́ıdeo avaliado, podemos calcular a probabilidade da
ocorrência desta sequência observada pela seguinte equação:
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P (X|λ) =
Nv∏
t=1

p(~xt|λ), (3)

onde X = {~x1, ~x2, · · · , ~xNv} é a sequência de observações, ~xt é uma única
observação, Nv é o número de observações, λ é o modelo GMM associado
ao indiv́ıduo e p(x) é a função probabilidade associado com o GMM. Esta
função descreve a probabilidade de observações e é dada por:

p(~xt|λ) =

NG∑
j=1

mjη (~x|~µj ,Σj) , (4)

onde η (~x|~µj ,Σj) é uma função gaussiana N-dimensional com média µj e
matriz de covariância diagonal Σj , NG é o número de gassianas e mj é o
peso de uma gaussiana (Cardinaux et al., 2004).

Os parâmetros do modelo GMM (mk, µk, Σk) são estimados a partir
das amostras de treinamento. A ideia básica é iterativamente atualizar os
parâmetros do modelo a fim de maximizar a probabilidade da observação
das amostras de treinamento. O algoritmo K-médias (Linde et al., 1980)
é usado para inicializar os parâmetros do modelo; então, o algoritmo de
Maximização da Expectativa (EM) (Dempster et al., 1977) é executado
para maximizar a probabilidade em relação aos dados de treinamento.

Um melhor desempenho da abordagem utilizando GMM pode ser ob-
tido se os modelos dos indiv́ıduos forem derivados de um modelo comum,
chamado Universal Backgroung Model (UBM). O UBM é treinado com
o procedimento descrito anteriormente, e os dados de treinamento, neste
caso, são formados por amostras de vários indiv́ıduos diferentes. Este mo-
delo comum é a base para o procedimento de adaptação do modelo que é
usado para gerar os modelos dos indiv́ıduos.

O algoritmo usado para adaptar os modelos dos indiv́ıduos é uma mo-
dificação do algoritmo EM, conhecido como adaptação Maximum A Pos-
teriori (MAP).

Neste trabalho, apenas as médias das funções gaussianas N-dimensio-
nais do UBM são adaptadas. A adaptação média é descrita pela Equação 5.

µk = 1− αkuwk + αk

T∑
t=1

P (k|~xt)~xt

T∑
t=1

P (k|~xt)
, (5)

onde µk é a média da k-ésima gaussiana, uwk é a média correspondente na
gaussiana do UBM e αk é um fator de adaptação (Cardinaux et al., 2004).

A dinâmica do fator de adaptação αk segue uma estratégia diferente da
descrita em Rodriguez & Marcel (2006) e Cardinaux et al. (2004). Seguindo
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a ideia apresentada por Reynolds et al. (2000), o valor de αk é adaptado
para cada gaussiana, de acordo com a Equação 6:

αk =
nk

nk +R
, (6)

onde n é a medida probabiĺıstica que representa o número de vezes que
a gaussiana k é ativada pelas amostras de treinamento e R é um fator
de relevância fixado pelo usuário. O uso desta contagem probabiĺıstica
torna posśıvel para o algoritmo controlar a quantidade de adaptações das
misturas. Componentes da mistura com alta contagem probabiĺıstica são
adaptadas para os novos dados, enquanto que as com contagem probabi-
ĺıstica baixa levam a uma pequena adaptação. O fator de relevância R
controla a importância dos novos dados para a adaptação.

Durante uma verificação a pontuação é calculada de acordo com a
Equação 7.

pontuação = log(P (X|λc))− log(P (X|λw)), (7)

onde P (X|λc) é a probabilidade de X no modelo do usuário λc e P (X|λw)
é a probabilidade de X no UBM. Visto que as probabilidades estão no
domı́nio logaŕıtmico, a operação realizada na Equação 7 desempenha o
papel de uma normalização de pontuação, tornando pontuações que vieram
a partir de modelos de diferentes usuários comparáveis.

5. Experimentos

Esta seção apresenta os experimentos que foram realizados para avaliar a
abordagem proposta com dois enfoques: primeiro avaliando o desempenho
do sistema sobre uma base grande e desafiadora, com v́ıdeos capturados
por câmeras de smartphones em ambientes não controlados (com notável
variação de iluminação, cenário de fundo e pose); e segundo, avaliando a
viabilidade de todas as etapas de reconhecimento de face serem executa-
das em um smartphone, que retrata o pior cenário da API, onde todo o
processamento é realizado no celular.

5.1 Base de dados e protocolo de avaliação
Capturada em cenários do mundo real usando smartphones, a base de dados
MOBIO é uma grande e desafiadora base de dados multimodal (McCool &
Marcel, 2009). Apresentada durante a competição “Face and Speaker Ve-
rification Evaluation” no ICPR 2010 (Marcel et al., 2010a), ela é composta
por 15444 amostras de áudio e v́ıdeo de 162 usuários (sendo 105 homens
e 57 mulheres). Para os experimentos do presente trabalho, apenas os v́ı-
deos foram utilizados. A Figura 9 apresenta algumas imagens extráıdas da
base de dados MOBIO, onde é posśıvel notar a variabilidade de iluminação,
fundo e pose.
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Figura 9. Imagens da base de dados MOBIO.

O protocolo definido para a base de dados MOBIO separa a base em
três partições de usuários não sobrepostas (treinamento, desenvolvimento
e teste), onde para cada usuário há seis sessões de v́ıdeos. Os v́ıdeos dos
usuários do conjunto de treinamento podem ser usados da forma que con-
vier para a abordagem proposta (por exemplo, para compor o modelo de
mundo (UBM), ou o espaço inicial de faces). Os usuários do conjunto de
desenvolvimento são utilizados para cálculo do ponto de operação (limiar)
do algoritmo de verificação, que será utilizado pelo conjunto de teste para
avaliar o desempenho do algoritmo.

Como métrica de avaliação dos sistemas de verificação facial sobre a
base MOBIO, o protocolo emprega a Taxa de Erro Total Médio (HTER),
a qual é calculada seguindo a Equação 8.

HTER(τ,D) =
FAR(τ,D) + FRR(τ,D)

2
, (8)

onde τ é o limiar utilizado (definido pela base de desenvolvimento), D é
o conjunto de dados, FAR é a taxa de falsa aceitação e FRR é a taxa de
falsa rejeição.

Essa taxa deve ser obtida separadamente para os usuário do sexo mas-
culino e do feminino, conforme define o protocolo da base de dados MOBIO
(McCool & Marcel, 2009).

5.2 Configurações dos experimentos
Para cada v́ıdeo da base de dados MOBIO foram selecionados quadros
igualmente espaçados no tempo, com intervalo de 5 quadros (valor escolhido
empiricamente). Para cada um dos quadros foi detectada a face usando a
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implementação da biblioteca OpenCV2 do algoritmo Viola & Jones (2004)
descrito na Seção 4.1.

As imagens de face segmentadas foram convertidas para escala de cinza,
redimensionadas para 108 × 108 pixels e normalizadas fotometricamente,
conforme apresentado na Seção 4.2.

Depois do pré-processamento, os histogramas LBP foram extráıdos das
imagens, utilizando a configuração LBPµ28,2 para os operadores LBP. Foram
geradas matrizes de 104× 104 operadores LBP para cada imagem, e cada
uma delas foi particionada em 64 blocos (sub-matrizes) com 13 × 13 ope-
radores LBP cada. O histograma LBP global de cada imagem foi obtido
concatenando os histogramas de cada um dos blocos da mesma, gerando
um descritor com dimensionalidade 3776 (64× 59).

A implementação do GMM utilizada neste trabalho foi baseada em uma
adaptação da Speech Signal Processing Toolkit (SPTK3). Foram gerados 2
UBMs utilizando o conjunto de treinamento da base de dados MOBIO e
seguindo os passos descritos na Seção 4.4. O primeiro deles foi treinado
usando apenas v́ıdeos de mulheres (1890 v́ıdeos), e o segundo foi gerado
usando apenas v́ıdeos de homens (4914 v́ıdeos).

Durante a fase de treinamento a escolha do UBM para inicializar os
parâmetros do GMM (médias, variâncias e pesos) foi baseada em gênero,
ou seja, para treinar um usuário masculino, o modelo de UBM masculino
foi selecionado, e para treinar um usuário feminino foi escolhido o UBM
feminino, seguindo as regras estipuladas pelo protocolo MOBIO.

Os impostores usados para os testes de falsa aceitação foram selecio-
nados de acordo com a divisão dos conjuntos da base de dados MOBIO.
Desta forma, para usuários pertencentes ao conjunto de desenvolvimento
foram usados apenas impostores do conjunto de desenvolvimento, e para
usuários do conjunto de testes foram usados apenas impostores do conjunto
de teste.

O número de misturas gaussianas adotado no GMM e o fator R, foram
escolhidos baseados em simulações anteriores, e os valores usados foram 1
e 4 respectivamente.

Para verificar o desempenho computacional deste algoritmo embarcado
em um smartphone, foram selecionadas algumas amostras de v́ıdeos e elas
foram processadas pelo aparelhos Galaxy S e Galaxy S II da Samsung, am-
bos com o sistema operacional Android 2.3. É importante notar que, para
este experimento, foi escolhido o pior cenário na arquitetura da BioAPI,
ou seja, todo o processamento foi efetuado no celular.

2 http://opencv.willowgarage.com
3 http://sp-tk.sourceforge.net
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6. Resultados

A Tabela 1 exibe os resultados em termos de HTER seguindo o protocolo
descrito na Seção 5.1, e a Figura 10 exibe os resultados através da curva
DET (Detection Error Tradeoff ) (Martin et al., 1997) no conjunto de teste
da base de dados do MOBIO. A análise de resultados utilizando a curva
DET é muito comum em biometria, pois com ela é posśıvel observar os
resultados ponderando a influência dos dois tipos de erro (falsos positivos
e falsos negativos).

Tabela 1. Resultados dos experimentos utilizando o protocolo MOBIO.

Experimento HTER

Base de dados masculina 23,54%
Base de dados feminina 25,54%
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Base feminina
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Figura 10. Curva DET dos diferentes experimentos de verificação facial no
conjunto de teste.

Os resultados obtidos executando o protocolo da base de dados MO-
BIO apesar de, aparentemente, apresentarem valores altos em termos de
HTER são resultados competitivos com os publicados na literatura, dada
a complexidade da base de dados. Os resultados apresentados no “Face
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and Speaker Verification Evaluation” do ICPR 2010 apresentaram taxas
que variaram de 10% a 30% em termos de HTER (Marcel et al., 2010b).

Conforme descrito na Seção 5.2, algumas amostras de v́ıdeo de diferen-
tes tamanhos foram selecionadas para verificação de desempenho computa-
cional embarcado em smartphones. Para isto foram feitos testes de criação
da referência biométrica e verificação dos usuários. Como métrica de de-
sempenho foi utilizada o tempo de execução em milissegundos. A Tabela
2 mostra os tempos médios de execução de cada operação embarcada em
dois diferentes smartphones da plataforma Android.

Tabela 2. Tempo médio de execução das operações de criação da referência
biométrica e verificação facial embarcadas em smartphones (em

milissegundos).

Smartphone Criação da ref. biométrica Verificação

Samsung Galaxy S 490,6 135,3
Samsung Galaxy S II 325,0 93,3

Os tempos de execução das operações (criação da referência biométrica
e verificação) assinalam um desempenho computacional promissor embar-
cado em smartphones.

É importante salientar que, neste trabalho, a escolha das técnicas uti-
lizadas focaram no compromisso em equilibrar desempenho computacional
e taxas de acerto.

7. Conclusão

Este trabalho explorou uma alternativa para autenticação biométrica atra-
vés da face em dispositivos móveis, utilizando descritores de textura e em-
barcado em smartphones da plataforma Android. O desenvolvimento desta
abordagem foi todo baseado na BioAPI, que é um padrão ISO para cons-
trução de bibliotecas de biometria. Experimentos com a base de dados de
face MOBIO mostraram taxas de erro competitivas com a literatura em
um ambiente próximo ao cenário real de uso da biometria de face em um
smartphone. A técnica utilizada apresentou resultados promissores em tal
ambiente. Vale ressaltar que a principal contribuição deste trabalho foi
estabelecer um compromisso entre taxas de acerto do algoritmo de verifi-
cação facial e um tempo de resposta adequado para uma aplicação real.
Como atividade futura está previsto o aprimoramento da detecção da face
juntamente com o seu registro, bem como novas formas de descrição da
face.
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Tiago de Freitas Pereira é graduado em Ciência da Computação (USP, 2009)
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Capítulo 11

Detecção de Tipos de Tomadas em Vídeos de Futebol
Utilizando a Divergência de Kullback-Leibler

Guilherme Alberto Wachs-Lopes∗, Werner Fukuma e Paulo S. Rodrigues

Resumo: Atualmente, os sistemas de TV Digital apresentam vários
desafios na área de análise de v́ıdeo e imagem. Entre eles, há a quan-
tificação do tempo de exposição de logotipos em eventos esportivos.
Uma maneira tradicional de lidar com estes desafios é identificar
o tipo de tomada como câmera principal e câmera secundária. Os
passos seguintes, necessários para extração dos logotipos na cena,
dependem diretamente da qualidade desta classificação. Trabalhos
recentes mostram que a análise de histograma baseado no sistema
HSV gera resultados com bom desempenho. Além disto, pesquisas
têm mostrado que a análise de imagens e v́ıdeos usando entropia
não-extensiva como uma ferramenta de classificação é uma nova e
promissora abordagem de investigação. Neste trabalho, propõe-se o
uso de entropia não-extensiva para um classificador binário de toma-
das de câmera principal. Os resultados confirmam os desempenhos
encontrados na literatura.

Palavras-chave: Processamento de v́ıdeos, Teoria da informação,
Entropia, Classificador binário.

Abstract: Currently, Digital TV systems present several challenges
in the area of video and image analysis. Among them, there are the
detection of logo time exposure in sports events. A traditional way
to face these challenges is to classify the camera shots as main
camera shot and secondary camera shot. The main camera shot
detection is a step that all the following processes depend of. Recent
works show that the histogram analysis based on the HSV system
generates results with good performance. Furthermore, researches
have shown that the video and image analysis using non-extensive
entropy as a classification tool is a new and promising approach
of investigation. In this paper we propose the use of non-extensive
entropy for a binary classification of main camera shot. The results
confirm the performance found in the literature.
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1. Introdução

A análise de v́ıdeos de futebol é uma área que tem ganhado muita atenção,
principalmente de emissoras de TV. Seu principal interesse remete à ne-
cessidade de se calcular a quantidade e o tempo de propagandas que estão
presentes em cada evento.

Muitos trabalhos têm sido propostos para resolver este problema. Em
Yeh et al. (2005), os autores consideram duas caracteŕısticas para detectar
comerciais. A primeira consta de caracteŕısticas espećıficas dos próprios
comerciais e a segunda está relacionada com a detecção de cenas. Outros
trabalhos, como Hsu et al. (2003) e Kuhmunch (1997), utilizam template
matching para encontrar a ocorrência de propagandas.

Entretanto, sabe-se que há diversos tipos de tomadas presentes em
uma transmissão completa de futebol, tais como tomadas de curto e longo
alcance. Uma tomada de curto alcance caracteriza-se por imagens deta-
lhadas, com foco em um determinado jogador ou objeto. Nestes tipos de
tomadas, as propagandas são geralmente encontradas nas camisetas dos jo-
gadores. Por outro lado, uma tomada de longo alcance mostra a visão geral
sobre o evento. As propagandas normalmente são encontradas em letreiros
ou placares ao redor do campo. O reconhecimento destas tomadas pode ser
útil para eliminar partes do v́ıdeo onde não há propagandas. Além disto,
pode-se utilizar detectores espećıficos para cada tipo de câmera, resultando
em uma melhoria na qualidade do reconhecimento.

Com o objetivo de utilizar a informação de tomada, Watve & Sural
(2008) propuseram um método que, inicialmente, detecta o tipo de cada
cena e utiliza segmentação para encontrar posśıveis regiões de interesse.
Tais regiões podem potencialmente conter outdoors. Finalmente, utilizando
template matching, os outdoors são reconhecidos individualmente.

Trabalhos recentes na área de análise de imagens (Rodrigues & Gi-
raldi, 2009), principalmente baseados em mecânica estat́ıstica e informação
mútua (Esqueff, 2002), sugerem que imagens naturais podem ser melhor
estudadas, caso sejam consideradas sistemas não-extensivos. Assim, o pre-
sente trabalho propõe analisar uma imagem de evento esportivo, como
futebol, não como um sistema f́ısico tradicional (como tendo distribuição
de probabilidades de caracteŕısticas com igual importância no cálculo da
informação), mas como um sistema f́ısico cujos elementos correlacionados
entre si possuem importância ponderada. Desta forma, tais elementos,
como caracteŕısticas de cor, podem ser modelados como um sistema f́ısico
não-extensivo Tsalliano (Tsallis, 1988).

Resultados experimentais mostram que, considerar a informação mú-
tua entre os histogramas dos frames do v́ıdeo e do histograma médio de
uma classe melhora a detecção dos frames como câmera 1 e não-câmera 1,
tratando-se esta a conclusão e contribuição principal deste trabalho.
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Assim, é proposto neste trabalho a medida da informação mútua entre
frames de um v́ıdeo com a média de uma classe, calculadas sob a distri-
buição de probabilidade da mantissa em um sistema HSV, utilizando uma
base supervisionada de 45.000 frames. A medida do limiar de corte de se-
paração entre as classes é calculada como aquela que maximiza a área sob
a curva ROC.

Este caṕıtulo está organizado da seguinte forma. As Seções 2 e 3 apre-
sentam os conceitos presentes na teoria da informação. Na Seção 4 descre-
vemos o modelo e os experimentos. Finalmente, na Seção 5 os resultados
obtidos são apresentados e discutidos.

2. Sistemas Não-Extensivos

Muitos sistemas estudados em áreas clássicas como a mecânica estat́ıstica
e, até mesmo, a termodinâmica, apresentam caracteŕısticas macroscópicas
que podem ser investigadas estatisticamente a partir de caracteŕısticas mi-
croscópicas. Estes sistemas possuem uma das propriedades f́ısicas mais
conhecidas, chamada entropia, cujo tipo mais estudado é a entropia de
Shannon, dada pela equação 1:

S = −
k∑
i

pi log pi (1)

onde k é a quantidade de estados do sistema e pi é a probabilidade do
estado i ocorrer no sistema, sob a restrição que 0 ≤ pi ≤ 1 e

∑
pi = 1, 0.

Tome-se como um exemplo um sistema que contém 2 estados: o lançar
de uma moeda. Neste tipo de sistema, se a moeda não for “viciada”, temos
as probabilidades p1 = 0, 5 e p2 = 0, 5. Neste caso, o sistema se comporta
de forma totalmente aleatória e não temos certeza em qual estado a mo-
eda pode cair. Desta forma, o sistema é impreviśıvel e a quantidade de
informação é máxima. Porém, caso a moeda seja viciada e caia mais com
o mesmo lado no total de jogadas, temos um sistema previśıvel e a quan-
tidade de informação é baixa. A Figura 1 ilustra um gráfico do resultado
da entropia em função da probabilidade pi. Note que a entropia máxima
S = log(w) é alcançada quando as probabilidades dos estados são iguais.
Pode-se concluir então que a entropia está relacionada com a quantidade
de desordem do sistema.

Dado o significado relevante de sua medida, a entropia chamou atenção
de diversos cientistas, abrindo possibilidades de novas aplicações em diver-
sas áreas. No final da década de 40, esta medida teve sua primeira aplicação
na área da Teoria da Informação, proposta por Claude Shannon (Shannon,
1948). A ideia de Shannon era medir a quantidade de informação transmi-
tida em uma mensagem (Equação 1). De forma mais espećıfica, Shannon
considerou um microestado (da termodinâmica) como sendo a probabili-
dade de um posśıvel acontecimento. Se a probabilidade de uma mensagem
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Figura 1. Entropia máxima para um sistema de dois estados.

ocorrer for pequena, então o sistema contém muita informação (problema
da moeda não viciada). Porém, se uma mensagem ocorre muito frequente-
mente, o sistema terá pouca informação (problema da moeda viciada).

Uma propriedade importante da entropia de Shannon é conhecida por
aditividade. Esta propriedade considera que, para dois sistemas total-
mente independentes A e B, a entropia do sistema composto é dada por

S(A⊕B) = S(A) + S(B) (2)

onde S(A) e S(B) são as entropias dos sistemas A e B, consideradas inde-
pendentes.

Contudo, a entropia de Shannon pode não gerar os mesmos resultados
esperados para muitos sistemas que apresentam caracteŕısticas espećıficas,
tais como: interações de longo alcance, tanto espacial quanto temporal, e
comportamento fractal nas fronteiras. Tais sistemas são chamados sistemas
não-extensivos.

Partindo deste prinćıpio, Tsallis (1988, 1999, 2001) propôs uma ge-
neralização da entropia tradicional, criando o conceito de entropia não-
extensiva, definida por:

Sq = k

1−
n∑

i=1

pqi

q − 1
(3)

onde k é a constante de Boltzmann, n é o número de estados do sistema
f́ısico considerado, pi, tal como na seção anterior, é a probabilidade do
estado i ocorrer e q é o parâmetro entrópico ajustável ou parâmetro de
não-extensividade. É importante notar que, quando q tende a 1, a equa-
ção 3 resume-se à entropia tradicional de Shannon, sendo portanto uma
generalização da mesma.
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Figura 2. Distribuições de entropias para diferentes valores de q em um
sistema de dois estados.

Da mesma forma como foi abordado anteriormente, a Figura 2 ilus-
tra a entropia não-extensiva com diversos valores de q para o sistema de
lançamento de moeda.

3. Entropia Relativa

Definida em 1951 por Kullback e Leibler para sistemas tradicionais, a En-
tropia Relativa é uma medida de divergência estat́ıstica entre duas dis-
tribuições probabiĺısticas. Alguns trabalhos referem-se à entropia relativa
também como distância de Kullback-Leibler, divergência I ou ganho
de informação de Kullback-Leibler. A entropia relativa é definida
como sendo:

DKL(P, P ′) =

k∑
i=1

pi · log
pi
p′i

(4)

onde P e P ′ são as distribuições e k o número de estados do sistema
f́ısico considerado. É importante destacar que, para aplicar a equação 4, o
alfabeto das distribuições deve ser o mesmo.

A entropia relativa isoladamente não deve ser considerada como uma
medida de distância métrica, uma vez que não atende à propriedade da
desigualdade triangular. Então,

DKL(p, p′) 6= DKL(p′, p) (5)
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Desta forma, em Jeffreys (1939) foi proposta uma versão simétrica para
entropia relativa:

D(p, p′) = DKL(p, p′) + DKL(p′, p) (6)

Borland et al. (1998) propuseram a generalização da entropia relativa
para sistemas não-extensivos, adicionando o parâmetro entrópico q à com-
paração estat́ıstica entre duas distribuições, conforme a Equação 7:

DKLq (p, p′) =

k∑
i=1

pqi
1− q

· (p1−q
i − p

′1−q
i ) (7)

A vantagem da utilização da divergência de Kullback-Leibler estendida
é a adição do parâmetro q como um ajuste fino na equação. Desta forma,
podemos obter um q que maximiza os resultados.

4. Metodologia

Neste trabalho, propomos a classificação dos frames como: tomadas de
câmera principal (classe 1) e tomadas de câmera secundária (classe 2) (ver
Figura 4). Então, pode-se considerar este sistema como um classificador
binário.

De maneira genérica, há duas maneiras de solucionar este tipo de pro-
blema. A primeira delas é através da análise direta da imagem, utilizando
técnicas de reconhecimento de objetos inseridos na cena. Este processo re-
quer geralmente o uso de algoritmos computacionalmente pesados, muitas
vezes inviáveis para processamento em tempo real, uma vez que deman-
dam heuŕısticas com alto ńıvel de abstração. A segunda maneira utiliza
descritores estat́ısticos para extrair informações relacionadas à quantidade
de informação.

A maneira mais tradicional para se medir a quantidade de informação
em uma distribuição é através da entropia clássica de Shannon. Porém, o
surgimento da entropia não-extensiva de Tsallis permitiu a inclusão de um
novo parâmetro que possibilitou o uso da entropia para sistemas onde a
teoria clássica não era válida. Um exemplo é o trabalho de Rodrigues &
Giraldi (2009) onde foi proposto um método de segmentação de imagens
com cálculo automático do parâmetro q. Os resultados mostraram que esta
é uma técnica promissora para o tratamento de imagens naturais.

Com isto em mente, propõe-se o fluxograma da Figura 3 para a classi-
ficação dos frames utilizando a teoria da informação.

A parte esquerda da Figura 3 refere-se à base de dados utilizada neste
trabalho. Esta base é composta por 3 v́ıdeos de aproximadamente meia
hora cada um, com um total de 45.000 quadros, obtidos através de gravação
de uma partida de futebol televisionada. A Figura 4 mostra alguns quadros
caracteŕısticos da base.
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3.1: Fluxograma da Fase Supervisi-
onada da Metodologia. a) Entrada
de um v́ıdeo de futebol. b) Su-
pervisão manual de cada frame do
v́ıdeo. c) Extração do histograma
hsv-162 de todos os frames do v́ı-
deos. d) Média dos histogramas dos
frames classificados como câmera 1.
e) Fase Classificadora.

3.2: Fluxograma da Fase Classifica-
dora de Frames da Metodologia. a)
Extração do histograma HSV-162
do frame atual. b) Cálculo da di-
vergência de Kullback-Leiber entre
o histograma do frame atual e da
média dos histogramas classificados
como câmera 1. c) Traça a curva
ROC, se todas as divergências fo-
ram calculadas. d) Calcula o me-
lhor limiar da curva ROC

Figura 3. Fluxogramas da parte supervisionada e da parte classificadora
do sistema.

Com o objetivo de estudar as caracteŕısticas mais discriminantes entre
as classes, os v́ıdeos foram supervisionados e cada frame foi manualmente
classificado como câmera 1 ou câmera 2. Este processo corresponde à parte
direita da Figura 3.
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Figura 4. Exemplo de alguns quadros da base. Os quadros 2, 3, 4, 6 e 8
são considerados câmera 1, e os demais não câmera 1.

Durante a classificação, percebeu-se que os frames que foram classifica-
dos como tomada principal (classe 1) continham alta concentração da cor
verde, porém, em diferentes ńıveis de intensidade.

Tendo isto em vista, propôs-se o uso do histograma HSV como carac-
teŕıstica discriminante entre ambas as classes, uma vez que diversos tons
de verde são representados em um intervalo cont́ınuo e reduzido neste tipo
de histograma.

Conforme o trabalho de Bimbo (1999), a representação de cores do
sistema HSV baseia-se na percepção humana. Neste modelo, propomos
a discretização das cores HSV da seguinte forma. O componente H é
discretizado em 18 valores de mantissa, o componente S em 3 valores de
saturação e, finalmente, o componente V em 3 valores de intensidade. Esta
discretização gera um histograma de 162 posições posśıveis. Para efeitos
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Figura 5. Histograma HSV médio para ambas as classes, c1 e c2

de comparação, foram calculados os histogramas médios das classes 1 e 2.
Estes histogramas são calculados a partir da Equação 8.

Histm =
1

|C1|
∑
i∈C1

Hist(i) (8)

Onde C1 é o conjunto de frames que correspondem às tomadas da câmera
principal, |C1| é o número de elementos de C1 e Hist(i) é a função para o
cálculo do histograma do frame i. Os histogramas médios são mostrados na
Figura 5. A extração dos histogramas HSV-162 corresponde ao processo c
da Figura 3.1.

Em seguida, o processo d esta relacionado ao cálculo da média dos his-
togramas HSV-162 dos frames supervisionados como câmera 1. A Figura
5 mostra o histograma médio dos frames supervisionados como câmera 1.
Por motivos de comparação, o histograma médio dos frames classificados
como câmera 2 são exibidos também na Figura 5. Note que as médias
das classes são diferentes, indicando que a cor pode ser uma caracteŕıs-
tica discriminante. Desta forma, considerou-se a média da classe 1 como a
distribuição padrão.

O processo e da Figura 3.1 equivale a Fase Classificadora representada
pela Figura 3.2. Nesta fase de classificação dos frames, utilizou-se a di-
vergência de Kullback-Leibler estendida para medir o quanto o histograma
de cada frame diferencia do histograma padrão (processos a e b da Figura
3.2).

Um experimento foi realizado comparando, através da divergência de
Kullback-Leibler estendida, todos os frames da classe 1 e da classe 2 com
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a média da classe 1. Esta medida de distância servirá como base para
classificar os frames. Se a distância for abaixo de um valor t, o frame
será classificado como câmera 1, caso contrário como câmera 2. Uma das
contribuições deste trabalho é um método automático para o cálculo deste
limiar t, representados pelos processos c e d da Figura 3.2. Este método é
explicado com maiores detalhes na Seção 5.

5. Resultados Experimentais

Para o modelo proposto neste artigo, há dois parâmetros que devem ser
ajustados com o objetivo de maximizar os resultados. O primeiro é o
limiar t das distâncias entre as distribuições para separar as classes. O
segundo está diretamente relacionado à função de distância (Divergência
de Kullback-Leibler estendida) e é conhecido como parâmetro entrópico q.

É proposto o uso da curva ROC para medir a qualidade da classifi-
cação. Desta forma, variando os parâmetros t e q, é posśıvel observar o
desempenho do classificador. De acordo com Fawcett (2006), a curva ROC
é uma técnica que relaciona a quantidade de falsos positivos e verdadei-
ros positivos. Esta curva é gerada a partir de um parâmetro t que varia
sobre uma distribuição, separando-a em dois grupos. Quanto mais separá-
veis forem as classes (menor sobreposição de elementos das classes), maior
será a área sob a curva ROC (Az). Portanto, ajustando os parâmetros do
classificador, pode-se maximizar a área sob a curva ROC (Az).

Para este experimento, definiu-se que TP (True Positive) são os fra-
mes que foram supervisionados como pertencentes à classe 1 e corretamente
classificados pelo sistema como pertencentes à esta classe; FP (False Posi-
tive) são os frames que foram supervisionados como pertencentes à classe
2 e classificados de forma incorreta como pertencentes à classe 1.

Em relação ao tempo computacional, este experimento é da ordem de
O(h×w×n), onde h é a altura do frame, w é a largura e n é quantidade de
frames analisados. A divergência de Kullback-Leibler é utilizada para fazer
a comparação dos histogramas par-a-par em tempo O(l), onde l = 162 é o
número de entradas do histograma, ou seja, não é afetado pela quantidade
de frames. A geração dos histogramas é feita em tempo O(h×w×n), uma
vez que é necessário a passagem por todos os pixels de todas as imagens.
Como a comparação de todos os frames com a média da classe é da ordem
O(n), a complexidade do algoritmo é limitada superiormente por O(h ×
w × n).

Os resultados da classificação são apresentados Figura 6. Nesta dis-
tribuição, cada ponto representa a distância de Kullback-Leibler do histo-
grama HSV do frame para o histograma HSV médio da classe 1. A linha
tracejada separa a distribuição de duas formas: o lado esquerdo representa
os frames que foram supervisionados como pertencentes à classe 1 e, do
lado direito, os que pertencem à classe 2. Desta forma, nota-se que a mai-
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oria das distâncias do lado esquerdo são baixas (próximas ao padrão) e, as
distâncias do lado direito são altas (fora do padrão). A linha cont́ınua re-
presenta o limiar que melhor separa ambas as classes (topt). Os pontos que
estão do lado esquerdo devem estar abaixo da linha horizontal cont́ınua. E
os pontos que estão do lado direito devem estar acima da linha horizontal.
Quando isto não ocorre, há uma classificação como Falso Negativo e Falso
Positivo, respectivamente. A Figura 7 representa a melhor curva ROC ge-
rada nos experimentos. A Figura 8 mostra as áreas das curvas ROC para
diferentes valores de q. Pode-se notar que a maior área, Az = 0, 974, está
relacionada ao q = 0, 5.

Na Figura 7, o asterisco representa a melhor relação entre FPR e TPR,
ou seja, a melhor classificação das classes. O valor de t é o parâmetro
variante para obtenção desta curva, variando de 0 ao máximo da distri-
buição. Com isto, o valor de topt (que melhor classifica os dois grupos) é
topt = 0, 44. Na Figura 6, a linha cont́ınua representa topt. Os resultados
indicam que o histograma HSV é uma caracteŕıstica que pode classificar
com precisão de até 97% dos frames (de acordo com a curva ROC ).

6. Discussão

Os resultados obtidos na Seção 5 mostram que o classificador teve um de-
sempenho de 97% dos frames supervisionados com q = 0, 5. Este resultado
sugere que o sistema em estudo se comporta de maneira não-extensiva.

Porém, mesmo utilizando a teoria da informação não-extensiva, os re-
sultados não foram totalmente corretos. Por este motivo, decidiu-se ana-
lisar quais frames tiveram as piores classificações. A Figura 9 mostra um
frame supervisionado como câmera 1 e classificado como não câmera 1.
Uma justificativa para este resultado pode ser dada pela concentração da
cor verde no campo. Na Figura 9, nota-se que a câmera 1 está ampli-
ada em uma determinada parte do campo. Isto pode ter feito com que a
distribuição de verde diminúısse, uma vez que as faixas de grama estão am-
pliadas, causando uma diferença maior entre o histograma HSV do frame
e o histograma HSV padrão.

Com relação ao pior falso positivo, a Figura 10 ilustra o frame em ques-
tão. Esta figura trata-se de uma transição entre cenas. As transições são
criadas considerando informações tanto da cena anterior quanto da pró-
xima cena. Isto significa que o histograma HSV de um frame de transição
próximo a um frame de câmera 1 é semelhante ao histograma HSV médio
da classe 1, justificando o resultado obtido.

Os erros de classificação obtidos são justificados pela própria composi-
ção histogrâmica dos frames. Os resultados mostraram que esta caracteŕıs-
tica não é suficiente para classificar corretamente os frames como câmera
1. Isto significa que, para se alcançar 100% de acerto, deve-se eleger uma
nova caracteŕıstica discriminante.
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Figura 6. Distâncias entre os histogramas dos frames e o histograma
médio da classe 1.
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Figura 7. Curva ROC para qopt.

Figura 8. Áreas abaixo da curva ROC para diferentes valores de q.
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Figura 9. Pior Falso Negativo.

Além disto, pode-se notar que a variação do valor do parâmetro en-
trópico q não alterou os resultados de forma significativa (menor que 4%),

Figura 10. Pior Falso Positivo.
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como pode ser observado na Figura 8. Os mesmos testes foram efetuados
para diferentes discretizações do histograma HSV. Os resultados ficaram
próximos aos apresentados neste artigo.

7. Conclusão

Neste artigo propôs-se um método para classificação da tomada de câmeras
em jogos de futebol através da divergência de Kullback-Leibler estendida.
Foram analisados uma hora e meia de v́ıdeo em cores num total de 45.000
frames de três v́ıdeos diferentes. Os tipos de tomadas classificadas foram
câmera 1 (câmera principal) e não câmera 1. A classificação como câmera
1 é fundamental para outras finalidades posteriores, tal como a detecção
de placas de propagandas, demandada por emissoras de TV.

A metodologia proposta usa o histograma HSV-162 para reduzir o
espaço de busca com 18 valores de mantissa, 3 de saturação e 3 de Intensi-
dade. Os experimentos mostram que a maior predominância da mantissa
é na faixa da cor verde, o que está de acordo com o valor de mantissa
predominante nos frames que representam a câmera 1, e também é a ca-
racteŕıstica predominante na classificação, levando a 97% da área máxima
posśıvel da curva ROC, o que representa uma perda pouco significativa
em relação ao total. Este resultado também reforça os dados apresentados
em trabalhos prévios da literatura que não usam entropia não-extensiva
(Halin et al., 2009), mas indicam também que a mantissa verde é a mais
discriminante.

No uso da divergência de Kulback-Leibler estendida, o valor de q foi
variado para uma faixa de 0 a 2, e mostrou influência pouco significante
no cálculo automático do limiar de separação entre as classes, indicando
que a escolha deste valor não é uma tarefa cŕıtica do processo proposto, no
entanto, verificando que a variação do valor ótimo de q encontra-se abaixo
de 1,0. Assim, pela literatura da entropia não-extensiva sugere-se que o
sistema estudado aqui pode ser não-extensivo. Uma consequência imediata
desta conclusão é que o sistema f́ısico estudado pode então ser melhor
avaliado caso sejam consideradas interações de longo alcance espaciais e
temporais entre os seus estados. A câmera 1, uma vez encontrada, pode
ser subdividida em sub-classes, onde finalmente podem ser feitas análises
mais precisas para detecção de objetos e pessoas em cenas.

As conclusões tomadas aqui podem ser estendidas, como trabalhos fu-
turos para outros tipos de eventos televisivos que envolvem análise de v́ıdeo,
tais como: detecção de movimento e análise de cena para indexação, outros
tipos de eventos como vôlei, basquete e corridas automobiĺısticas.
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Univertità Degli Studi di Ancona, Itália (1999). Durante os anos de 2003 a 2006
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Há cerca de 15 anos, suas principais áreas de interesse têm sido visão compu-
tacional, processamento de imagens, realidade aumentada e reconhecimento de
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trado em Engenharia Elétrica ministrando as disciplinas de visão computacional
e geometria computacional.



Capítulo 12

EVEREVIS: Sistema de Navegação em Vídeos

Bruno do Nascimento Teixeira∗, Júlia Epischina Engrácia de Oliveira,
Tiago de Oliveira Cunha, Fillipe Dias Moreira de Souza, Lucas Gonçalves,

Christiane Okamoto Mendoça, Vinícius de Oliveira Silva,
Arnaldo de Albuquerque Araújo

Resumo: Este caṕıtulo relata um sistema desenvolvido para a na-
vegação de v́ıdeo baseado na análise multimodal. A abordagem
multimodal proposta realiza a transcrição de áudio para categori-
zação de cenas (esportes, clima, poĺıtica e economia) combinando
informações de áudio e de v́ıdeo. Suas principais caracteŕısticas in-
cluem resumos estáticos e dinâmicos, segmentação usando detecção
de face, classificação em cenas internas e externas e transcrição de
áudio para a busca de palavras-chave do tema. Palavras-chave são
selecionadas para representar os v́ıdeos. Uma série de experimentos
foram conduzidos para avaliar a eficácia da categorização usando as
informações de transcrição de áudio.

Palavras-chave: Processamento de imagens, Analise multimodal,
Classificação e Sumarização.

Abstract: This chapter reports a system developed for video brow-
sing based on multimodal analysis. The proposed multimodal ap-
proach performs audio transcription for shot categorization (sports,
weather, politics and economy) combining audio and visual infor-
mation for theme categorization. Its main features include static
and dynamic summaries, segmentation using face detection, clas-
sification into indoor and outdoor scenes based on Support Vector
Machine (SVM) and audio transcription for theme keyword search.
Keywords are selected to represent the subjects, followed by a simple
text search. A set of experiments was conducted for evaluating the
effectiveness of the shot subject categorization using audio trans-
cription information.
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1. Introdução

O crescimento da demanda por informações visuais de v́ıdeos leva à necessi-
dade de se criar formas adequadas de representação, modelagem, indexação
e recuperação de dados multimı́dias. A localização de um segmento de in-
teresse em uma grande coleção de arquivos de v́ıdeo é ineficiente quanto
ao consumo de tempo, uma vez que é necessário assistir cada segmento de
v́ıdeo a partir do ińıcio e usar os recursos de avanço e recuo para selecionar
o segmento desejado. A segmentação automática de v́ıdeo oferece uma so-
lução eficiente e é o primeiro passo crucial em direção a uma representação
concisa e abrangente do v́ıdeo baseada em conteúdo.

No que diz respeito à visualização dos resultados do processamento
de v́ıdeo, um desafio é fornecer uma ferramenta efetiva e eficiente para o
tratamento e exibição dos dados gerados pelos algoritmos dispońıveis, pois
esta ferramenta deve oferecer um alto grau de interatividade, permitindo
que os usuário limitem-se aos seus interesses e descartem o que não for
relevante.

Este trabalho apresenta um sistema interativo de análise de v́ıdeo ba-
seado no conteúdo e que contém algoritmos espećıficos capazes de facilitar
a navegação no v́ıdeo de not́ıcias. Especificamente, estes algoritmos de
processamento de v́ıdeo visam auxiliar a navegação entre cenas internas e
externas no v́ıdeo, fornecer uma sumarização estática e dinâmica do v́ıdeo,
navegar no v́ıdeo através da detecção de faces, e reconhecer eventos espe-
ćıficos nos v́ıdeos. Além disto, esta plataforma executa uma abordagem
multimodal, através do fornecimento da transcrição do áudio para a cate-
gorização de tomadas (esportes, tempo, poĺıtica e economia), combinando
informações visuais e auditivas para esta categorização.

Alguns trabalhos lidam com o problema de tornar mais fácil a interação
entre os usuários e o acesso ao conteúdo de um v́ıdeo. Por exemplo, Forlines
(2008) descreve um protótipo de sistema para exibição de v́ıdeo que leva
em conta o conteúdo do v́ıdeo. O protótipo proposto renderiza os quadros
de um v́ıdeo em várias regiões da tela, de acordo com a estrutura de seus
conteúdos. Esta abordagem permite manter a continuidade da estória, ao
passo que melhora o processo de visualização do v́ıdeo.

Com respeito à busca de v́ıdeos, Su et al. (2010) apresentam um mé-
todo para busca de v́ıdeos por conteúdo que utiliza indexação baseada em
padrões e técnicas de combinação. O problema da alta dimensionalidade
dos vetores de caracteŕısticas é resolvido com a indexação baseada em pa-
drões, que também se mostra um método eficiente para encontrar os v́ıdeos
desejados entre uma quantidade grande de dados variados.

O problema de indexação e recuperação eficientes em base de dados
de v́ıdeos é abordado por Morand et al. (2010). Em seu trabalho, um
método para recuperação de objetos escaláveis em v́ıdeos de alta resolução
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é proposto, com a utilização de descritores do v́ıdeo obtidos através de
distribuições estat́ısticas de coeficientes da transformada wavelet.

Motivado pela função de uma tabela de conteúdo em livro, Rui et al.
(1998) propôs uma técnica de construção da tabela de conteúdo em v́ıdeos
baseada em clusterização não supervisionada, facilitando o acesso ao v́ıdeo.
O método proposto é dividido em quatro módulos: detecção de cortes
e quadros chaves, extração de caracteŕısticas, agrupamento adaptativo e
construção da estrutura de cenas. Diferente da TV convencional, a TV
interativa permite ao usuário navegar para frente ou para trás no tempo.

Em Kim et al. (2006) são propostas formas de navegação baseadas na
indexação de episódios (EIT - Episodic Indexing Theory). Para validação
dos métodos e teste de sua eficiência na navegação temporal, foi usado
simulador de TV interativa. Na indexação de cenas, pode-se usar faces,
sons, cores e movimentos, como na interface web de busca de v́ıdeos do
projeto Open Video Project (Geisler et al., 2002), facilitando o acesso a
trechos do v́ıdeo.

Mais recentemente, Bouaziz et al. (2010) investigam a localização de
texto nos v́ıdeos para contribuir nesta área de indexação dos conteúdos dos
v́ıdeos. E mudando um pouco o contexto em que os sistemas de recuperação
de v́ıdeos vêm sendo desenvolvidos, Kim et al. (2011) propõem um sistema
de navegação em v́ıdeos musicais, de forma que os usuários busquem v́ıdeos
através de temas ou emoções, como por exemplo, a busca por um v́ıdeo
musical calmo de natureza.

As próximas seções apresentam, respectivamente, a metodologia utili-
zada para o desenvolvimento dos algoritmos integrados ao sistema intera-
tivo de análise do v́ıdeo baseado em conteúdo, o resultado do sistema e
considerações finais.

2. Sumarização de Vídeos

Um resumo de v́ıdeo compreende a śıntese do conteúdo do v́ıdeo, pre-
servando suas sequências mais importantes ou mais representativas, for-
necendo uma versão concisa da mensagem do v́ıdeo original. Resumos de
v́ıdeo podem ser classificados em duas categorias: estáticos (uma sequência
de quadros-chave) ou dinâmicos (uma sequência de segmentos de v́ıdeo).
Em geral, este último é considerado mais atrativo por incorporar elemen-
tos de movimentação e áudio. Com um resumo em mãos, o usuário pode
tomar decisões sobre a relevância do v́ıdeo para tarefa desejada sem ter
que vê-lo inteiramente, economizando tempo e esforço.

Neste trabalho, para a sumarização estática do v́ıdeo foi utilizado o mé-
todo proposto em de Avila et al. (2008). Este método foi concebido para
ser simples e eficiente. Histogramas de cor e perfis de linha são utilizados
para representar as imagens do v́ıdeo. Após a extração das caracteŕıs-
ticas visuais, as imagens são agrupadas pelo algoritmo k-means. Então,
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um quadro-chave de cada grupo é identificado, e por fim as imagens são
dispostas em ordem cronológica, produzindo o resumo estático do v́ıdeo.

2.1 Sumarização dinâmica
Um método que tem como objetivo de tirar proveito de caracteŕısticas de
baixo ńıvel e de alto ńıvel foi desenvolvido para a sumarização dinâmica, o
qual é baseado em caracteŕısticas espaciais e espaço-temporais representa-
das por uma abordagem de histogramas de palavras visuais (Bags of Visual
Features) (BoVF). BoVF é um tipo de representação inspirada no saco das
palavras, uma abordagem comumente usada na recuperação de informação
para representar coleções de texto (de Campos et al., 2011). No entanto,
em vez de palavras, BoVF usa caracteŕısticas visuais, onde cada caracte-
ŕıstica visual é representa por uma região de interesse na imagem, gerada a
partir de descritores extráıdos dos segmentos. BoVF tenta reduzir a dife-
rença semântica entre caracteŕısticas de baixo ńıvel e o conteúdo visual do
v́ıdeo, e tem sido utilizado na literatura em vários cenários de detecção de
padrões e classificação, alcançando bons resultados devido a sua robustez a
uma série de transformações na imagem e oclusão. No entanto, de acordo
com a literatura pesquisada, esta técnica não foi empregada na área de
sumarização automática de v́ıdeo.

Além de representar os segmentos utilizando caracteŕıstica de alto ńıvel
geradas a partir de caracteŕısticas de baixo ńıvel, o método proposto tam-
bém emprega uma estratégia inspirada em aprendizado multivisão (multi-
view learning). O aprendizado multivisão utiliza diferentes representações
(chamadas de visões) extráıdas de um mesmo objeto (segmento) e aprende
a partir deles independentemente (Muslea et al., 2002). Neste trabalho,
são utilizadas três visões, representadas pelos descritores SIFT, Hue-SIFT
e STIP. Cada descritor é utilizado para gerar um BoVF e o processo de
aprendizado corresponde a encontrar os segmentos mais similares (repre-
sentados por BoVFs gerados a partir dos descritores) utilizando um algo-
ritmo de agrupamento para cada visão separadamente.

Após agrupar os segmentos, o mais representativo de cada grupo é
extráıdo, e o resumo é gerado modelando a tarefa de sumarização com um
problema de otimização. Isto é feito com o objetivo de que os resumos
tenham uma duração máxima pré-definida. No entanto, esta restrição de
tempo tem que ser obedecida enquanto preservam-se os segmentos de v́ıdeo
mais importantes. A importância de um segmento é medida de acordo com
as suposições que dizem que quanto maior o movimento no segmento, maior
é a informação contida (Pan et al., 2007; Laganière et al., 2008). Assim, a
geração do resumo final é modelada como o problema da mochila, com a
duração do resumo sendo equivalente ao peso da mochila e a quantidade
de movimento ao benef́ıcio de um item. Finalmente, depois dos resumos
de cada visão (descritor) terem sido criados, eles são unidos para formar
um sumário único e final, usando a mesma abordagem descrita acima. A
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Figura 1 apresenta o esquema geral do método proposto para sumarização
dinâmica de v́ıdeos.

Figura 1. Arquitetura do método proposto.

Para a segmentação dos v́ıdeos é utilizado o método proposto em Pan
et al. (2007), por possuir baixo custo computacional e bons resultados em
termos de detecção de tomadas, já que o método beneficia-se do uso de
histogramas locais de cor e vetores de movimento.

2.1.1 Descrição e caracterização dos segmentos
No método proposto, as unidades básicas do v́ıdeo são descritas por dois
descritores espaciais e um descritor espaço-temporal. Estes descritores de-
tectam e descrevem pontos de interesse, que são pontos espećıficos (ou
regiões) em uma imagem ou v́ıdeo que apresentam significante variação de
intensidade em mais de uma direção. Além disto, são amplamente utiliza-
dos em visão computacional para tarefas de rastreamento, comparação e
reconhecimento (Yan & Pollefeys, 2004; Laganière et al., 2008).
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Para representar os segmentos previamente definidos, foi utilizada a
abordagem de BoVF. BoVF (Csurka et al., 2004) é uma representação ro-
busta para imagens, onde cada imagem é vista como um conjunto de regiões
ou pontos e apenas as informações visuais são levadas em consideração sem
ser necessária a informação sobre a localização do ponto na imagem. Estes
pontos são chamados de palavras visuais.

O método BoVF é executado em algumas etapas. Primeiro, um método
para detectar e descrever os pontos da imagem é aplicado. Os descritores
extráıdos da imagem precisam ser invariantes a mudanças que são irrelevan-
tes para a tarefa de categorização (transformações de imagem, variações de
iluminação e oclusões), mas ricos o suficiente para discriminar categorias.
Os segmentos de v́ıdeo são descritos usando os descritores STIP (Laptev,
2005), SIFT (Lowe, 2004) e Hue-SIFT (van de Sande et al., 2010a), que
têm as caracteŕısticas mencionadas anteriormente.

Em uma segunda etapa, um vocabulário é definido. Esta definição
é baseada na escolha de um conjunto de pontos interessantes (palavras
visuais), que é feita aleatoriamente a partir de todos os pontos dispońıveis.

O terceiro passo é associar cada descritor para um visual da palavra
no vocabulário. Esta associação é feita através do cálculo da distância
Euclidiana entre os pontos da imagem e do vocabulário. O mais próximo
visual da palavra no vocabulário a um ponto de imagem é armazenado de
forma a gerar um histograma de ocorrência de palavras visual.

BoVF fornece uma representação mais informativa em termos de carac-
teŕısticas de baixo ńıvel, e é esperado que as caracteŕısticas que compõem os
histogramas sejam realmente padrões representativos capazes de descrever
o conteúdo da imagem.

2.2 Eliminação de redundância
Para a remoção de redundância entre os segmentos do v́ıdeo é aplicado um
algoritmo de agrupamento. A idéia é que após o processo de agrupamento,
os histogramas de palavras visuais que representam segmentos semelhantes
façam parte dos mesmos grupos, e que de cada grupo seja escolhido somente
um único segmento como representante.

Para a escolha do segmento mais representativo por grupo, é calculada
a proximidade dos histogramas pertencentes a um grupo em relação ao seu
centróide, e como resultado o histograma de maior proximidade é escolhido
como o representante do grupo. Para o cálculo da proximidade foi utilizada
a distância Euclidiana. Na Figura 2 é visto o processo de agrupamento e
escolha do segmento mais representativo por grupo.

3. Seleção dos Segmentos mais Informativos

De maneira a gerar o sumário dinâmico, é necessário fazer uma seleção
dos segmentos mais significativos. Parte-se da suposição de que quanto
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Figura 2. Processo de agrupamento.

maior o ńıvel de atividade no segmento, maior é a quantidade de infor-
mação fornecida. Neste trabalho, assim como nos trabalhos de Pan et al.
(2007), Laganière et al. (2008) e Putpuek et al. (2008), utiliza-se medidas
de movimentação para o cálculo do ńıvel de atividade, em que a média das
magnitudes dos vetores de movimentação entre os quadros de um segmento
é utilizada como medida de informação.

Para garantir que todos os resumos estejam de acordo com um tama-
nho máximo predefinido, o problema foi modelado como o amplamente
conhecido problema da mochila binária (Cormen et al., 2001). Dados um
conjunto de n objetos e uma mochila com:

• cj = benef́ıcio do objeto j.

• wj = peso do objeto j.

• b = capacidade da mochila.

Deseja-se determinar quais objetos devem ser colocados na mochila
para maximizar o benef́ıcio total de tal forma que o peso da mochila não
ultrapasse sua capacidade. Formalmente, o objetivo é:
maximizar z =

∑n
j=1 cjsj

Sujeita a
∑n

j=1 wjsj ≤ b

sj ∈ {0, 1}

Os resumos serão formados pela união dos segmentos que possuem o
maior valor de movimentação de maneira que esta união ainda esteja de
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acordo com o tamanho máximo preestabelecido para o resumo. Assim, foi
definido que o número de quadros do resumo seria correspondente ao peso
da mochila e o valor de movimentação correspondente ao benef́ıcio. Com
a resolução do problema da mochila obtêm-se os segmentos que unidos
obedecem a um limite de tempo predefinido, ao mesmo tempo em que
possuem o valor máximo de movimentação. Para a resolução do problema
da mochila foi utilizado o algoritmo baseado em programação dinâmica.

4. Classificação em Cenas Internas e Externas

Uma caracteŕıstica da aplicação é o reconhecimento automático de cenas
interiores e exteriores em v́ıdeos de not́ıcias. O objetivo desta tarefa é
a de facilitar a busca pelo conteúdo de interesse nas bases de dados de
v́ıdeo volumosos. Separar cenas internas de cenas de cenas externas pode
ser visto como uma etapa de pré-processamento de um sistema de busca
baseado em hierarquia. Para ilustrar, podemos assumir que é mais fácil
encontrar clips de destaques dos jogos da Copa do Mundo de Futebol, se
considerar apenas a pesquisa no conjunto de cenas externas do que quando
utilizando o conjunto de dados inteiro. Ou seja, basta trabalhar com apenas
com um subconjunto dos dados dispońıveis.

Como cenas externas são separadas, um conjunto de imagens estáticas
que representam estas cenas do v́ıdeo de not́ıcias é exibida em uma guia
independente do sistema. Este guia se destina a fornecer aos usuários
um meio alternativo para facilmente procurar o conteúdo de interesse. O
usuário seria capaz de verificar visualmente se algum tema de interesse está
presente neste v́ıdeo particular.

4.1 Descritores
Cenas internas podem ser definidas como cenas em que o âncora lê a no-
t́ıcia dentro do estúdio, enquanto as cenas externas são aqueles onde as
entrevistas e as apresentações são realizadas em um ambiente externo. Na-
turalmente, a cor parece ser uma caracteŕıstica bem a divergir interior de
ambientes externos, embora a descrição forma ainda desempenhe o seu pa-
pel. Por esta razão, recomenda-se utilizar uma representação baseada em
cor, forma de caracterizar as cenas de v́ıdeo. van de Sande et al. (2010b)
propuseram descritores baseados em cores, que têmum desempenho muito
bom para categorização de objetos e cenas, sendo um deles o HueSIFT. Hu-
eSIFT é uma combinação do detector de caracteŕısticas locais SIFT (para
imagens estáticas) com histogramas matiz. Neste caso, a vizinhança de
cada caracteŕıstica local é descrito em termos de matiz (a partir do es-
paço de cores HSI) e seu histograma é concatenado com histogramas de
gradientes orientados (descrição da forma).
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4.2 Representação bag-of-visual-words
Dado um clip de v́ıdeo, uma representação de alto ńıvel para o conjunto de
caracteŕısticas locais podem ser fornecidos pela abordagem bag-of-feature.
Nesta abordagem, visual codebook é constrúıdo usando um algoritmo de
agrupamento como o k-means (MacQueen, 1967), sobre uma amostra do
conjunto de dados de treinamento. Caracteŕısticas locais de uma imagem
são atribúıdos à palavra mais próxima visual (pode-se usar como métrica
de distância função de distância Euclidiana). Como resultado, um his-
tograma de palavras visual é constrúıdo para representar o conjunto de
caracteŕısticas locais descrevendo o conteúdo da imagem.

Foi usado aprendizado supervisionado com Support Vector Machines
(SVM) Vapnik (1995) para classificar os v́ıdeos. Uma vez que é um pro-
blema binário, é recomendado usar kernels lineares, uma vez que demons-
traram bons resultados em problemas envolvendo apenas 2 classes como
por exemplo cenas internas e externas.

Na validação do método de classificação, pode-se testar o desempenho
através de uma abordagem de validação cruzada. Neste esquema, uma
amostra de quadros é extráıda de cada cena do v́ıdeo de ambos os tipos. O
conjunto é uniformemente dividido em cinco grupos de tal forma que cada
grupo é ponderado em termos da classe considerada. Desta forma, cada
conjunto é testado com a união dos grupos restantes, isto é, se fold0 é o
conjunto de teste, então o conjunto de treinamento é a concatenação de
fold1, fold2, fold3 e fold4. Todos os quadros são rotulados e correspondem
a entrada para treinar os classificadores. Para cada quadro dos conjuntos
é atribúıdo um rótulo (interna ou externa) e um esquema de votação por
maioria é aplicado, determinando a classe da cena. A Tabela 1 mostra a
avaliação de desempenho em termos de shots.

Tabela 1. Performance da classificação. As colunas #inshot e #outshot
correspondem ao número de cenas indoor e outdoor, respectivamente. As
colunas Inclass e outclass correspondem a classificação dos conjuntos de

shots indoor e outdoor, respectivamente.

fold #inshot #outshot inclass outclass

fold0 46 40 86,96% 92,50%
fold1 46 40 97,83% 92,50%
fold2 46 40 89,13% 87,50%
fold3 46 40 91,30% 90,00%
fold4 45 40 73,33% 90,00%

A perfomace geral é mostrada na tabela de matriz de confusão (Tabela
2), o que demonstra que o método empregado é poderoso para o contexto
de aplicação pretendida.
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Tabela 2. Matriz de confusão.

outdoor indoor

outdoor 90,00% 10,00%
indoor 11,11% 88,89%

5. Detecção de Faces

Os algoritmos para a detecção de faces possuem como tarefa encontrar os
locais e tamanhos de um número conhecido de rostos quase que frequente-
mente na posição frontal.

O algoritmo deste trabalho utiliza o método de Viola & Jones (2001),
que é implementado na biblioteca OpenCV (Open Source Computer Vi-
sion1) (Bradsky & Kaehler, 2008). Este método de detecção de objetos
em imagens é baseado em quatro conceitos: caracteŕısticas simples e re-
tangulares chamadas Haar features, uma imagem integral para rápida de-
tecção de caracteŕısticas, o método Adaboost (Freund & Schapire, 1995)
de aprendizado de máquina, e um classificador em cascata para combinar
eficientemente as caracteŕısticas.

Uma pequena janela é verificada através de toda a imagem e um clas-
sificador é aplicado a cada janela, retornando ou não uma face em cada
localidade, e isto é repetido em múltiplas escalas. O método Viola-Jones
combina classificadores fracos como se fossem uma cadeia de filtros, o que
é especialmente eficiente para a classificação de regiões em uma imagem.

6. Transcrição de Áudio

Para categorizar as cenas, a transcrição de áudio gera uma descrição de
cada cena segmentada que representa os assuntos apresentados em v́ıdeo
(fala). Em v́ıdeos de not́ıcias, é muito comum que informações de áudio
descreve a informação visual. Esta observação sugere para converter áu-
dio em informações de texto usando Julius (Open-Source Large Vocabulary
CSR Engine Julius) (Kawahara et al., 2000), motor de reconhecimento de
voz para transcrição de áudio que usa modelos de gramática e acústico. Um
conjunto de cinco palavras-chave é definido para representar quatro temas:
esportes, poĺıtica, economia e tempo. A taxa de segmentos classificados
é de aproximadamente 5%. Com um v́ıdeo com 300 segmentos usando
caracteŕısticas visuais, apenas 15 serão classificados, e 9 segmentos foram
classificados corretamente. O tempo de processamento é de aproximada-
mente 5 horas para todos os algoritmos. A Figura 3 mostra o prinćıpio
de funcionamento do reconhecimento de fala baseado na interface entre
modelos acústicos e de linguagem. Modelos ocultos de Markov (Hidden

1 Dispońıvel em: http://opencv.org/
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Markov Model – HMM), base dos modelos acústicos, podem ser usados em
aplicações de reconhecimento de padrões.

Figura 3. Plataforma LVCSR.

O reconhecimento de fala realiza uma pesquisa de dois passos (para
frente e para trás) usando modelos 2-gram e 3-gram. Modelos n-gram
são modelos probabiĺısticos para a previsão do próximo termo em uma
sequência. Alguns modelos de linguagem constrúıdo a partir de n-grams
são modelos de Markov de ordem (n−1). Um n-gram é a sequência cont́ınua
de n termos para uma da sequência de texto ou fala. A primeira passagem
gera uma“́ındice de palavras”que consiste em um conjunto nós de palavras-
finais por quadro, com suas pontuações. Ele será usado eficientemente
para procurar palavras candidatas no segundo passo. A segunda passagem
realiza outra pontuação Viterbi permitindo superar a perda de precisão
por aproximações. No segundo passo, modelo de linguagem e dependência
de contexto é aplicado para re-pontuação. A busca é realizada no sentido
inverso, e precisa ser dependente da sentença.

Na fala espontânea, como palestras e reuniões, o segmento de entrada
é incerto e longo. Decodificações sucessivas são realizadas usando pausa de
curta-segmentação, que consiste em automaticamente dividir a entrada e
usar o reconhecimento por pequenas pausas. Quando uma pequena pausa
é detectada, ela finaliza a pesquisa atual neste ponto e, em seguida, reinicia
o reconhecimento.
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7. Interface

A interface do sistema web de v́ıdeos consiste em três áreas principais:
navegação, exibição e montagem (Figuras 6, 7 e 8). A área de navegação é
o primeiro ponto focal do usuário e apresenta os resultados dos algoritmos.
Cada algoritmo possui uma aba separada e em seu interior, imagens que
representam seus segmentos. Estas imagens são clicáveis para exibição no
player e arrastáveis até a área de montagem.

Figura 4. Interface web com as ferramentas para navegação e visualização
de v́ıdeos de noticiários. A barra de navegação apresenta os algoritmos

usados na segmentação e caracterização das cenas do v́ıdeo.

A área de exibição apresenta um player com comandos simples de repro-
dução e pode ser redimensionado sem alterar a razão de aspecto do v́ıdeo.
Por fim, a área de montagem apresenta uma linha do tempo inicialmente
vazia que pode ser preenchida arrastando-se os segmentos dispońıveis da
área de navegação. Através do botão de exibição, os segmentos são exibi-
dos sequencialmente e sem intervalos. Também, os segmentos podem ser
reordenados facilmente na linha temporal, formando uma nova edição para
o v́ıdeo. A tela home do sistema apresenta o resumo dinâmico dos v́ıdeos,
onde o usuário escolhe o v́ıdeo desejado (Figura 5). Além destas áreas,
há um menu na parte superior da tela no qual o usuário pode se regis-
trar, escolher um v́ıdeo dispońıvel para visualização ou enviar um v́ıdeo
para o processamento dos algoritmos. A interface é uma camada comple-
tamente isolada do módulo de processamento de v́ıdeos. A comunicação
entre ambos ocorre somente por meio de um banco de dados.

8. Considerações Finais

Foi apresentada neste caṕıtulo uma interface visual para melhorar a efe-
tividade do acesso à informação em v́ıdeos. O sistema de navegação na
interface é composto por sumarização estática e dinâmica, detecção de fa-
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Figura 5. Tela home do sistema de navegação em v́ıdeos com os v́ıdeos e
os resumos dinâmicos.

ces, classificação em cenas internas e externas, e transcrição de áudio para
a classificação das cenas em temas.

A sumarização estática utilizou um método simples que forneceu as
imagens mais representativas do v́ıdeo, ao passo que a sumarização dinâ-
mica apresentou um v́ıdeo curto como resumo. Ambos sumários forneceram
rapidamente a informação concisa do v́ıdeo, permitindo ao usuário ter uma
idéia do conteúdo dos v́ıdeos dispońıveis na plataforma sem a necessidade
de assisti-los inteiramente. Outra forma disponibilizada para a navegação
nos v́ıdeos de not́ıcias foi através das faces presentes. A detecção de faces
é um dos passos do modelo computacional para o reconhecimento da face,
cujo objetivo é identificar ou verificar pessoas no v́ıdeo e é um dos traba-
lhos futuros a ser realizado. A classificação em cenas internas e externas
baseada em aprendizagem supervisionada com SVM demonstrou ser uma
ferramenta poderosa para o contexto desta aplicação, ou seja, v́ıdeos de
not́ıcias. O algoritmo utilizou HueSIFT como detector das caracteŕısticas
locais, principalmente devido ao padrão azul observado nas cenas internas.
Um trabalho futuro inclui expandir a caracterização das cenas através de
outros atributos, testando também outros kernels do SVM. Finalmente, a
transcrição de áudio forneceu uma taxa baixa de classificação devido ao
uso de poucas palavras-chave para a descrição do tema e à segmentação
baseada em caracteŕısticas visuais. Esta taxa pode ser aumentada usando
a segmentação semântica de texto e áudio.

Além do aperfeiçoamento dos algoritmos já existentes, algumas direções
de pesquisa são a inclusão de outros tipos de v́ıdeos e a combinação de áudio
e recursos visuais utilizando grafos para a busca v́ıdeo-v́ıdeo.
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(a)

(b)
Figura 6. (a) Navegação por cenas e classificação das cenas em internas (b)

usando o método proposto com kernel linear.
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Fillipe Dias Moreira de Souza é bacharel e mestre em Ciência da Computação
(Universidade Estadual de Santa Cruz, 2009 e UFMG, 2011, respectivamente).
Participou do programa de formação de Analistas de Teste de Software pro-
movido pela Universidade Federal de Pernambuco em parceria com a Motorola
Ltda (2008). Participou do programa de treinamento em projeto de circuitos
integrados digitais, CI-Brasil, promovido pela Universidade Federal do Rio
Grande do Sul em parceria com o governo brasileiro e Cadence Ltda, obtendo
o t́ıtulo de projetista de circuitos integrados digitais (2009). Atualmente é
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Capítulo 13

SLPTEO e SCORC: Abordagens para Segmentação de
Linhas, Palavras e Caracteres em Textos Impressos

Josimeire do Amaral Tavares∗, Igor Santos Peretta,

Gerson Flávio Mendes de Lima, Keiji Yamanaka e Mônica Sakuray Pais

Resumo: Sistemas de reconhecimento óptico de caracteres possi-
bilitam várias aplicações, dentre elas, o reconhecimento automático
de caracteres em textos impressos. Para o sucesso de tais sistemas,
é essencial uma etapa de segmentação confiável. Este caṕıtulo apre-
senta dois métodos de segmentação: o SLPTEO para segmentação
de linhas de texto e palavras, e o SCORC para segmentação de ca-
racteres. O primeiro é aplicado a textos impressos, mas pode ser
aplicado a textos manuscritos. O segundo resolve problemas de so-
breposição de caracteres impressos e conexões entre os mesmos, tra-
balhando diretamente em imagens em ńıveis de cinza. Os resultados
experimentais indicam grande robustez dos métodos apresentados.

Palavras-chave: Segmentação de linhas de texto, Segmentação de
palavras, Segmentação de caracteres, Textos impressos.

Abstract: Optical Character Recognition systems enable several ap-
plications, e.g. automatic character recognition in printed texts.
For the success of such systems, reliable segmentation is an essen-
tial stage. This chapter presents two approaches to segmentation:
the SLPTEO for segmentation of text lines and words, and SCORC
for character segmentation. The first is applied to printed texts, but
can be also applied to handwritten texts. The second handles printed
overlapping and touching characters, working directly on grayscale
images. Experimental results show great robustness of the methods
presented.

Keywords: Text line segmentation, Word segmentation, Character
segmentation, Printed texts.
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1. Introdução

O processamento digital de imagem em conjunto com a evolução da com-
putação tem beneficiado várias áreas da ciência. Uma das aplicações de
processamento digital de imagens, chamada automação de tarefas, visa
atribuir ao computador a capacidade necessária para que ele desempenhe
papéis e tarefas que são executadas com facilidades pelos seres humanos.
Esta demanda na automatização de tarefas tem favorecido o desenvolvi-
mento de sistemas de reconhecimento de padrões. Dentre eles, existem
os chamados sistemas de Reconhecimento Óptico de Caracteres (Optical
Character Recognition – OCR). Um sistema de OCR possibilita vários
tipos de aplicações: identificação de assinaturas (Pavlidis et al., 1998); re-
conhecimento de textos manuscritos e impressos (Marti & Bunke, 2002);
reconhecimento de placas de véıculos (Conci et al., 2009); reconhecimento
de textos em Braille (Bezerra, 2003); dentre outros.

Para o sucesso de sistemas OCR é necessária uma etapa primordial:
a etapa de segmentação. Segundo Gonzalez & Woods (2010) a etapa de
segmentação subdivide uma imagem em regiões ou objetos que a compõem.
O ńıvel de detalhes em que a subdivisão é realizada depende do problema a
ser resolvido. Por exemplo, para a segmentação de documentos impressos,
a subdivisão da imagem normalmente é feita até que se extraia os caracteres
da imagem. Para textos manuscritos, Silva (2009) considera que o ńıvel de
segmentação de palavras já é suficiente.

Neste caṕıtulo são apresentadas abordagens de segmentação de textos
impressos através de dois métodos: “Segmentação de Linhas e Palavras
baseado no Operador de Energia de Teager” (SLPTEO) e “Segmentação
de Caracteres Orientados a Regiões em ńıveis de Cinza” (SCORC).

O método SLPTEO é aplicado a imagens de texto para segmentação
de linhas e palavras. Este método possui como diferencial o fato de que o
mesmo método pode ser aplicado a textos impressos e manuscritos sem ne-
nhum ajuste prévio para adequação ao tipo de texto. Além disto, o mesmo
algoritmo é utilizado para a segmentação de linhas e para a segmentação
de palavras, com a distinção de um único parâmetro.

O método SCORC é aplicado a imagens de palavras de texto impresso,
visando a subdivisão da mesma em caracteres. Este método é baseado
em segmentação de regiões, aplicando-se uma abordagem semelhante à
rotulação de componentes conectados. Este método requer que a imagem
da palavra seja capturada em ńıveis de cinza, ou que seja convertida da
original colorida.

Muitos trabalhos têm abordado a segmentação de caracteres conectados
e sobrepostos em d́ıgitos, mas poucos em alfabetos (Saba et al., 2010).
Alguns trabalhos tem sido desenvolvidos nos últimos anos com o objetivo
de leitura automática por máquinas. Para isto, várias estratégias tem sido
investigadas objetivando-se a solução dos caracteres conectados, levando
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em conta que existe uma grande variação entre os vários tipos de caracteres
em diversos idiomas (Saba et al., 2010).

No trabalho de Lue e colaboradores (Lue et al., 2010), os autores apre-
sentam a segmentação de caracteres capturados por câmeras digitais de
aparelhos móveis. Neste trabalho, a extração da linha de texto é reali-
zada primeiramente, identificando os componentes conectados da imagem
capturada. Os autores utilizam como base deste trabalho as técnicas de
projeção horizontal e vertical, criando um vetor de caracteŕısticas extráı-
das destas projeções. Em seguida, uma rede neural support vector machine
(SVM) realiza a classificação dos caracteres.

No trabalho de Nikolaou et al. (2010), os autores efetuam todas as eta-
pas de segmentação de linhas, palavras e caracteres em textos históricos
impressos. Para a etapa de segmentação de caracteres é utilizado um algo-
ritmo de esqueletização e, a partir desta etapa, é realizada a segmentação
isolando-se os posśıveis caracteres conectados.

O trabalho apresentado por Jung (2010), o autor utiliza a projeção
horizontal, vertical e lateral dos caracteres para extrair as caracteŕısticas
dos mesmos. O autor considera que a conexão entre caracteres não interfere
na visão lateral. Assim, ele agrupa os caracteres em 13 classes distintas,
de acordo, com as caracteŕısticas apresentadas. Em seguida, realiza os
cálculos para verificar o melhor ponto de corte para a devida segmentação.

O restante deste caṕıtulo está estruturado como se segue: a Seção 2
descreve os conceitos teóricos necessários para o entendimento dos méto-
dos propostos; a Seção 3 descreve ambos os métodos propostos (SLPTEO
e SCORC), com a apresentação de exemplos práticos; a Seção 4 descreve
os resultados alcançados para a correta segmentação de linhas, palavras e
caracteres quando os métodos são aplicados a uma base de dados com tex-
tos impressos; finalmente, a Seção 5 traz conclusões sobre o trabalho, assim
como uma breve discussão sobre outros trabalhos a serem desenvolvidos.

2. Fundamentação Teórica

Nesta seção estão descritos alguns conceitos importantes para o entendi-
mento dos métodos a serem apresentados.

2.1 Projeção linear
A projeção horizontal de uma imagem é definida como a contagem dos
pixels de interesse existentes em cada linha do objeto, como mostrada na
equação (1) (Pedrini & Schwartz, 2008).

Ph (y) =

N−1∑
x=0

f (x, y) (1)
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A técnica de projeção linear (horizontal ou vertical) é muito utilizada
em segmentação de linhas e palavras, uma vez que através do histograma
gerado é posśıvel identificar“vales”e“picos”de intensidade. Estes picos são
concentrações de pixels e são facilmente identificadores de objetos dentro
de uma imagem.

Em se tratando de imagens de textos, quando se utiliza a projeção
horizontal, pode-se identificar que os picos apresentados pelo histograma
são as linhas de textos e os vales são os espaços entre linhas. A projeção é
um método simples e eficiente quando se trata de textos bem comportados
(textos impressos, por exemplo).

Analogamente, a Equação (2) mostra a projeção vertical Pv que é de-
finida como a soma dos pixels de interesse em cada coluna da imagem.

Pv (x) =

M−1∑
y=0

f (x, y) (2)

No entanto, a segmentação de palavras é um pouco mais complexa. Os
espaçamentos existentes são diferenciados: entre palavra ou entre caracte-
res de uma mesma palavra. Normalmente se usa o histograma vertical em
conjunto com alguma estat́ıstica que leva em conta as medidas de distância
de espaçamento para segmentar as palavras de um texto.

2.2 Operador de energia de Teager
Teager & Teager (1990), em um trabalho sobre modelamento não-linear da
voz, apresentaram um operador de energia que mais tarde foi denominado
como operador de energia de Teager (Teager Energy Operator – TEO),
também conhecido como operador Teager-Kaiser. Este operador, de acordo
com Kaiser (1990), ao ser aplicado a um sinal composto por uma única
frequência variante no tempo, é capaz de extrair a medida de energia do
processo mecânico que gerou este sinal.

Kaiser (1993) também definiu os operadores TEO em ambos os espaços
cont́ınuo e discreto como “ferramentas muito úteis para analisar sinais com
um único componente de um ponto de vista da energia” [tradução dos
autores].

O operador de energia de Teager é definido no domı́nio discreto (Kaiser,
1993) como:

Ψ [x (n)] = x2n − xn+1 · xn−1, (3)

onde Ψ é o operador de Teager e xn é o valor da n-ésima amostra do sinal.
Note que, no domı́nio discreto, este algoritmo utiliza apenas três ope-

rações aritméticas aplicadas a três amostras adjacentes do sinal para cada
deslocamento no tempo.

Uma importante caracteŕıstica do TEO analisada por Kaiser (1990) é
que, quando aplicado a sinais compostos por dois ou mais componentes de
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frequência, “seria como se o algoritmo [TEO] fosse capaz de extrair a função
envelope do sinal” [tradução dos autores]. Como exemplo, a dissertação de
Peretta (2010) utiliza esta caracteŕıstica do TEO para detectar as fronteiras
de um comando de voz inserido em um sinal de áudio. Outro trabalho dos
autores utiliza esta mesma premissa (Peretta et al., 2010).

Considerando os valores de projeção (histograma) de uma imagem de
texto binarizada como sendo um sinal amostrado, pela teoria de séries
de Fourier (Dirichlet, 1829), este sinal (função arbitrária dentro de dado
intervalo) pode ser expresso por uma série de senos e cossenos. Ou seja, o
resultado desta abstração é um sinal composto por diversos componentes
de frequência. Ao aplicar o TEO a este sinal abstrato, a “função envelope”
seria extráıda.

A Figura 1 mostra a imagem do documento “f04-020” onde se pode
observar a projeção horizontal e o envelope do TEO. O método SLPTEO é
aplicado aos valores de projeção horizontal desta imagem para segmentação
de linhas de texto. Para segmentação de palavras, o método é aplicado aos
valores de projeção vertical da imagem de cada linha de texto segmentada.

Figura 1. Projeção horizontal e envelope do TEO extráıdos do texto
impresso “f04-020”.

2.3 Rotulação de componentes conectados
A rotulação de componentes conectados é utilizada como uma etapa inter-
mediária em visão computacional. As imagens binárias se constituem de
duas regiões: o foreground, onde estão os objetos de interesse; e o back-
ground, o fundo da imagem. Rotular uma imagem binária visa distinguir
os objetos significativos da mesma, chamados objetos de interesse, através
da conectividade de seus pixels.

A conectividade está diretamente condicionada pela relação de vizi-
nhança entre pixels, uma vez que dois pixels só serão conexos se houver
uma sequência de pixels vizinhos que os liga (Peccini & Ornellas, 2005).

Em imagens binárias, onde os posśıveis valores assumidos por um pixel
são 0 ou 1, dois pixels vizinhos devem possuir o mesmo valor para serem
considerados conectados. No entanto, para imagens em ńıveis de cinza, é
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necessário definir regras de similaridade entre os valores dos pixels para
possibilitar a determinação de conectividade entre pixels vizinhos.

Existem alguns algoritmos de rotulação de componentes conectados
utilizados para percorrer a imagem em uma direção definida rastreando
pixel a pixel. Neste caso, os componentes de interesse – que podem ser
os componentes 4-conectados ou 8-conectados – são verificados. Ao serem
visitados, os pixels que são conexos recebem um rótulo que os distingue dos
demais pixels que não apresentam conectividade. Ao final do processo, es-
tes rótulos são ordenados e separados em classes de equivalência (Gonzalez
& Woods, 2010; Monteiro, 2002).

2.4 Inferência estatística
De acordo com Barros Neto et al. (2010), “usando planejamentos experi-
mentais baseados em prinćıpios estat́ısticos, os pesquisadores podem extrair
do sistema em estudo o máximo de informação útil, fazendo um número
mı́nimo de experimentos”.

Também segundo Barros Neto et al. (2010), chama-se de população
qualquer coleção de indiv́ıduos ou valores, finita ou infinita. A amostra
se refere a uma parte da população, normalmente selecionada com o ob-
jetivo de se fazer inferências sobre a população. Levando em conta que a
amostra precisa ser uma representação realista (não tendenciosa) da po-
pulação completa, “é necessário que seus elementos sejam escolhidos de
forma rigorosamente aleatória”. Uma amostra representativa apresenta ca-
racteŕısticas relevantes na mesma proporção que ocorrem na população de
origem.

Para análise dos resultados deste trabalho, optou-se pelo uso do Inter-
valo de Confiança (IC) para a média de uma população. Montgomery &
Runger (2009) apresentam a formulação para o cálculo do IC em diver-
sas configurações. Dentre elas, adotou-se o cálculo de IC para amostras
grandes com “independência da função de distribuição de probabilidade da
população”. Montgomery & Runger (2009) também especificam que uma
amostra com 40 ou mais indiv́ıduos é suficiente para garantir sua classifi-
cação como uma “amostra grande”.

A equação (4) (Montgomery & Runger, 2009) é o IC da média µ para
uma amostra grande com ńıvel de significância α.

IC =

{
µ ∈ R

∣∣∣∣ x̄− zα/2 · S√n ≤ µ ≤ x̄+ zα/2 ·
S√
n

}
(4)

onde IC é o Intervalo de Confiança; x̄ é a média amostral; S é o desvio-
padrão amostral; zα/2 é o valor fornecido pela tabela da distribuição normal
padrão (Z) para o ńıvel de significância α; e n o número de elementos da
amostra.

O IC calculado determina os limites bilaterais da média µ, com con-
fiança de 100·(1−α)%. Todos os valores dentro de um IC são equiprováveis.
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3. Metodologia

A metodologia empregada neste trabalho trata da segmentação de textos
impressos e a apresentação de um estudo de caso envolvendo a aplicação do
método SLPTEO em textos manuscritos. Este método é baseado no Ope-
rador de Energia de Teager (TEO), aplicado ao sinal gerado pela projeção
horizontal (linhas) ou vertical (palavras).

Para o método SCORC, a metodologia empregada é baseada em seg-
mentação de regiões. Os pixels semelhantes são agregados a regiões de
interesse durante o processo, utilizando como base a imagem em ńıveis
de cinza. Para isto, foi utilizado os conceitos de componentes rotulados e
análise de similaridade entre pixels.

3.1 Segmentação de linhas e palavras: SLPTEO
Para a segmentação de linhas e palavras é importante que a imagem de
texto já tenha sido binarizada, pois o algoritmo de segmentação de linhas
recebe como entrada a matriz binária da imagem do texto impresso ou
manuscrito. Para segmentar linhas, é realizada a projeção horizontal desta
imagem. Para segmentar palavras, é utilizada a projeção vertical da ima-
gem binarizada de cada linha de texto.

3.1.1 Algoritmo
Para segmentação de linhas, o operador TEO é aplicado aos valores
encontrados no histograma (a projeção horizontal) como se fossem parte
de um sinal amostrado. Os valores calculados através do operador TEO
são armazenados em um vetor, como é demonstrado em na Equação (5).

Ψ (Ph(y)) = Ph(y)2 − Ph(y + 1) · Ph(y − 1) (5)

onde Ψ (Ph (y)) é um vetor contendo os valores de TEO e Ph (y) é a projeção
horizontal da imagem de texto.

A seguir, o método SLPTEO converte os valores deste vetor em valores
absolutos. Este vetor é designado como Ω, definido como:

Ω (Ph (y)) = |Ψ(Ph(y))| (6)

Em seguida, o vetor Ω é normalizado dentro do intervalo [0, 1], passando
a ser identificado por Ω∗, como pode ser observado na Equação (7).

Ω∗ (Ph (y)) =
Ω(Ph (y))

max(Ω)
(7)

Depois de encontrar os valores de Ω∗ para cada ponto da projeção
horizontal, é necessário encontrar as fronteiras das linhas de texto. Estas
fronteiras são constitúıdas pelos limites superior e inferior de cada linha
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de texto contida na imagem binarizada. Uma janela de 6 pixels1 (Hmin)
percorre o sinal Ω∗ assumindo para cada valor o valor máximo encontrado
dentro da janela.

O método SLPTEO varre o vetor Ω∗ à procura de fronteiras, partindo
de um limiar (pré-definido como 5% da média de Ω∗), como presente na
Figura 2.

linha = FALSE
FOR EACH i IN Omega*

IF (Omega*(i) >= limiar & NOT(linha))
fronteira_superior.adiciona(i)
linha = TRUE

ELSEIF (Omega*(i) < limiar & linha)
fronteira_inferior.adiciona(i)
linha = FALSE

ENDIF
ENDFOR

Figura 2. Algoritmo para detecção de fronteiras do método SLPTEO.

Se o valor correspondente da linha no vetor é maior ou igual ao limiar
definido e se a variável de controle é falsa, o método marca aquela linha da
imagem como sendo a fronteira superior de uma linha de texto. Se o valor
correspondente da linha no vetor é menor do que o limiar definido e se a
variável de controle é verdadeira, o método marca aquela linha da imagem
como sendo a fronteira inferior de uma linha de texto. Ao encontrar uma
fronteira inferior, o método checa ainda se a altura em pixels encontrada é
maior do que Hmin. Se sim, as fronteiras superior e inferior são validadas.
Se não, as fronteiras encontradas são removidas.

Após encontradas, as fronteiras sofrem ajustes com a finalidade de
estendê-las ou contráı-las, para melhor definição das linhas de texto. Os
seguintes ajustes são aplicados (ver Figura 3 para o diagrama de blocos):

1. Localizar linhas com espaço entre linhas

Percorre-se cada linha identificada por suas fronteiras buscando al-
guma que contenha Ph(y) = 0 em algum y ou seja, projeção hori-
zontal igual a 0 pixels. Se houver, quebra-se a linha em duas.

2. Contrair as fronteiras de linhas

A cada linha detectada, verifica-se a existência de Ph(y) = 0 abaixo
de sua fronteira inferior e acima de sua fronteira superior. Caso
afirmativo, contrai as fronteiras até algum y tal que Ph(y) 6= 0.

1 Este tamanho foi definido ao se analisar qual seria o menor número de pixels
necessário para conter uma linha de texto leǵıvel.
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Figura 3. Diagrama de blocos para ajuste de fronteiras.

3. Estender fronteiras

A cada linha detectada, verifica-se a existência de Ph(y) 6= 0 acima
de sua fronteira superior e abaixo de sua fronteira inferior. Caso
afirmativo, reajusta as fronteiras até algum y tal que Ph(y) = 0.

4. Verificar consistência da linhas

Após o cálculo da altura média das linhas detectadas, é feita a veri-
ficação se duas ou mais linhas adjacentes (fronteira inferior de uma
está a no máximo 1 pixel da fronteira superior da outra). Caso afir-
mativo, verifica se pelo menos uma das linhas possui uma altura de
no máximo 90% da altura média das linhas detectadas. Se for o
caso, unifica as duas linhas definindo uma nova linha com a fronteira
superior da 1a linha e a fronteira inferior da 2a linha.

5. Eliminação de linhas irrisórias

Nesta etapa é verificado a existência de linhas. Se for encontrada 1
linha com a altura menor do que o valor-controle de menor altura
(Hmin), esta linha é eliminada.

De maneira análoga, o método funciona para segmentação de pala-
vras, só que trabalhando com imagens de linhas de texto já segmentadas



248 Tavares et al.

e a projeção vertical Pv(x) da mesma. O algoritmo é o mesmo utilizado
para a segmentação de linhas. A única diferença é que, ao invés de utilizar
Hmin, tem-se a largura mı́nima Lmin. Esta é também o tamanho da janela
que percorre Ω∗, e é obtida pela seguinte equação:

Lmin = min(10; 0, 15 ∗HL) (8)

onde HL é a altura em pixels da imagem da linha de texto segmentada. A
ideia é que esta largura será de 10 pixels, no máximo, ou de 15% da altura
da linha de texto (estimador sobre tamanho mı́nimo de letra mais espaço).

3.1.2 Exemplo prático
A Figura 4 mostra o resultado da segmentação de linhas e palavras de um
texto impresso através do método SLPTEO.

(a) Linhas (imagem de texto / projeção horizontal / Ω∗).

(b) Palavras (imagem da linha / projeção vertical / Ω∗).

(c) Texto com fronteiras de segmentação.

Figura 4. Resultado do método SLPTEO de segmentação, aplicado a um
texto impresso.

Como se pode observar na Figura 4(a), a partir do vetor Ω∗ – obtido
através da projeção horizontal da imagem do texto – pode-se definir, com
o aux́ılio do algoritmo presente na Figura 2 e os ajustes posteriores, as
fronteiras superiores e inferiores de cada linha de texto. Na Figura 4(b),
o mesmo algoritmo é aplicado para segmentação de palavras (apenas tro-
cando Hmin por Lmin), baseado no vetor Ω∗ – obtido através da projeção
vertical da imagem da linha de texto – para definir as fronteiras esquerda
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e direita de cada palavra. Na Figura 4(c), tem-se a imagem do texto junto
às fronteiras detectadas pelo SLPTEO.

3.2 Segmentação de caracteres: SCORC
Comparando-se uma imagem de palavra de texto em ńıveis de cinza com
uma imagem do mesmo texto binarizada, pode-se verificar que os métodos
de limiarização da imagem em seu processo decisório falham na definição
da classe de alguns pixels. Ao se analisar a imagem em tons de cinza, pode-
se perceber o engano no processo de limiarização, uma vez que o mesmo
ńıvel de cinza pode encontrar-se em ambas as classes (objeto ou fundo) em
diferentes localizações da imagem, especialmente quando a imagem sofre
um processo de suavização em sua digitalização. Este tipo de estratégia
(binarização global) frequentemente gera caracteres conectados em imagens
de um texto. Com isto, desenvolver o método de segmentação de caracteres
que atue em imagens em ńıveis de cinza, e não em imagens binárias, tornou-
se importante para melhoria de desempenho.

A etapa de segmentação de palavras através do método SLPTEO nos
fornece como sáıda as fronteiras da imagem de uma palavra, obtidas atra-
vés de sua imagem binarizada. O método SCORC, entretanto, parte da
imagem da palavra em tons de cinza2. Apoiado no limiar de Otsu (1979),
o método SCORC se propõe a não incorrer no erro de decisão local dos
métodos de binarização globais, possibilitando a correta segmentação dos
caracteres que seriam conectados. Note que, para este trabalho, os ńıveis de
cinza da imagem foram distribúıdos dentro do intervalo [0; 1] ∈ R, onde 0 é
o ńıvel de cinza equivalente ao preto puro (mı́nima intensidade luminosa)
e 1 ao branco puro (máxima intensidade).

O método de Otsu define um limiar de decisão para considerar um pixel
com dado ńıvel de cinza como parte do objeto constituinte ou do fundo da
imagem. Os pixels com ńıveis de cinza próximos ao limiar de Otsu podem
pertencer à quaisquer das classes (objeto ou fundo), dependendo do local
da imagem em que se encontram (ver Figura 5). Como efeito colateral,
eventualmente tem-se a conexão de caracteres originalmente desconexos.
Para segmentar estes caracteres, o método SCORC precisa encontrar um
pixel inicial que possua um ńıvel de cinza que se enquadre certamente à
classe constituinte do objeto3.

3.2.1 Caracteres especiais
Na Figura 6, são apresentados três tipos de caracteres com estratégias de
segmentação não convencional, ou seja, técnicas de segmentação de carac-

2 Para aplicação do método SCORC, é necessário utilizar as coordenadas geradas
pelo SLPTEO para extrair a mesma da imagem original do texto, em tons de
cinza.

3 O método SCORC se aproveita do fato de que o interior do caracter a ser
segmentado é mais escuro do que suas bordas.
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Figura 5. Pixels com mesmo tom de cinza: (1) pode ser considerado parte
do objeto; (2) deve ser considerado parte do fundo.

teres “simples” são insuficientes para sua correta segmentação. O método
SCORC, além de caracteres simples, consegue lidar com dois destes tipos
de problema.

1. Caracteres com problemas gerados pelo desenho da fonte –
Exemplos na Figura 6(a). A segmentação destes tipos de caracteres
é um problema complicado não relacionado ao processo de digita-
lização da imagem do texto. São resultados intŕınsecos às escolhas
feitas pelo designer das fontes em questão. Este tipo de problema
não é resolvido pelo método proposto.

2. Caracteres sobrepostos – Exemplos na Figura 6(b). Um mé-
todo baseado em segmentação orientada a regiões com rotulação de
componentes pode resolver este tipo de problema, inclusive quando
aplicado a imagens binárias.

3. Caracteres conectados – Exemplos na Figura 6(c). Conexão en-
tre caracteres é um t́ıpico problema de segmentação de caracteres.
Pode ser gerado por um processo de digitalização ruidoso, ou sim-
plesmente pela limiarização de uma imagem em tons de cinza com
estratégia global. Segundo Saba et al. (2010), as pesquisas que tra-
tam deste tipo de problema focam na solução de conexão entre d́ıgitos
(ou sequências de d́ıgitos), mas poucas tratam de alfabetos. Outro
ponto é que soluções para este problema são fortemente vinculadas
à linguagem escrita e à ĺıngua de apresentação. O SCORC se propõe
a resolver conexões de caracteres, indiferente da fonte ou da ĺıngua
utilizadas, restringindo-se às conexões geradas pelo processo de li-
miarização aplicado em imagens de texto impresso em tons de cinza.
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(a) Desenho de fontes (b) Sobrepostos (c) Conectados

Figura 6. Três tipos de caracteres com estratégias de segmentação não
convencional.

3.2.2 Algoritmo
Na primeira etapa, todos os valores únicos de ńıveis de cinza da imagem
da palavra são relacionados e ordenados em um vetor. Os ńıveis de cinza
acima do limiar de Otsu (fundo da imagem) são descartados do vetor. A
seguir, é escolhido o maior ńıvel de cinza menor ou igual à mediana deste
vetor. Este valor é o máximo ńıvel de cinza aceitável (Cmax) para um
pixel a ser procurado na imagem da palavra segmentada. O algoritmo
então percorre os pixels da imagem de cima para baixo e da esquerda para
a direita, procurando um pixel com o ńıvel menor ou igual ao Cmax. A
ideia é que este pixel sinaliza a existência de um caractere (objeto) a ser
segmentado. A partir deste pixel, o método SCORC começa o processo de
segmentação.

O método SCORC teve inspiração nos métodos de segmentação por
regiões, onde os pixels visitados são agregados a determinadas regiões se-
gundo a similaridade que existe entre eles (Gonzalez & Woods, 2010). Logo,
após encontrarmos o pixel com Cmax, o método começa a visitar recursiva-
mente seus 8 vizinhos, identificado – dentro das regras pré-estabelecidas –
se são pertencentes à mesma “região”. Em outras palavras, o método pro-
cura recursivamente os pixels conectados que possuam um tom de cinza
semelhante ao do pixel original.

A cada pixel visitado é calculada a máxima variação de tons de cinza
para que seja permitida ou não a transição para cada um dos pixels vi-
zinhos. A Equação (9) fornece este ńıvel máximo de “salto” que o pixel
observado pode dar, ou seja, qual a diferença máxima entre tons para que
um vizinho possa ser considerado parte da região do pixel observado ou
não. Quanto mais próximo de zero o ńıvel deste pixel for (mais escuro),
maior vai ser o valor encontrado para uma posśıvel transição. Por outro
lado, quanto mais o ńıvel de cinza se aproximar do valor do limiar de Otsu
(mais claro), mais restrito será o valor de permissão para uma transição.

∆g = A · T ·
(
g − T
g0 − T

)
(9)
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onde ∆g é a variação máxima (superior ou inferior) entre tons vizinhos
para que se aceite que pertençam à mesma região; A é o fator de escala
para a inclinação da reta que é fronteira de decisão entre a similaridade ou
não de um tom4; T é o valor do limiar de Otsu para a imagem da palavra
analisada; g é o ńıvel de cinza do pixel observado; e g0 é o menor valor
de ńıvel de cinza encontrado na imagem da palavra analisada (i.e., o pixel
mais escuro).

Se a intensidade de um pixel vizinho estiver dentro do intervalo5 defi-
nido por [g −∆g;T ], este será incorporado à região a ser segmentada e se
torna o pixel observado, para a análise de seus vizinhos, seguindo assim de
forma recursiva. Caso contrário, não será rotulado como constituinte da
região de interesse, nem terá seus vizinhos analisados.

3.2.3 Exemplo prático
Observe a Figura 7 que mostra o mapa de pixels da imagem da letra “a”,
extráıda da base de imagens utilizada.

Figura 7. Imagem da letra “a” para exemplo.

O método SCORC seleciona os ńıveis de cinza únicos da imagem da
palavra e em seguida os ordena em um vetor. A Tabela 1 mostra os ńıveis
de cinza da Figura 7.

A partir do valor do limiar de Otsu – neste exemplo, 0, 5725 – é realizada
uma seleção dos ńıveis de cinza menores ou iguais a este limiar (classe
objeto), e são descartados os pixels que possuem valores maiores do que este

4 Para este trabalho, o fator de escala foi definido empiricamente como A = 1, 2.
5 A grandeza g + ∆g sempre é maior do que T (limiar de Otsu).
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Tabela 1. Nı́veis de cinza únicos da imagem “a” (em negrito, os ńıveis
permitidos para o ińıcio do SCORC; em itálico, os ńıveis abaixo do limiar

de Otsu).

0,0549 0,5176 0,8078
0,1333 0,5490 0,8509
0,1686 0,5999 0,8666
0,2000 0,6313 0,9058
0,2274 0,6392 0,9568
0,2862 0,6901 0,9685
0,4000 0,7176 0,9725
0,4353 0,7489 0,9764
0,4588 0,7529 0,9803
0,5019 0,7999 0,9842

limiar (classe fundo). De posse dos ńıveis de cinza relevantes é calculada a
mediana destes valores. Neste caso, o valor encontrado é Cmax = 0, 2862
(na Figura 7, tem-se 0, 29).

Na primeira etapa, o método SCORC começa a visitar os pixels da
imagem, começando pela coordenada superior esquerda na direção cima-
baixo e esquerda-direita, como representado na Figura 7. O método busca
um pixel cujo valor seja menor ou igual a Cmax, garantindo com relativa
certeza que este pixel é parte constituinte do caractere. Assim, este pri-
meiro pixel visitado torna-se a porta de entrada para o método começar o
processo de rotulação.

Para todo pixel observado é realizada uma análise de possibilidades
de transição para este pixel baseado na Equação (9). Para este exemplo
prático, tem-se:

∆g = 1, 2 · 0, 5725 ·
(

g − 0, 5725

0, 0549− 0, 5725

)
= −1, 33 · g + 0, 76 (10)

onde g é o valor do ńıvel de cinza de cada pixel observado; e ∆g é a
variação máxima de intensidade para aceitação de um pixel vizinho como
sendo da mesma região do pixel observado. Por exemplo, para g = 0, 2862,
a transição só é posśıvel se o ńıvel de cinza do pixel vizinho analisado estiver
entre −0, 0938 (considera-se 0, pois é menor do que o preto puro) e o limiar
de Otsu. Já para g = 0, 4353, a transição só é posśıvel se o vizinho estiver
entre 0, 2532 e o limiar de Otsu.

A partir do cálculo de ∆g para cada pixel observado, é determinado
um intervalo de permissão de transição para seus pixels vizinhos. Portanto,
para todo pixel visitado estas transições são avaliadas, isto é feito de forma
recursiva obedecendo a vizinhança-de-8 dos pixels. Ou seja, para cada pixel
observado é realizada uma análise de transição de todos os oito vizinhos
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deste pixel. Quando estes vizinhos se enquadram no intervalo definido
eles automaticamente são rotulados e se constituem parte do objeto de
interesse, caso contrário, não são rotulados. O método SCORC encerra sua
busca quando ele não mais encontra vizinhos semelhantes. Neste momento,
o método extrai da imagem original toda a região rotulada, salva este
caractere (região extráıda), e inicia um novo processo procurando Cmax na
imagem resultante da extração. Na Figura 8 é mostrado o resultado de
segmentação de dois caracteres conectados (“k” e “a”).

(a) Mapa de pixels. (b) Decisão do SCORC.

(c) Caracteres segmentados.

Figura 8. Exemplo de segmentação de “k” e “a”.

3.3 Base de dados
A base de imagens IAM-Database (Marti & Bunke, 2002) é uma con-
ceituada base de imagens para reconhecimento de documentos de textos
impressos e manuscritos. A base contém formulários de textos digitaliza-
dos com resolução de 300 dpi e armazenados no formato de imagem PNG
com 256 ńıveis de cinza. Cada formulário da IAM-Database contém uma
parte de texto impressa e a transcrição em escrita manual do mesmo texto.
Contribúıram para a criação da base de dados 657 autores. Dos 1.539
formulários, foram disponibilizados via internet 1.507 páginas de texto di-
gitalizadas6. A Figura 9 apresenta um dos formulários extráıdos desta base
de dados utilizado neste trabalho.

6 http://www.iam.unibe.ch/fki/databases/iam-handwriting-database
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Figura 9. Formulário “a03-063” da IAM-Database.

Para este trabalho, foram escolhidos aleatoriamente 40 textos da base e
extráıdos apenas a parte impressa de cada formulário. A parte manuscrita
dos mesmos foram utilizadas em um estudo de caso não supervisionado7

(Seção 4.1.1). Em uma primeira etapa, foram calculados apenas os ‘per-
centuais de acerto’ dos resultados. Posteriormente, foram realizadas infe-
rências sobre os resultados dos métodos abordados para toda a população
de 1.507 textos.

7 Entenda-se “estudo de caso não supervisionado” como um experimento per se,
sem pretensões de utilização dos resultados para a melhoria do método.
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4. Resultados

O método SLPTEO se mostrou bastante robusto para textos impressos.
Todas as linhas e palavras dos 40 textos impressos constituintes da nossa
base de dados foram segmentadas corretamente8. Este indicativo é impor-
tante para inferirmos sobre nossa base de dados, já que a mesma mostrou-se
extremamente bem comportada. Para avaliarmos a efetividade do método,
aplicou-se o SLPTEO a textos manuscritos – o mesmo algoritmo – apre-
sentando os resultados na Seção 4.1.1, como um estudo de caso.

O método SCORC conseguiu solucionar o problema dos caracteres so-
brepostos, além de resolver grande parte do problema dos caracteres conec-
tados. De complexidade linear ao tamanho da imagem, o método mostrou-
se flex́ıvel em solucionar dois tipos de problema existentes sem a necessi-
dade de prévia identificação dos mesmos. Assim, o mesmo método pôde
ser usado para segmentar caracteres simples, conectados ou sobrepostos, à
medida que percorre a imagem da palavra em ńıveis de cinza.

4.1 Segmentação de linhas e palavras
Os resultados encontrados para o método SLPTEO aplicados aos 40 textos
impressos estão presentes na Tabela 2.

Tabela 2. Resultados do SLPTEO em textos impressos.

Total Segmentadas Acerto

Linhas 202 202 100%
Palavras 2655 2655 100%

Como se pode observar, o método foi suficiente para segmentar linhas
e palavras de textos impressos. Nota-se que, ao alcançar 100% de correta
segmentação, pode-se dizer que o método é extremamente eficaz para textos
bem comportados.

4.1.1 Estudo de caso: textos manuscritos
Apresentando como um estudo de caso não supervisionado, tem-se os re-
sultados da aplicação do SLPTEO a textos manuscritos. Foi utilizado o
mesmo algoritmo, sem nenhuma modificação. Os textos manuscritos utili-
zados foram extráıdos dos 40 formulários da IAM-Database utilizados para
os experimentos com textos impressos. Os resultados podem ser conferidos
na Tabela 3.

Pode-se observar que o método SLPTEO é bastante robusto com rela-
ção à segmentação de linhas, com uma pequena queda de desempenho com
relação à segmentação de palavras. Foi verificado que esta queda de desem-
penho se deve aos textos que possuem escrita inclinada. Uma maneira de

8 O texto “d01-052” foi previamente rotacionado em 0,1◦.
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Tabela 3. Resultados do SLPTEO em textos manuscritos.

Total Segmentadas Acerto

Linhas 341 337 98,8%
Palavras 2606 2197 84,3%

minimizar este problema seria efetuar a correção da inclinação da escrita
em cada linha de texto (normalização), como no trabalho de Vinciarelli
& Luettin (2001). Em tempo de pré-processamento, este tipo de correção
poderia melhorar o desempenho do SLPTEO na segmentação de palavras.

4.2 Segmentação de caracteres
A base de dados utilizada apresentou alguns tipos de problemas de carac-
teres: caracteres conectados, caracteres sobrepostos e desenhos de fonte.
Destes, somente o desenho de fonte não foi abordado na pesquisa, como
mencionado na Seção 3.2.1.

A Tabela 4 mostra os percentuais de caracteres segmentados corre-
tamente na base de dados. Para cada problema encontrado, neste caso
caracteres conectados e caracteres sobrepostos, tem-se a quantidade de
ocorrências e o número de caracteres segmentados pelo método. Note que
71,90% dos casos de conectados foram solucionados. Já os casos de sobre-
posição deixaram de existir após a segmentação pelo método SCORC.

Tabela 4. Resultados do SCORC em Textos Impressos.

Ocorrências Segmentados Acerto

Conectados 64 46 71,9%
Sobrepostos 445 445 100%

4.3 Inferências para o conjunto de dados completos
Baseados nos resultados obtidos para os 40 textos aleatórios, pode-se fa-
zer inferências sobre os resultados dos métodos quando aplicados à toda
população de 1.507 textos da base IAM-Database.

Para os experimentos deste trabalho, foi definido um ńıvel de confiança
igual a 99%. Isto significa que com 99% de certeza pode-se afirmar que
a média populacional está dentro do IC, ou seja, os resultados estarão
pautados neste intervalo encontrado.

Com base na Equação (4), foram substituidos os valores utilizados neste
trabalho. Para o valor da distribuição normal padrão (Z) tem-se zα/2 =
2, 58 (Montgomery & Runger, 2009), o que corresponde à área de 99% na
distribuição normal com amostra contendo n = 40 elementos. O IC para
a média da população aqui tratada será:
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IC =

{
µ ∈ R

∣∣∣∣ x̄− 2, 58 · S√
40
≤ µ ≤ x̄+ 2, 58 · S√

40

}
(11)

Para o caso do SLPTEO aplicado a textos impressos, onde o percentual
de acerto foi de 100% para segmentação de linhas e palavras, a inferência
para a população não é necessária. Estes resultados indicam que a base de
dados de textos impressos é bastante comportada, indicando um perfeito
funcionamento do método. Já para o estudo de caso realizado (Seção 4.1.1),
podem-se inferir para a população. Os resultados são apresentados na
Tabela 5, com 99% de confiança.

Tabela 5. Intervalo de confiança para ocorrências de linhas e palavras
antes e depois da aplicação do método SLPTEO em textos manuscritos

Ocorrências
Segmentação

Visual Computacional

Linhas 7,75 a 9,30 7,64 a 9,21
Palavras 60,20 a 70,10 49,44 a 60,41

A coluna “Segmentação Visual” da Tabela 5 mostra o intervalo de con-
fiança gerado a partir dos dados obtidos pela contagem visual do número de
linhas e palavras dos 40 textos amostrados. A coluna “Segmentação Com-
putacional” apresenta o intervalo de confiança gerado a partir dos dados
obtidos após o uso do método SLPTEO nos textos amostrados, extrapo-
lando, assim, os resultados referentes à detecção automática de linhas e
palavras.

Pode-se notar, para a segmentação automática (computacional) de
linhas em textos manuscritos, o intervalo inferido para toda a base de
imagens de textos é bastante próximo ao intervalo obtido quando se uti-
lizou a segmentação visual (humana). Este resultado vem de encontro ao
objetivo primário de todo sistema de automação de tarefas – capacitar o
computador para que ele desempenhe um papel ou uma tarefa que seria
fácil para um ser humano.

Com relação ao intervalo para a segmentação automática (computaci-
onal) das palavras, o método apresenta uma queda de desempenho com
relação ao intervalo gerado pela contagem visual (humana), o que é coe-
rente com as evocações descritas na Tabela 3. Embora fosse inviável para
uma aplicação real genérica, uma etapa de normalização da escrita poderia
melhorar o desempenho apresentado pelo SLPTEO com relação à segmen-
tação de palavras manuscritas.

O método SCORC se mostrou bastante eficiente quando aplicado às
palavras de textos impressos. A Tabela 6 mostra os intervalos de confianças
para as médias, com 99% de confiança após a utilização do método SCORC:
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Tabela 6. Intervalo de Confiança da segmentação de caracteres pelo
método SCORC

Ocorrências
Segmentação

Visual Computacional

Caracteres Conectados 0,75 a 2,45 0,02 a 0,88
Caracteres Sobrepostos 8,37 a 13,88 0
Caracteres Fragmentados 0 0 a 0,18

A coluna “Segmentação Visual” da Tabela 6 apresenta as inferências
sobre a média por texto dos casos de caracteres conectados, sobrepostos
e fragmentados, geradas a partir dos dados obtidos pela contagem visual
(humana) dos mesmos nos 40 textos amostrados. A coluna “Segmenta-
ção Computacional” apresenta o intervalo de confiança gerado a partir dos
dados obtidos após o uso do método SCORC nos textos amostrados, extra-
polando assim os resultados referentes à detecção automática de caracteres.

Comparando-se os intervalos visuais e computacionais, pode-se notar
um desempenho interessante para a correta segmentação de caracteres co-
nectados. Por exemplo, se fosse esperada uma média de quase 3 caracteres
conectados por texto na base de dados utilizada, contados visualmente, o
método SCORC nos garantiria uma nova média de menos de um caractere
conectado por texto. Quando se comparam os limites dos intervalos visual
e computacional para a segmentação de caracteres conectados, tem-se uma
redução na média de ocorrências mı́nima de 65%, quando comparados aos
máximos dos intervalos, e uma máxima de 97, 3% quando comparados os
mı́nimos dos intervalos.

No caso dos caracteres sobrepostos, o método SCORC solucionou todos
os casos. Ou seja, pode-se dizer com 99% de confiança que todos os casos
de caracteres sobrepostos da base de textos utilizadas (1.507 textos da base
IAM-DataBase) são resolvidos por este método.

Surgiu um novo problema após a aplicação do método SCORC: apare-
ceram 3 caracteres fragmentados nos resultados da aplicação do método nos
40 textos amostrados. Considerando os 12.816 caracteres, este problema
representou 0, 023% dos caracteres presentes nos textos amostrados. Além
disto, o método SCORC resultou em 99, 10% de caracteres segmentados
corretamente, considerando todos os casos aqui abordados. Ou seja, este
problema, embora indesejável, não chega a comprometer a eficiência do
método. Extrapolando para a base de textos inteira, tem-se, no máximo,
0,18 caracteres fragmentados em média por texto.

5. Conclusões

Neste trabalho foram desenvolvidos dois métodos: SLPTEO e SCORC.
Ambos contribuem para a pesquisa em reconhecimento de textos impressos,
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na área de processamento digital de imagens, quando aplicados às etapas
de segmentação de linhas, palavras e caracteres.

Baseado no operador de energia de Teager, o método SLPTEO foi
desenvolvido e utilizado para a segmentação de linhas e palavras de tex-
tos impressos e também aplicado à textos manuscritos. O método SLP-
TEO apresentou resultados bastante interessantes quanto a segmentação
de linhas tanto para textos impressos como para textos manuscritos. Em-
bora para uma base comportada um simples método baseado em projeção
horizontal seria suficiente para a separação de linhas, o mesmo não pode
ser dito de um método simples baseado em projeção vertical para sepa-
ração de palavras. Um dos diferenciais do SLPTEO está no fato de que
um mesmo algoritmo é utilizado para segmentação de linhas para ambos
os textos impressos e manuscritos. Além disto, o o SLPTEO demonstrou
sua eficiência na segmentação de palavras para textos impressos ou manus-
critos, independente de qualquer mensuração de distâncias entre palavras
e/ou caracteres.

Para segmentação de caracteres, o método SCORC se apresentou sufi-
ciente para solução na segmentação de caracteres simples ou para os pro-
blemas de caracteres conectados e sobrepostos. O grande diferencial do
método é que este utiliza imagens em tons de cinza e as inferências uti-
lizadas são baseadas nas caracteŕısticas únicas do ńıvel de cinza de cada
pixel analisado. Associado ao método de limiarização de Otsu, o método
SCORC delimita as possibilidades de transição entre pixels, estabelecendo
um degrau dispońıvel de acordo com o valor de cada pixel na imagem da
palavra.

O método SCORC, além de ter se mostrado eficiente, é simples e – por
não depender de outras abordagens como a projeção linear ou o cálculo de
distância entre caracteres – pode ser considerado rápido, com complexidade
linear com referência ao número de pixels da imagem. Além disto, não há
a necessidade de prévia identificação dos caracteres especiais dentro de
um texto. O método SCORC trata todos os caracteres da mesma maneira,
independente da natureza do caractere (simples, sobreposto ou conectado).

Este trabalho se propõe a dar suporte para a evolução de novos es-
tudos e métodos. Assim, propomos algumas estratégias que poderão ser
exploradas a partir dos métodos aqui abordados:

• Um sistema de reconhecimento desenvolvido a partir dos caracteres
segmentados neste trabalho.

• O método SLPTEO pode ser aplicado a outras bases de dados, em
conjunto com estratégias de pré-processamento que ajustem a qua-
lidade da imagem dos textos.

• Estudos em identificação de linhas de textos e palavras em textos
manuscritos podem fazer uso do método SLPTEO.
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• Para o método SCORC, estudos adicionais são necessários para au-
tomatizar o valor do fator de escala A que afeta a inclinação da reta
para o cálculo de ∆g, presente na Equação (9).

• Suporte ao desenvolvimento de novos algoritmos utilizando as carac-
teŕısticas de imagens em tons de cinza para segmentação de outros
tipos de imagens.
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Capítulo 14

Reconhecimento de Caracteres Baseado em
Regras de Transições entre Pixels Vizinhos

Francisco Assis da Silva∗, Almir Olivette Artero,

Maria Stela Veludo de Paiva e Ricardo Luís Barbosa

Resumo: Este caṕıtulo trata do reconhecimento de caracteres im-
pressos e manuscritos, apresentando um algoritmo totalmente ba-
seado na análise do comportamento das transições entre os pixels
vizinhos nas imagens dos caracteres. A partir desta análise, são de-
finidas regras que determinam em qual classe cada caractere deve
ser colocado, caracterizando uma classificação supervisionada. A
baixa complexidade deste algoritmo tem tornado posśıvel o seu uso
em aplicações onde o tempo de reconhecimento é bastante cŕıtico,
como é o caso de sistemas de reconhecimento em tempo real, usa-
dos em sistemas de visão computacional, como robôs e véıculos não
tripulados.

Palavras-chave: Reconhecimento de caracteres, Classificação su-
pervisionada, Análise de transições entre pixels, Processamento de
v́ıdeo.

Abstract: This chapter deals with the recognition of printed and
handwritten characters, and presents an algorithm based exclusively
on the analysis of the behavior of transitions between neighboring
pixels in the images of the characters. From this analysis, rules are
defined to determine in which class each character should be pla-
ced, corresponding to a supervised classification scheme. The low
complexity of this algorithm has made its use possible in applica-
tions where the recognition time is quite critical, such as real-time
recognition systems used in computer vision systems for robots and
autonomous vehicles.
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1. Introdução

O problema do reconhecimento de caracteres têm chamado atenção há
bastante tempo, com os trabalhos pioneiros de Tauschek, que obteve a
patente do OCR (Optical Character Recognition) na Alemanha em 1929 e,
posteriormente, nos Estados Unidos (Tauschek, 1935), e de Handel (1933),
que também registrou uma patente nos Estados Unidos. A partir da década
de 50, com o impulso gerado pelos computadores (Dimond, 1957; Neisser
& Weene, 1960; Eden, 1961; Eden & Halle, 1961; Frishkopf & Harmon,
1961), a área se tornou ainda mais atrativa, surgindo uma grande variedade
de propostas de algoritmos para resolver este problema. Atualmente, o
reconhecimento de caracteres continua sendo uma área de intensa pesquisa,
que ainda apresenta vários problemas, por causa da grande diversidade
de formas que os caracteres podem assumir, principalmente, no caso de
caracteres manuscritos (ICR, Intelligent Character Recognition) (Gonzalez
& Woods, 2001; Montaña, 2007; Jain & Ko, 2008; Pereira et al., 2010;
Shrivastava & Gharde, 2010; Trentini et al., 2010; Lin et al., 2011). Mesmo
no caso do reconhecimento de caracteres impressos (OCR), que é uma
tarefa mais simples, ainda persistem diversas dificuldades, por causa da
grande diversidade de fontes que podem ser usadas nos documentos.

Apesar do grande número de propostas apresentadas para o reconhe-
cimento dos caracteres, existem duas tarefas básicas nesta área, que são a
abordagem estrutural (Pavlidis, 1980; Schalkoff, 1992) e a abordagem es-
tat́ıstica (Schalkoff, 1992; Duda et al., 2001; Jain et al., 2000), que inclui a
extração de atributos e a classificação dos objetos a partir de informações
obtidas a partir de objetos conhecidos (Zhu et al., 2000). Entretanto, para
realizar uma classificação satisfatória dos caracteres, é preciso usar uma
grande quantidade de atributos que, muitas vezes, compromete a execução
da tarefa. Na segunda abordagem, o reconhecimento dos caracteres pode
ser feito através de uma classificação supervisionada, quando se busca obter
informações que permitam predizer, com precisão, a classe de cada amos-
tra a partir de medições realizadas em caracteres cujas classes são conheci-
das. Uma alternativa a este processo é a classificação não supervisionada,
também chamada de agrupamento e, neste caso, procura-se, simplesmente
colocar os caracteres em classes, onde eles apresentam grande similaridade
entre seus integrantes e baixa similaridade entre os elementos de classes
distintas.

Além de realizar a classificação correta dos caracteres, um dos principais
desafios da área é o tempo de processamento, que precisa ser muito baixo,
para que a tarefa possa ser feita em tempo aceitável. Assim, neste trabalho
propõe-se uma estratégia simples e rápida para modelar o comportamento
dos caracteres, usando apenas as transições que ocorrem entre os ńıveis
de pixels adjacentes que formam os caracteres. Por causa de sua baixa
complexidade, o algoritmo consegue excelente tempo de processamento, o
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que permite a sua aplicação em tarefas consideradas de tempo real, como
é o caso do reconhecimento de placas em rodovias, durante o deslocamento
do véıculo. As demais seções deste caṕıtulo estão organizadas da seguinte
maneira: na Seção 2 são apresentados alguns trabalhos relacionados ao
reconhecimento de caracteres; na Seção 3 é apresentada a estratégia pro-
posta neste trabalho para modelar o comportamento dos caracteres cujas
classes são conhecidas (treinamento) e, então, obter as transições permiti-
das em cada classe e usar esta informação na classificação dos caracteres;
a Seção 4 apresenta alguns experimentos realizados com esta proposta em
um conjunto real de dados, bem como os resultados obtidos e a análise de
desempenho; por fim, na Seção 5 são apresentados os comentários finais e
trabalhos futuros.

2. Trabalhos Relacionados

Embora o problema do reconhecimento de caracteres tenha atráıdo aten-
ção desde os primórdios da computação, com a atual tendência de uso dos
tablets, o reconhecimento de caracteres manuscritos continua sendo uma
área de grande interesse pelos fabricantes destes dispositivos, pois a inser-
ção eficaz de textos em dispositivos sem o tradicional teclado QWERTY
é um importante diferencial entre os aparelhos. Alguns trabalhos recentes
nesta área são descritos a seguir.

O trabalho de Montaña (2007) realiza o reconhecimento de padrões
de d́ıgitos empregando redes neurais. Em seu trabalho são usadas duas
redes neurais diferentes para alcançar os resultados, uma rede Perceptron
Multicamadas e uma rede baseada no Mapa de Kohonen.

O trabalho de Jain & Ko (2008) apresenta um algoritmo de classifica-
ção para reconhecer d́ıgitos numéricos manuscritos (0-9), sendo utilizada
a implementação da Análise de Componentes Principais (Principal Com-
ponent Analysis – PCA), combinada com o algoritmo do primeiro vizinho
mais próximo (1-nearest neighbor) para reconhecer os d́ıgitos.

A contribuição do trabalho de Pereira et al. (2010) é melhorar a precisão
do reconhecimento de caracteres manuscritos usando um novo método de
extração de caracteŕısticas, também baseado em Análise de Componentes
Principais. Neste caso, aplica-se uma nova técnica que visa combinar os
melhores aspectos de uma Análise de Componentes Principais Modular
(MPCA) e uma Análise de Componentes Principais de Imagem (IMPCA).

No trabalho de Trentini et al. (2010) a partir da imagem segmentada
de uma placa de automóvel, é realizada uma varredura em cada coluna
da imagem e são contadas as quantidades de pixels pretos, representando
a densidade correspondente a cada coluna. Para a segmentação dos ca-
racteres, ou seja, separar os caracteres em relação ao fundo da placa é
utilizada uma função de análise de máximos e mı́nimos locais. Para o reco-
nhecimento dos caracteres é utilizado o algoritmo Random Trees, também
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chamado de Random Forests, o qual é um classificador baseado em árvores
de decisão e pode reconhecer os padrões de várias classes ao mesmo tempo.

O trabalho de Shrivastava & Gharde (2010) é utilizado para reconhe-
cimento de números Devanagari manuscritos. Devanagari é um alfabeto
manuscrito usado por vários idiomas na Índia. Para a realização do traba-
lho os autores utilizaram a técnica de aprendizagem de máquina Support
Vector Machines (SVM).

3. Modelagem do Comportamento das Sequências de Pixels

A estratégia proposta neste trabalho sugere descrever os caracteres,
enquadrando-os em uma malha com dimensões definidas previamente e,
em seguida, observar as transições entre os ńıveis de cinza (0 e 1 – imagens
binárias) dos pixels adjacentes. Deste modo, uma imagem com dimen-
sões m × n gera um conjunto com m.n atributos (m.n − 1 transições).
Os atributos são definidos percorrendo os pixels na sequência indicada na
Figura 1 (embora outras sequências possam ser experimentadas). Em se-
guida, busca-se determinar o comportamento das sequências dos pixels em
cada classe e, então, este conhecimento pode ser usado para classificar as
poligonais (coordenadas paralelas (Inselberg, 1985) – Figura 2) de outros
registros, para os quais não se conhece a classe.

P P P ...      ...      ...      P1            2 3                                                n

P P P ...      ...      ...      Pn+1        n+2        n+3                                            2n

P P P ...      ...      ...      P2n+1      2n+2 2n+3                                         3n

...        ... ...        ...      ...      ...      ...

...        ... ...        ...      ...      ...      P
mn

Figura 1. Sequência de pixels na imagem usada.

Nesta estratégia, é constrúıda uma lista com as transições permitidas
para cada caractere, anotando as transições que ocorrem entre os atributos
adjacentes em cada uma das classes ou, então, as transições que não ocor-
rem em cada classe. Como as imagens usadas são binárias, as transições
posśıveis entre dois pixels que formam um caractere são: 00, 01, 10 e 11. A
Figura 2 apresenta um exemplo em que os comportamentos das poligonais
de quatro caracteres em duas classes (dois em cada classe) são compara-
dos. Em (a) tem-se a visualização em coordenadas paralelas do conjunto
de dados apresentado em (b), destacando as transições. Em (c) observa-se
que, entre os atributos a1 e a2, os caracteres da classe 1 possuem apenas
a transição 10, não ocorrendo as transições 01, 11 e 00. Quanto à classe
2, em (d), nota-se que não ocorrem as transições 10 e 00, para esses atri-
butos. Assim, para cada classe são determinadas todas as transições que
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classe 1    1     0     0      1     0     1     0     1     1      1     1      1     0

classe 1    1     0     1      1     0     0     0     1     1      0     1      1     0

classe 2    0     1     0      1     1     0     1     0     0      1     1      1     0

classe 2    1     1     0      1     1     0     0     0     0      1     0      1     1

a a a a a a a a a a a a a1 2 3 4          5 6 7 8          9          10         11         12          13

(a)

(b)

(c)

(d)

Figura 2. a) Exibição dos registros da classe 1 em preto e da classe 2 em
cinza; b) conjunto de dados contendo 4 registros com treze atributos em

duas classes; c) Exibição dos registros da classe 1; d) classe 2.

não ocorrem. Em seguida, a partir desta informação, os caracteres a se-
rem reconhecidos são inclúıdos na classe que apresenta o menor número de
inconsistências em relação às transições caracteŕısticas anotadas em cada
classe.

Em seguida, a classificação dos caracteres pode então ser conduzida
usando as três regras de classificação propostas:

R1: Reconhecer o caractere na classe cujas transições não são violadas
pelas transições do registro;

R2: Havendo mais de uma classe que satisfaz esta condição, a classe que
possuir mais restrições (classe mais restritiva) deverá ser a escolhida;

R3: Quando o registro não atende todas as restrições de nenhuma classe,
deverá ser inserido na classe menos violada, ou ser classificado como
rúıdo em casos extremos.

A última regra (R3) prevê um limiar definido pelo usuário para deter-
minar quando o registro deve ser classificado como rúıdo. Por exemplo,
classificando-o como rúıdo quando ele não atende ao menos 30% das res-
trições de regra alguma.

As restrições das duas classes do conjunto de dados ilustrado na Fi-
gura 2 (b) são apresentadas na Tabela 1. No caso, as duas classes possuem
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Tabela 1. Transições que não ocorrem entre atributos adjacentes no
conjunto de dados ilustrado na Figura 2 (b).

Atributos adjacentes
a1-a2 a2-a3 a3-a4 a4-a5 a5-a6 a6-a7 a7-a8 a8-a9 a9-a10 a10-a11 a11-a12 a12-a13

00 10 00 00 10 01 00 00 00 00 00 00
Classe 1 01 11 10 01 11 11 10 01 01 10 01 01

11 11 11 10 10 11

00 00 00 00 00 10 01 01 00 00 00 00
Classe 2 10 01 10 01 01 11 11 10 10 01 10 01

11 11 10 11 11 11

quantidades iguais de restrições, ou seja, não ocorrem as trinta transições
na classe 1 e as trinta transições na classe 2, indicadas na Tabela 1. Em-
bora esta abordagem tenha sido proposta para operar com dados binários
(com cardinalidade igual a dois), dados de maior cardinalidade também
podem ser processados de duas formas diferentes. Na primeira os valores
no conjunto de dados devem ser convertidos para binário, o que conduz a
um aumento no número de atributos, melhorando o processo, pois aumenta
o número de transições. A segunda possibilidade consiste em discretizar os
valores dos atributos em número finito de ńıveis e então definir as transições
para todos os ńıveis. Assim, dados dois atributos ai e aj , com cardinali-
dade ci e cj , respectivamente, o número de transições entre eles é dado pelo
produto ci.cj .

O número total de transições T para um conjunto de dados contendo
n atributos é dado pela soma de todas as transições entre os atributos
adjacentes ci e ci+1 indicada pela Equação 1.

T =

n−1∑
i=1

ci · ci+1 (1)

3.1 Alternativas para melhorias no processo
Duas alternativas que podem ser usadas para melhorar a qualidade das
classificações usando esta estratégia são: 1) aumentar as dimensões da ma-
lha usada para representar os caracteres; 2) Anotar as transições entre
três ou mais pixels no lugar das transições entre dois pixels, propostas ini-
cialmente. Assim, para três vizinhanças, as transições a serem verificadas
seriam: 000, 001, 010, 011, 100, 101, 110 e 111. Com estas duas estratégias,
aumenta-se a quantidade de informações/restrições usadas e, consequente-
mente, aumenta-se as chances de se classificar os caracteres corretamente.
De fato, usando uma quantidade j de vizinhanças, se resolve ambiguidades
que ocorrem quando se usa uma quantidade j − 1 de vizinhanças. Isto é
ilustrado na Figura 3, que mostra as ambiguidades que ocorrem usando
transições entre dois pixels sendo resolvidas, usando três pixels. Nesta fi-
gura é posśıvel observar que usando apenas as transições entre dois pixels,
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a d

b
c e

10 01

0000

Figura 3. Ambiguidades que ocorrem usando transições entre dois pixels,
resolvidas usando três pixels.

não se sabe se a poligonal que começa em a, vai para c e depois para d, ou
se começa em a, vai para c e depois para e. O mesmo vale para a poligonal
que começa em b (b,c,e ou b,c,d ?).

Nesta figura, a ambiguidade surge porque existem quatro possibilida-
des para as duas poligonais que iniciam em a e b, e terminam em d e e.
Conforme se aumenta o número de vizinhanças nas transições, o classifi-
cador elimina tais ambiguidades, porém, se torna menos flex́ıvel. Assim,
quando se considera as transições entre apenas dois pixels, o classifica-
dor pode inserir em uma classe, registros apenas parecidos com os usados
no seu treinamento. Porém, se forem usadas as transições entre todas as
vizinhanças posśıveis, o classificador somente será capaz de classificar os
objetos idênticos aos usados no seu treinamento.

4. Experimentos

Esta seção apresenta dois experimentos aplicando a técnica proposta neste
trabalho. No primeiro é usado um conjunto de caracteres manuscritos, que
tem sido amplamente utilizado para o teste de classificação, por causa da
sua complexidade. O segundo experimento utiliza um conjunto contendo
caracteres impressos, usando diferentes fontes.

4.1 Experimento 1
Nesse experimento é apresentada uma análise do conjunto de dados bi-
naryalphadigs (Frank & Asuncion, 2010), usando a estratégia proposta.
Este conjunto de dados é formado por 390 registros, obtidos a partir das
imagens de 39 exemplos dos algarismos 0, 1, ..., 9, escritos à mão, conforme
ilustra a Figura 4.

No experimento realizado com este conjunto, cada caractere foi rea-
mostrado usando uma grade com uma resolução de 16 × 20 pixels, usando
apenas as cores preto e branco (imagens binárias). Assim, cada caractere
é representado neste conjunto através de 320 atributos (pixels) que podem
assumir os valores zero (preto) ou um (branco).

A Figura 5 mostra as transições entre os 320 atributos usando coorde-
nadas paralelas. A visualização dos registros em algumas de suas classes
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Figura 4. Conjunto de dados binaryalphadigs (Frank & Asuncion, 2010),
contendo trinta e nove caracteres (números: 0, 1, ..., 9) escritos à mão.

revela um comportamento particular para cada classe, evidenciando dife-
rentes conjuntos de restrições para cada classe.

As quantidades de restrições nas classes zero até nove são, respectiva-
mente, 228, 315, 155, 197, 117, 188, 196, 277, 88 e 272. Assim, a classe
dos caracteres “1” é a mais exigente (possui um número maior de restri-
ções), enquanto que a classe dos caracteres “8” possui o menor número de
restrições. Como a cardinalidade de todos os atributos é igual a dois, e o
conjunto tem 320 atributos, o número total de transições entre os atributos
do conjunto, obtido usando a Equação 1, é dado por 1.276.
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Figura 5. Visualização obtida usando: a) todas as transições de todos os
caracteres nas dez classes; b) apenas os registros da classe do caractere “0”;
c) apenas os registros da classe do caractere “1”; d) apenas os registros da
classe do caractere “2”; e) apenas os registros da classe do caractere “9”.
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A matriz de confusão apresentada na Figura 6 ilustra a eficácia da
estratégia para classificar os caracteres de acordo com as regras de classi-
ficação propostas, ou seja, o caractere é inserido na classe cujas transições
não são violadas pelas transições impostas pela classe. Nos casos em que
se encontra mais de uma classe satisfazendo esta condição, o caractere é
inserido na classe menos violada que possui mais restrições.

0 39    0     0     0     0     0     0     0     0     0

1 0    39    0     0     0     0     0     0     0     0

2 0     0    39    0     0     0     0     0     0     0

3 0     0     0    39    0     0     0     0     0     0

4 0     0     0     0    39    0     0     0     0     0

5 0     0     0     1     0    38    0     0     0     0

6 0     0     0     0     0     0    39    0     0     0

7 0     0     0     0     0     0     0    39    0     0

8 0     0     0     0     0     0     0     0    39    0

9 0     0     0     0     0     0     0     0     0    39

0     1     2     3     4     5     6     7     8     9

Figura 6. Matriz de confusão obtida com a classificação usando as
transições entre os atributos adjacentes.

Apesar da dificuldade com este conjunto de caracteres (Figura 4), a
matriz de confusão mostra que a maior parte dos registros foi colocada em
suas devidas classes, exceto um registro da classe 5 (caractere “5”), que
foi colocado na classe 3 (caractere “3”). Trata-se do 23o caractere “5” na
Figura 4, que atende todas as restrições das classes 3 e 5 e, pela regra
R2 (regras de classificação propostas), foi reconhecido como da classe 3,
porque ela possui um número maior de restrições que a classe 5.

Conforme apontado anteriormente, uma solução imediata para este pro-
blema é aumentar o tamanho da malha em que a imagem é amostrada, con-
sequentemente, gerando uma quantidade maior de transições. Este efeito
pode ser confirmado nas Figuras 7, 8 e 9 que mostram os resultados obti-
dos com diferentes tamanhos de malha. Na Figura 7 tem-se um resultado
ruim usando a malha 10x8 (reduzida). Nos experimentos realizados, os
caracteres classificados erroneamente são delimitados por retângulos.

Na Figura 8, tem-se o resultado já analisado na matriz de confusão da
Figura 6, que usa a malha 20 × 16, e classifica um caractere “5”, na classe
dos caracteres “3”.

Na Figura 9, amostrando os caracteres sobre uma malha com resolução
40 × 32, tem-se um resultado ótimo, com todos os caracteres classificados
em suas devidas classes. A explicação para a melhoria nos resultados é
que quando se aumenta a malha, aumenta-se também a quantidade de
transições, o que diminui a chance de se classificar os caracteres em classes
erradas.

Em seguida, utilizando transições entre três pixels, tem-se o seguinte
resultado para a malha 10 × 8, ilustrado na Figura 10, onde se verifica
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Figura 7. Resultado ruim da classificação usando uma malha 10 × 8 com
transições entre 2 pixels.
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Figura 8. Resultado razoável da classificação usando uma malha 20 × 16
com transições entre 2 pixels.
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Figura 9. Resultado ótimo da classificação usando uma malha 40 × 32 com
transições entre 2 pixels.
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Figura 10. Resultado melhor para a classificação usando uma malha 10 × 8
com transições entre 3 pixels.

uma quantidade de erros bem menor, se comparada com o resultado da
Figura 7, que também usa a malha 10× 8, porém, usando transições entre
dois pixels.
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Para as malhas 20×16 (Figura 8), o uso das transições entre três pixels
elimina completamente os erros de classificação. Do mesmo modo, o uso de
uma vizinhança de quatro pixels para definir as transições, também elimina
todos os erros, mesmo com a resolução baixa de 10 × 8.

4.2 Experimento 2
Nesse experimento é apresentada uma análise da classificação usando o con-
junto de imagens de caracteres exibido na Figura 11. Neste experimento,
o treinamento do classificador foi realizado usando apenas os caracteres
em (a), enquanto que o teste foi feito usando apenas os caracteres em (b),
observando que se trata de um conjunto de fontes diferentes.

(a)                                 (b)

Figura 11. a) Conjunto de caracteres usados no treinamento do
classificador (30 fontes diferentes); b) Conjunto usado no teste (outras 10

fontes diferentes).

Os resultados deste experimento são apresentados na Figura 12, sendo
que em (a), são utilizadas as transições entre dois pixels, gerando um total
de quatro erros de classificação, em (b), usando as transições entre três
pixels, foi obtida a classificação correta para todos os caracteres, enquanto
que em (c), usando as transições entre quatro pixels, também foi obtida a
classificação sem erros para todos os caracteres.
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(a)                                              (b)                                           (c)

Figura 12. Resultado da classificação usando uma malha 40 × 32 com
transições a) dois pixels; b) três pixels; c) quatro pixels.

O experimento a seguir ilustra o uso da proposta apresentada neste
trabalho, com caracteres alfabéticos (a..z e A..Z), além dos d́ıgitos (0..9).
A Figura 13(a) mostra o conjunto de caracteres usados no treinamento
deste classificador, que no caso corresponde aos caracteres alfanuméricos
usando a fonte Times New Roman.

Neste caso, como existe uma diferença entre os tamanhos dos caracte-
res maiúsculos e minúsculos, deve-se realizar o recorte dos caracteres com
um tamanho adequado, obedecendo a sua altura, tanto na etapa de trei-
namento, quanto na etapa de classificação. Isto é ilustrado na Figura 14,
que mostra como os recortes dos caracteres “a” e “A” devem ser feitos. De
fato, não existe dificuldade alguma neste processo, pois todos os caracte-
res são enquadrados automaticamente dentro de retângulos, todos com a
mesma altura, independentemente de se tratar de um caractere maiúsculo
ou minúsculo.

0123456789

abcdefghijklmnopqrstuvwxyz
ABCDEFGHIJKLMNOPQRSTUVWXYZ

(a)

(b)

Os elementos de um sistema de processamento de imagens de uso genérico são mostrados na

figura 1. Este diagrama permite representar desde sistemas de baixo custo até sofisticadas

estações de trabalho utilizadas em aplicações que envolvem intenso uso de imagens. Ele

abrange as principais operações que se pode efetuar sobre uma imagem, a saber: aquisição,

armazenamento, processamento e exibição. Além disso, uma imagem pode ser transmitida à

distância utilizando meios de comunicação disponíveis. Todas estas operações são descritas a

seguir.

Figura 13. a) Caracteres alfanuméricos usando a fonte Times New Roman,
usados no treinamento do classificador; b) Imagem de um parágrafo

digitalizado do livro de (Marques Filho & Vieira Neto, 1999, página 2).
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aa A A
Figura 14. Enquadramento diferenciado para caracteres maiúsculos e

minúsculos.

A Figura 15 apresenta o texto extráıdo da imagem na Figura 13(b),
com esta classificação. Neste caso, pode-se observar apenas alguns erros: o
caractere “1” (um) foi reconhecido como a letra “l” (L), por causa da grande
semelhança entre estes caracteres usando a fonte Times New Roman; ca-
racteres acentuados, devido a sua não inclusão no conjunto de treinamento
do classificador (Figura 13(a)); pontuações (v́ıgulas, pontos finais) também
não foram reconhecidos pelo mesmo motivo.

Os elementos de um sistema de processamento de imagens de
uso generico sao mostrados na figura 1 Este diagrama permite
representar desde sistemas de baixo custo ate sofisticadas
estaçoes de trabalho utilizadas em aplicaçoes que envolvem
intenso uso de imagens Ele abrange as principais operaçoes que
se pode efetuar sobre uma imagem a saber aquisiçao
armazenamento processamento e exibiçaoAlem disso uma
imagem pode ser transmitida a distancia utilizando meios de
comunicaçao disponiveis Todas estas operaçoes sao descritas a
seguir

Figura 15. Texto extráıdo da imagem apresentada na Figura 14(b).

Em seguida é apresentada uma comparação entre alguns programas de
OCR, que podem ser encontrados na Internet. Neste estudo são compa-
rados a qualidade da classificação, o que é feito através de uma contagem
dos erros de classificação dos caracteres. Também é feita uma comparação
entre os tempos de execução. Os programas usados são:

• FreeOCR.net - Trata-se de um programa OCR que inclui o nú-
cleo Tesseract free OCR, que pode ser usado com os drivers Twain
e WIA. Este núcleo foi desenvolvido pela Hewlett Packard entre
1985 e 1995. Atualmente está dispońıvel sob a forma open-source,
mantido pela Google Inc. Este programa pode ser encontrado em:
http://www.freeocr.net;

• SimpleOCR 3.1 - Este programa foi desenvolvido pela Simple-
Software e é distribúıdo na modalidade freeware, podendo ser usado
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por usuários domésticos, instituições educacionais e também usuá-
rios corporativos. Este programa pode ser encontrado no website
http://www.simpleocr.com;

• A-PDF-OCR - Trata-se de um programa comercial, desenvolvido
pela APDF, que pode ser encontrado em http://www.a-pdf.com;

• Cuneiform Pro OCR 6.0 - Este programa foi desenvolvido pela
Give Me Freeware e usa alfabetos para vinte idiomas diferen-
tes, incluindo o Português. Pode ser encontrado no website
http://freeware.odlican.net;

• Image2pdf OCR 3.2 - Trata-se de um programa freeware,
desenvolvido pela SoftSolutions, que pode ser obtido em
http://products.softsolutionslimited.com;

• ABBYY FineReader 11 Professional - Trata-se de um programa co-
mercial, desenvolvido pela ABBYY USA Software House, que pode
ser encontrado em http://www.abbyy.com.

A Figura 16 mostra o resultado da comparação da qualidade destes
seis programas e também do algoritmo apresentado neste trabalho. A
Figura 17 mostra o resultado da comparação dos tempos de execução destes
seis programas e também do algoritmo apresentado neste trabalho. A
imagem utilizada para a classificação contém 3718 caracteres.
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Figura 16. Contagem de erro de classificação.

4.3 Análise de desempenho
Os tempos médios de processamento, em segundos, do algoritmo proposto,
usando o conjunto de dados binaryalphadigs (Figura 4) é apresentado na
Tabela 2, usando transições entre dois, três e quatro pixels, com diferentes
resoluções de malha. A máquina usada possui um processador Intel Core
i3 M330 de 2.13GHz e 4GB de RAM.

A Tabela 3 apresenta os tempos médios, em segundos, de processa-
mento, usando os caracteres impressos da Figura 11. Neste caso, são usa-
das transições entre dois, três pixels e quatro pixels, com a resolução de
malha de 40 × 32.
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Figura 17. Tempos de excecução (segundos).

Estes resultados mostram que o algoritmo proposto consegue identificar
caracteres em uma taxa média de 316,19 caracteres por segundo, usando a
transição de 4 pixels e 923,36 caracteres por segundo, usando a transição de
3 pixels, com a malha 40×32 (melhores resultados). Usando a transição de
2 pixels, com uma malha 10×8, o algoritmo consegue identificar caracteres
em uma taxa média de 28.994,75 caracteres por segundo, o que é bastante
razoável para tarefas que precisam realizar identificações de caracteres em
tempo real.

A Figura 18 mostra como o tempo de processamento e a quantidade de
erros obtidos estão relacionados com as quantidades de pixels usadas nas
transições. Foram utilizados os dados obtidos com o experimento usando o
conjunto de dados binaryalphadigs (malha 10×8) para construir os gráficos.

5. Conclusões

A classificação de caracteres usando as transições entre os ńıveis dos pixels
adjacentes se mostrou bastante eficiente, mesmo com um conjunto de ca-
racteres tão dif́ıcil como os caracteres manuscritos, pois como se observa, o
caractere “1” (Figura 4), por exemplo, apresenta uma grande variação, que
tem desafiado a maioria dos algoritmos conhecidos de reconhecimento de
caracteres. A descrição dos caracteres a partir do comportamento das tran-

Tabela 2. Tempos médios de processamento (segundos) para um caractere
usando o algoritmo proposto (conjunto de dados binaryalphadigs –

Figura 4).

Resoluções

Transições 10 × 8 20 × 16 40 × 32

2 pixels 0,0000344 0,0001511 0,0006261
3 pixels 0,0000782 0,0002851 0,0010766
4 pixels 0,0001614 0,0005958 0,0031556
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Tabela 3. Tempos médios de processamento (em segundos) para um
caractere usando o algoritmo proposto (caracteres da Figura 11).

Resolução

Transições 40 × 32

2 pixels 0,000683
3 pixels 0,001083
4 pixels 0,001849

tempo de processamento
(10   segundos)

erros de
classificação

pixels pixels

16,14

7,82

3,44

0
2 3 4 2 3 4

33

2

0

-5

Figura 18. a) Tempos de processamento × quantidade de pixels usadas
nas transições; b) Erros de classificação × quantidade de pixels usadas nas

transições.

sições de ńıveis entre os pixels vizinhos se mostrou uma estratégia muito
simples, rápida e eficiente, que pode ser facilmente implementada em hard-
ware e usada em aplicações em tempo real. Este é o caso dos sistemas de
visão computacional que obtêm suas imagens a partir de câmeras de v́ı-
deo, como robôs autônomos e véıculos rápidos não tripulados. O uso de
malhas de maiores dimensões resulta em um aumento no número de transi-
ções entre pixels, contribuindo para a melhoria dos resultados. Do mesmo
modo, o uso de transições entre três pixels também contribui para aumen-
tar o número de combinações e transições, descrevendo melhor cada classe
de caracteres. Observando que um aumento excessivo na quantidade de
transições gera uma perda da capacidade de generalização da classificação.
Este algoritmo também está sendo aplicado em reconhecimento automá-
tico de placas de sinalização de velocidade, para fins de georreferenciamento
automático das mesmas, com resultados bem promissores.
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Capítulo 15

Localização, Segmentação e Reconhecimento
de Caracteres em Placas de Automóveis

Leonardo Augusto Oliveira e Adilson Gonzaga∗

Resumo: O objetivo deste caṕıtulo é propor uma técnica de baixa
complexidade computacional para localização de placas de automó-
veis em imagens de cenas reais, segmentação desta placa e extra-
ção dos caracteres para reconhecimento. A etapa de Localização é
baseada na busca de regiões da imagem de maior concentração de
mudanças bruscas na intensidade. A etapa de Segmentação consiste
no processamento da imagem para obter uma imagem binária sem
rúıdos e com objetos bem definidos. A etapa de Reconhecimento
consiste em examinar cada objeto, em comparação com um con-
junto de máscaras que indicam a sua identificação. Cada módulo
obteve taxa de precisão de cerca de 90%.

Palavras-chave: Processamento de imagens, LPR, Reconheci-
mento de placas.

Abstract: The purpose of this chapter is to propose a low computa-
tional complexity technique to locate license plates in images of real
scenes, in order to segment and extract the characters for recog-
nition. The Localization step is based on searching image regions
of highest concentration of abrupt changes of intensity. The Seg-
mentation step consists in processing the image in order to obtain
a binary image without noise and well defined objects. The Recog-
nition step consists in examining each object in comparison with
a set of masks that indicate his identification. Each single module
achieved an accuracy rate of about 90%.

Keywords: Image processing, LPR, Plate recognition.
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1. Introdução

O crescente interesse pela automatização de processos e introdução de no-
vas tecnologias são fatores motivadores para diversas pesquisas no ramo
de reconhecimento de padrões em imagens. Visão computacional e reco-
nhecimento de caracteres para sistemas de reconhecimento de placas de
automóveis (LPR, do inglês License Plate Recognition) são módulos prin-
cipais para os sistemas inteligentes de infraestrutura, como os de controle
de tráfego e de cobrança de pedágio (Anagnostopoulos et al., 2008).

Na década de 70, quando iniciaram-se os trabalhos no assunto, fatores
computacionais eram limitantes, não permitindo aplicabilidade direta das
técnicas desenvolvidas. Com o avanço da microeletrônica e das arquiteturas
de computadores, técnicas digitais passaram a ser mais empregadas, sendo
fortemente difundidas e ainda estudadas nos dias de hoje (Gonzalez &
Woods, 2008). Atualmente, métodos computacionais inteligentes permitem
a abordagem do problema utilizando lógica fuzzy, redes neurais artificiais
e algoritmos genéticos (de Campos, 2001).

O objetivo de um sistema de reconhecimento automático de placas de
automóveis é fornecer uma sáıda simples para uma entrada complexa. A
entrada é uma imagem estática, contendo diversos elementos desnecessá-
rios e o elemento essencial: a placa do automóvel. Computacionalmente,
essa entrada é uma matriz numérica que contém informações dos ṕıxeis da
imagem. A sáıda pode ser, por exemplo, uma sequência de caracteres, uma
string, com os números e letras que compõe a placa.

Este trabalho descreve um método de localização de regiões de in-
teresse (ROI, do inglês Region of Interest) e reconhecimento de padrões
aplicado à identificação de placas de automóveis. O ojetivo é obter um
algoritmo de LPR simples e eficiente que possa ser usado com imagens de
placas em carros brasileiros.

O texto está organizado da seguinte maneira: na Seção 2 são apresen-
tadas técnicas de LPR difundidas, usando-as como base para a formulação
da abordagem proposta, descrita na Seção 3. Na Seção 4 são apresentados
os resultados obtidos com o algoritmo desenvolvido. Na Seção 5 conclui-se
sobre a metotodologia proposta.

2. Técnicas de LPR

São três etapas básicas no processo de reconhecimento de uma placa de
automóvel: (a) Localização e segmentação da placa, (b) Segmentação dos
caracteres e (c) Reconhecimento dos caracteres.
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2.1 Localização
A Localização e segmentação da placa consiste em realizar um rastreamento
em toda a imagem a fim de identificar a exata região que contém somente
a placa do automóvel e segmentá-la.

Grande parte dos trabalhos, no que diz respeito à Localização, baseia-
se em alguma caracteŕıstica das placas que a destacam na imagem de um
carro, como a alta frequência de mudança de brilho na região da placa.
Brandão et al. (2004) propõem um algoritmo “baseado em operações mor-
fológicas multi-estágio”. A busca por candidatos a placa em uma imagem
considera três caracteŕısticas básicas, para as quais foram desenvolvidos
estágios independentes: (a) são regiões de alto contraste, (b) possuem
sequência alinhada de objetos (os caracteres) e (c) são retangulares. O
algoritmo percorre os três estágios em busca de regiões de interesse que
obedeçam aos critérios. Os resultados obtidos pelos autores indicam taxa
de sucesso de 89,15% com o uso do estágio (a), 94,21% com o uso dos
estágios (a) e (b) e 97,18% de sucesso com o uso dos três estágios.

Anagnostopoulos et al. (2006) apresentam um estudo acerca das diver-
sas abordagens do tema. Os autores reiteram a observação de que métodos
baseados em detecção de bordas são altamente suscept́ıveis a rúıdos indese-
jados. Eles analisam que os rúıdos considerados não são somente devido à
má qualidade da imagem ou má iluminação, mas a objetos que têm carac-
teŕısticas semelhantes às placas. Os autores analisam que o uso de técnicas
morfológicas para eliminar bordas indesejadas previamente à aplicação do
método de detecção de bordas resulta em ı́ndices de sucesso relativamente
altos e computacionalmente rápidos se comparados a outros métodos. Dis-
cutem o uso da transformada de Hough (HT, do inglês Hough Transform),
afirmando que ela exige muito esforço computacional. É proposta a com-
binação de duas técnicas: aplicação de algoritmos de detecção de bordas
aliados à HT. O uso daquela técnica torna esta menos dispendiosa compu-
tacionalmente.

Em seguida, os autores propõem um método de análise estat́ıstica. A
técnica “Janelas Concêntricas Deslizantes” (do inglês Sliding Concentric
Windows) foi desenvolvida para identificar irregularidades locais na ima-
gem utilizando medidas estat́ısticas como desvio padrão e média. Duas
janelas retangulares concêntricas A e B (de tamanhos diferentes) deslizam
pela figura, obtendo valores estat́ısticos que denunciam a caracteŕıstica irre-
gular (alta frequência de mudança de brilho) na localidade: quando a razão
das medidas estat́ısticas das janelas A e B for maior que um valor definido
T , a janela retangular A é considerada uma ROI. Para definir os tamanhos
das janelas A e B e o valor de T os autores realizaram testes, buscando os
melhores resultados. Espera-se que as janelas A e B com proporção igual à
das placas de automóveis sejam as melhores, como os testes comprovaram.
Em relação ao parâmetro T , os autores assumem que não há evidência de
como obtê-lo e portanto a melhor maneira é por tentativa-e-erro.
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Khalifa et al. (2006) calculam a projeção horizontal (vetor com soma
dos valores de intensidade dos ṕıxeis em cada linha) e os picos do gráfico in-
dicam a provável posição vertical da placa (a altura em que ela se encontra
na imagem). Janelas deslizantes buscam pelas regiões de maior densidade
de bordas em projeções verticais. Desta forma, tem-se a posição vertical e
horizontal da placa na imagem. Os resultados obtidos para localização das
placas tiveram precisão de 92,1%.

Martinsky (2007) propõe um algoritmo em que se busca uma faixa ho-
rizontal na qual a ROI deve estar contida. Dentro desta faixa, calcula-se a
projeção vertical e análise semelhante é feita para identificar a posição da
placa dentro daquela faixa. Com algumas candidatas selecionadas, o autor
faz uma análise heuŕıstica de caracteŕısticas que validarão a melhor candi-
data. São consideradas quatro caracteŕısticas: (a) a altura da região, sendo
preferidas as de menor altura, (b) a altura do pico da projeção horizontal,
sendo preferidas as regiões onde forem identificados maior quantidade de
bordas verticais, (c) valor da área sob o gráfico deste pico e (d) proporção
do retângulo. O autor atribui pesos a cada caracteŕıstica, de acordo com
critérios emṕıricos, e realiza uma seleção das melhores candidatas a partir
dos valores obtidos.

2.2 Segmentação dos caracteres
A Segmentação de caracteres consiste em separar cada objeto correspon-
dente a um caractere para análise e reconhecimento em etapa posterior.

O uso de métodos mais simples ou mais complexos, bem como a taxa
de sucesso deles, depende muito de como foi feita a localização da placa e
da qualidade dos algoritmos de pré-processamento das imagens, principal-
mente de binarização.

Chang et al. (2004) realizam o agrupamento de pixeis pela rotulagem
daqueles que estejam de alguma forma conectados. Para definir quais ob-
jetos interessam e quais são descartáveis, o algoritmo primeiramente exclui
os objetos que tenham proporção fora de uma faixa pré-estabelecida, que é
t́ıpica dos caracteres das placas analisadas. Em seguida, os objetos restan-
tes devem estar alinhados. Para este cálculo, aplica-se a HT aos centróides
para determinar o alinhamento dos objetos. Finalmente, se o número de
objetos for maior que um número pré-estabelecido, elimina-se um a um
a partir do de menor tamanho. Os autores, porém, consideram diversas
possibilidades de erros, como um caractere ser composto de dois objetos
ou dois caracteres formarem um único objeto. Estes fatores prejudicam
a segmentação dos caracteres; considerá-los torna o projeto extremamente
robusto. Os autores propõe um algoritmo que realiza sequencialmente ope-
rações de exclusão, junção e divisão de objetos. A cada sequência, faz-se
as análises já citadas: proporção, alinhamento e quantidade de objetos. O
processo é repetido até que se chegue a uma solução satisfatória. É um al-
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goritmo complexo, mas com taxa de 95,6% de sucesso para a identificação
de caracteres com uso de imagens de entrada de alta complexidade.

Conci & Monteiro (2004) fazem uma análise mais simples: após a rotu-
lagem dos ṕıxeis e obtenção dos objetos contidos na imagem, estimam-se os
limites superior e inferior dos caracteres na placa. Desta forma, os objetos
que não obedeçam a esse critério são eliminados e apenas os 7 caracteres
interessantes restarão.

Anagnostopoulos et al. (2006) propõe um método interessante de loca-
lização de cadidatos a placas: SCW, ou “Janelas Concêntricas Deslizantes”,
já apresentado na seção 2.1. Aos candidatos a placa, aplica-se um método
de binarização utilizando um valor de limiar localmente adaptivo chamado
de método de Sauvola, que calcula um valor de limiar para cada pixel
considerando média e variância locais. O objetivo é eliminar problemas
relacionados a iluminação não-homogênea. Em seguida, os autores pro-
põem o método de Análise de Componentes Conectados (CCA, do ingês
Connected Component Analysis), que nada mais é do que o método de ro-
tulagem. Com os ṕıxeis rotulados e agrupados, aplica-se um algoritmo de
seleção dos objetos de interesse. Os autores provocam, propositalmente,
que a placa seja um único objeto com diversos orif́ıcios (os caracteres),
para então fazer a seguinte análise: o objeto desejado deve ter orientação
horizontal (inclinação menor do que 35 graus), aspect ratio entre 2 e 6 e
mais do que 3 orif́ıcios presentes na imagem. Considera-se, ainda, o caso de
a binarização resultar em caracteres como objetos e a placa como plano de
fundo. Desta forma, a condição do número de orif́ıcios será desobedecida,
a figura terá seus valores de ṕıxeis invertidos e o processo de seleção será
realizado novamente.

Com a imagem invertida, tem-se agora os caracteres como objetos.
De forma semelhante à realizada anteriormente, aqueles objetos que não
satisfizerem condições de orientação angular e altura são eliminados e o
processo de segmentação é finalizado. Os autores indicam taxa de sucesso
de 96,5%, sendo que utilizaram um banco de dados extenso (1334 entradas)
e composto de imagens de caracteŕısticas complexas.

Draghici (2007) faz inicialmente uma projeção horizontal de uma ima-
gem binária, de modo a identificar grupos de objetos que estejam em uma
mesma reta horizontal. Neste grupo, é feita a projeção vertical da ima-
gem para identificar cada objeto separadamente. Feita a segmentação dos
caracteres, os resultados são validados. Caso um erro seja reportado, o al-
goritmo retorna ao ponto de binarização da imagem, buscando outro valor
de limiar e repetindo o processo (projeção horizontal → projeção vertical
→ segmentação) até que sejam encontrados objetos que sejam validados
como caracteres de uma placa de automóvel.
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2.3 Reconhecimento
O Reconhecimento de caracteres é a etapa em que um objeto segmentado
é analisado e associado a um único caractere alfanumérico.

Diversos autores utilizam redes neurais para o processo de Reconheci-
mento. O objetivo básico de sistemas baseados em redes neurais é realizar
um treinamento prévio do programa com um banco de dados espećıfico
para o treinamento, para então fazer a análise das placas de outro banco
de dados.

A análise das projeções vertical e horizontal dos objetos é utilizada
por Belvisi et al. (1999). A comparação é feita pelas projeções verticais e
horizontais das funções f(x, y) e w(x, y) do objeto e da máscara. A medida
de igualdade entre as projeções do objeto e da máscara é dada por meio
de um limite máximo percentual de pontos diferentes. Os autores não
especificam um valor, mas assinalam uma alta taxa de acerto do sistema.

Conci & Monteiro (2004) aplicam o método dos Momentos Invarian-
tes de Hu. Espera-se que cada caractere tenha um valor definido para os
momentos que o diferem dos demais caracteres. Definidos os valores de
momentos para cada caractere de 0 a 9 e de A a Z, e calculados os mo-
mentos do objeto desconhecido, basta estabelecer com qual deles há maior
similaridade. Os autores obtiveram 99% de acerto utilizando um banco de
imagens simples, porém com um longo tempo de processamento, já que os
cálculos dos Momentos de Hu são computacionalmente dispendiosos.

Sancho (2006) utiliza a técnica de correlação-cruzada (cross-
correlation). Basicamente, a imagem de um caractere f(x, y) é comparada
a uma máscara padrão w(x, y) usando correlação 2D.

O valor de sáıda da função de correlação-cruzada será maior de acordo
com a maior semelhança entre a máscara e o objeto analisado. O autor ad-
mite que śımbolos semelhantes (por exemplo, as letras O e D) não podem
ser avaliados com segurança pelo método proposto. Para este problema,
aplica-se um Solucionador de Problemas com Restrições Otimizado (COPS,
do inglês Constrained Optimization Problem Solver). O COPS têm o obje-
tivo de atingir os seguintes objetivos: (a) os candidatos devem ser placas
de automóveis válidas na Espanha, (b) apenas os três śımbolos com maior
valor de correlação-cruzada são considerados, (c) sequências maiores de
caracteres têm precedência em relação às menores e (d) a soma dos valores
de correlação-cruzada é considerada. O autor indica uma taxa de 90% de
acerto com menos de um segundo de tempo de processamento.

3. Material e Método

A abordagem proposta se baseia na morfologia e estat́ıticas das imagens
para realizar a Localização e Segmentação das placas, e na Correlação
2D para o Reconhecimento. A análise de histogramas e de caracteŕısticas
morfológicas exige, porém, boa segmentação e processamento prévio da
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imagem de modo a aproximar ao máximo o caractere desconhecido de sua
máscara comparativa previamente armazenada.

Para a implementação do algoritmo proposto neste trabalho, foram
utilizadas imagens próprias e outras dispońıveis na Internet. São cinco
bancos de imagens: BD1, BD2, BD3, BD4 e BD5. O BD1 foi obtido junto
ao Laboratório de Processamento Digital de Sinais e Imagens (LPDSI) e é
composto de 75 imagens em ńıveis de cinza, obtidas em cancelas de pedágio
no estado do Rio de Janeiro (LPDSI, 2011). As imagens são consideradas
de má qualidade. Os bancos BD2 e BD3 são compostos por, respectiva-
mente, 79 e 127 imagens, capturadas no estacionamento do câmpus de São
Carlos da Universidade de São Paulo. As imagens têm boa qualidade. O
BD3 diferencia-se do BD2 por este ter sido utilizado como conjunto de trei-
namento para o desenvolvimento do algoritmo, enquanto aquele é utilizado
apenas como conjunto de teste. Os bancos BD4 e BD5 são compostos por
17 imagens cada um, também obtidas no estacionamento do câmpus de São
Carlos da Universidade de São Paulo e de boa qualidade. Diferenciam-se
dos outros pela posição de obtenção das fotos, de tal forma que estas esti-
vessem inclinadas, gerando a necessidade de se trabalhar com correção de
rotação nos algoritmos.

As Figuras 1a, 1b e 1c são exemplos de imagens utilizadas dos dife-
rentes bancos. As placas foram parcialmente cobertas apenas para fins de
divulgação das imagens.

(a) Imagem do BD1

(b) Imagem do BD2 (c) Imagem do BD4

Figura 1. Exemplos de imagens utilizadas neste trabalho.
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Para obtenção das imagens dos bancos BD2, BD3, BD4 e BD5 foi
utilizada uma câmera do modelo Sony Cyber-shot DSC-H10, em modo
automático, sem flash e com resolução mı́nima (640× 480 pixeis).

O algoritmo foi desenvolvido utilizando MATLAB versão R2008b com
o Image Processing Toolbox (IPT). O software foi desenvolvido em um no-
tebook modelo HP Pavillion dv4000, com processador AMD Turion X2 de
2,1GHz, 4G de memória RAM e sistema operacional Windows 7 Professi-
onal.

3.1 Localização da região da placa
O método proposto para localização da placa é baseado na busca por regiões
da imagem onde o gradiente horizontal tem valor mais significativo. O vetor
gradiente ∇fy = δf

δy
terá os valores correspondentes às diferenças entre

os pixeis vizinhos na direção horizontal. Uma imagem resultante desta
operação (considerando o módulo do gradiente) acusa regiões de maior
mudança brusca de intensidade onde o gradiente tiver maior valor.

O método proposto baseia-se na varredura da imagem gradiente feita
por janelas retangulares de tamanho proporcional à placa. Em cada ponto
da varredura é calculada a média dos pixeis daquela região, comparando
sempre com a maior média já encontrada. Ao fim da varredura, a região
com a maior média entre todas será a placa do automóvel. A Figura 2
ilustra o procedimento.

Figura 2. Varredura da imagem por janelas.

O processo desenvolvido exige uma filtragem de suavização para reti-
rar rúıdo e eliminar a possibilidade de detecção de elementos indesejados.
A grade frontal presente em alguns modelos de carros é um exemplo de
elemento indesejado. Estes, porém, costumam apresentar frequência de
mudança de intensidade maior do que os caracteres da placa. O filtro de
suavização aliado à operação morfológica de abertura promovem a elimina-
ção destas altas frequências, fazendo com que a região de maior densidade
de magnitude do gradiente seja a região da placa.

Aplica-se suavização linear de média seguida de abertura morfológica
em escala de cinza, ambos de ordem 5× 5. A abertura é uma operação de
erosão seguida de uma dilatação, usando um elemento estruturante qua-
drado 5× 5. Basicamente, elementos da imagem de largura menor do que
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5 pixeis serão eliminados enquanto elementos do plano de fundo serão pre-
enchidos. As Figuras 3a, 3b e 3c exemplificam o processamento da imagem
(suavização e abertura morfológica) e as figuras seguintes mostram a Loca-
lização falha de uma região de interesse sem prévia filtragem (Figura 4a) e
Localização com sucesso desta região após a filtragem proposta (Figura 4b).

(a) Imagem original (b) Suavização (c) Abertura

Figura 3. Processo de filtragem da imagem para Localização.

(a) Sem a filtragem (b) Com a filtragem

Figura 4. Resultados de Localização.

Para os casos de imagens dos bancos BD4 e BD5 é preciso considerar
a possibilidade de corrigir a rotação da imagem, o que ocorre quando a
fotografia é obtida de maneira inclinada. A correção da rotação será feita
com o uso da HT (Transformada de Hough), de acordo com o seguinte
algoritmo:

i) Aplicar detector de bordas Sobel na imagem;

ii) Aplicar a HT (ρj = xj cos θj + yj sin θj) em cada pixel da imagem;

iii) Obter uma matriz H cujos ı́ndices indicam o par (ρj ,θj) e o valor de
cada elemento indica a quantidade de pontos do plano xy residem na
reta indicada em ρθ;

iv) Elementos grandes deH indicam as linhas retas da imagem, pois vários
pontos residem naquele par (ρj ,θj). Selecionar o maior elemento de
H;

v) Encontrar o θ correspondente ao Hmax no gráfico ρ = x cos θ+ y sin θ;

vi) O valor do ângulo é tal que 0 ≤ θ ≤ π. Caso θ > π/2, definir θ′ = θ−π,
que indica a mudança no sentido de rotação. Caso contrário, θ′ = θ.
Armazenar valor de θ′;

vii) Rotacionar a imagem em θ′ radianos.



292 Oliveira & Gonzaga

Após esta correção de rotação, a imagem pode ser analisada nas etapas
já descritas como se a fotografia tivesse sido obtida frontalmente à placa
do automóvel.

3.2 Processamento da imagem da placa
Com a localização e segmentação da região da placa, o histograma equiva-
lente apresenta dois picos bem definidos (caracteres e fundo). A próxima
etapa, visando à segmentação dos caracteres, é a binarização da região
da placa segmentada. Foi utilizado o método Basic Global Thresholding
(BGT) para definir o valor de limiar (Gonzalez & Woods, 2008). O algo-
ritmo é composto por 5 passos:

i) Definir um valor estimado inicial T0.

ii) Dividir os pixeis em dois grupos: G1, com todos aqueles com intensi-
dade ≤ T , e G2, com os restantes.

iii) Calcular as médias m1 e m2 dos pixeis de G1 e G2.

iv) Computar o novo valor de limiar por T = m1+m2
2

.

v) Caso a diferença entre T e T0 seja menor que um valor pré-definido
∆T , finalizar. Caso contrário, T0 assume o valor de T e retorna-se ao
passo (ii).

O método funciona bem quando há clara definição entre picos e vale no
histograma da imagem.

3.3 Segmentação de caracteres
A entrada para o processo de Segmentação dos caracteres é uma imagem
binária, com poucos agrupamentos de pixeis além dos caracteres.

Todos os agrupamentos a serem segmentados são analisados por heu-
ŕısticas. O objetivo é eliminar todos os objetos que excedam ao grupo de
3 letras e 4 números. São atribúıdos valores a uma variável em cada teste.
Quanto mais distante do valor esperado o objeto estiver, maior será o valor
desta variável. Ao final dos testes, as 4 variáveis (HA, HB , HC e HD) serão
somadas e os 7 agrupamentos que apresentarem os menores valores totais
HT serão os caracteres.

Os 4 testes heuŕısticos propostos consideram as seguintes caracteŕısti-
cas: posicionamento do centróide, altura do objeto, aspect ratio (razão de
largura por altura) e área do objeto.

• Teste A: Espera-se que o centróide de um objeto que corresponda
a um caractere esteja na porção central da imagem, considerando a
direção vertical. Portanto, neste teste obtém-se a diferença entre a
posição do centróide e a metade da altura da imagem. Foi atribúıdo
peso X = 50 a esta diferença, resultando em HA.
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• Teste B: Obtendo a altura de todos os objetos da imagem, sabe-se
que o valor da mediana da sequência de valores de altura correspon-
derá necessariamente à altura de um caractere. Desta forma, esta
altura será considerada como gabarito para cada caractere. Por-
tanto, calcula-se HB como o módulo da diferença entra a altura do
objeto e a altura mediana, normalizada pela altura da imagem e com
peso X = 80.

• Teste C: Entre os caracteres de uma placa de automóvel, a letra I
ou o número 1 podem ser considerados aqueles de menor aspect ratio
e letras como M ou G podem ser consideradas as de maior aspect
ratio. Deve-se estabelecer um valor mı́nimo e um valor máximo para
aspect ratio (AR) e testar os objetos quanto a esta caracteŕıstica.
Para o banco BD1, foram obtidos ARmin = 0, 50 e ARmax = 1, 75.
Para os demais, foram obtidos ARmin = 0, 15 e ARmax = 1, 00. O
valor de HC é dado pela equação 1:

HC =


X |ARmin−AR|

AR
para AR < ARmin

X |ARmax−AR|
AR

para AR > ARmax
0 caso contrário

(1)

na qual HC é o valor atribúıdo ao teste e X é o peso vinculado a este
valor, AR, ARmin e ARmax são os valores de aspect ratio do objeto,
mı́nimo e máximo esperados, respectivamente.

O valor do peso X é utilizado para maximizar os valores daque-
les objetos que apresentem aspect ratio muito distante do esperado.
Estabeleceu-se:

X =



60 para AR ≤ ARmin
1,5

20 para ARmin
1,5

< AR ≤ ARmin
1,2

10 para ARmin
1,2

< AR ≤ ARmin
90 para AR ≥ 1, 5ARmax
30 para 1, 2ARmax ≥ AR < 1, 5ARmax
15 para ARmax ≥ AR < 1, 2ARmax

(2)

• Teste D: O último teste diz respeito à área dos objetos. Com o
aspect ratio mı́nimo e máximo esperados, definidos anteriormente, e
a altura esperada, definida como a mediana das alturas dos objetos
contidos na imagem, tem-se:

Área = AspectRatio ·AlturaMediana2 (3)
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Portanto, pode-se considerar Amin = ARmin · AM2 e Amax =
ARmax ·AM2. Assim, HD é calculada por:

HD =


X |Amin−A|

A
para A < Amin

X |Amax−A|
A

para A > Amax
0 caso contrário

(4)

na qual HD é o valor atribúıdo ao teste e X é o peso vinculado a
este valor, A, Amin e Amax são os valores de área do objeto, mı́-
nimo e máximo esperados, respectivamente, calculados conforme a
equação 3.

Neste teste, estabeleceu-se, empiricamente:

X =



70 para A ≤ Amin
2,0

10 para Amin
2,0

< A ≤ Amin
1,5

5 para Amin
1,5

< A ≤ Amin

70 para A ≥ 2, 0Amax
10 para 2, 0Amax > A ≥ 1, 5Amax
5 para 1, 5Amax > A ≥ Amax

(5)

A altura do objeto é fator mais determinante do que o posicionamento
do centróide, pois este tem uma valor esperado menos constante do que
a altura: alguns caracteres tem o centróide deslocado em relação ao cen-
tro geométrico, como a letra L, enquanto a altura esperada de todas os
caracteres é a mesma. Portanto, o Teste B deve ter maior peso no resul-
tado final do que o Teste A. Os pesos foram definidos empiricamente por
tentativa-e-erro.

3.4 Reconhecimento
O Reconhecimento é realizado por correlação da imagem obtida de um
caractere com diversas imagens pertencentes a uma base de dados padrão:
as máscaras.

As máscaras foram divididas em dois bancos: o primeiro é formado
por imagens de todos os 10 caracteres numéricos e 26 letras do alfabeto
escritos com a fonte Mandatory, definida oficialmente pelo Conselho Na-
cional de Trânsito (CONTRAN) pela Resolução 231, de 2007; o segundo
é formado por imagens dos 36 caracteres alfunuméricos utilizando a fonte
DIN Mittelschrift, usual nos carros emplacados antes de 2007.

A comparação entre o caractere e as máscaras é feita por Correlação
2D, por meio do Coeficiente de Correlação de Pearson (CCP), uma medida
estat́ıstica para comparação linear entre dois conjuntos de dados. Seu valor,
em módulo, varia de 0 a 1. Quanto mais perto de 1 maior é o grau de
dependência estat́ıstica linear entre as variáveis. No outro oposto, quanto



Localização, segmentação e reconhecimento de caracteres em placas de automóveis 295

mais próximo de zero, menor é a força desta relação (Figueiredo Filho &
Silva Júnior, 1999). A Equação 6 representa o CCP entre dois vetores.

ρ =

∑
(xi − x̄) · (yi − ȳ)∑

(xi − x̄)2 ·
∑

(yi − ȳ)2
(6)

na qual ρ é o CCP, xi e yi são os valores da posição i dos vetores x e y, e
x̄ e ȳ representam a média dos valores dos vetores x e y, respectivamente.

Os gráficos das Figuras 5a, 5b e 5c são exemplos de correlações positiva,
nula e negativa (respectivamente, da esquerda para a direita) entre dois
vetores de valores. Nota-se que valores próximos de x e y levam a uma
correlação positiva dos dados. É o caso de uma análise entre um caractere
e sua máscara correspondente.

(a) Positiva (b) Nula (c) Negativa

Figura 5. Gráficos de Correlação.

O cálculo do CCP entre as imagens exige que elas tenham o mesmo
tamanho e o resultado apresentado não é invariante a escala ou rotação. O
desenvolvimento de um algoritmo que obedeça a essas condições de invari-
ância é complexo e computacionalmente mais dispendioso. Neste trabalho
houve um esforço de correção de rotação, inclinação e escala de tal forma
que não se fez necessário considerar tais condições. A simples aplicação da
correlação é suficiente para definir a melhor máscara para dado objeto.

A imagem do caractere desconhecido é comparada, por meio do cálculo
do CCP, com as 72 máscaras. A máscara mais semelhante ao caractere,
ou seja, com o maior valor do CCP entre ambos, indicará qual é a letra ou
número correspondente.

4. Resultados

A Tabela 1 apresenta os resultados de desempenho do algoritmo de Loca-
lização da placa dentro das imagens em cada banco.

Apesar da má qualidade das imagens do BD1, foram obtidos ótimos
resultados. A taxa de 97,3% alcançada neste trabalho é extremamente
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Tabela 1. Resultados do processo de Localização.

Banco Total Acertos Taxa de acerto

BD1 75 73 97,3%
BD2 79 77 97,5%
BD3 127 116 91,3%
BD4 17 14 82,3%
BD5 17 13 76,5%

positiva, visto que foi utilizado um método simples e rápido. As taxas de
sucesso dos bancos BD2 e BD3 são superiores a 91%.

As taxas de sucesso mais baixas dos bancos BD4 e BD5 são consequên-
cias de falhas do processo de correção de rotação, extremamente importante
para essas imagens.

A Figura 6 mostra exemplos de resultados da etapa de Localização em
todos os bancos de dados utilizados.

(a) Exemplo 1 - BD1 (b) Exemplo 2 - BD1

(c) Exemplo 1 - BD2 (d) Exemplo 2 - BD2

(e) Exemplo 1 - BD3 (f) Exemplo 2 - BD3

(g) Exemplo 1 - BD4 (h) Exemplo 2 - BD4

(i) Exemplo 1 - BD5 (j) Exemplo 2 - BD5

Figura 6. Exemplos de resultados de Localização.

O desempenho do algoritmo de Segmentação dos caracteres é apresen-
tado na Tabela 2. O total de caracteres refere-se ao número de placas
corretamente localizadas vezes 7.



Localização, segmentação e reconhecimento de caracteres em placas de automóveis 297

Tabela 2. Resultados (por caractere) da Segmentação

Banco Total Acertos Taxa de acerto

BD1 511 455 89,0%
BD2 539 493 91,5%
BD3 812 774 95,3%
BD4 98 85 86,7%
BD5 91 78 85,7%

Os resultados do BD3 são os mais animadores. É o maior banco de
imagens utilizado no trabalho e apresentou taxa de acerto de 95,3%. As
imagens que o compõe não foram utilizadas no conjunto de treinamento,
mas somente no conjunto de testes, o que confere maior significância aos
resultados obtidos.

Pode-se observar que as taxas de acerto dos bancos BD4 e BD5 se
aproximam das taxas dos bancos BD2 e BD3, como esperado, já que os
resultados negativos do processo de correção de rotação não têm influência
nesta etapa.

A Figura 7 mostra exemplos de resultados da etapa de Segmentação
em todos os bancos de dados utilizados. As imagens foram selecionadas em
uma etapa intermediária para mostrar a presença de alguns elementos inde-
sejados, principalmente nas laterais das figuras, que serão posteriormente
retirados para o Reconhecimento dos caracteres. Os procedimentos mais
complicados, no entanto, ocorreram até obter os resultados exemplificados
nestas figuras.

A taxa de acerto na etapa de Reconhecimento é mostrada na Tabela 3.

Tabela 3. Resultados (por caractere) do processo de Reconhecimento
considerando os acertos nas etapas anteriores.

Banco Total Acertos Taxa de acerto

BD1 455 428 94,1%
BD2 493 460 93,3%
BD3 774 724 93,5%
BD4 85 77 90,6%
BD5 78 70 89,7%

As altas taxas de acerto do algoritmo indicam, mais do que a quali-
dade do processo de reconhecimento, a qualidade das etapas anteriores ao
reconhecimento. O método de Correlação 2D não é invariante a escala
de rotação e altamente senśıvel a pequenos desvios da reta indicativa da
correlação. Figueiredo Filho & Silva Júnior (1999) afirmam que o CCP é
fortemente afetado pela presença de outliers, que são pontos aleatórios fora
da curva esperada. Veja o exemplo de um outlier na Figura 8. O segmento
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(a) Exemplo 1 - BD1 (b) Exemplo 2 - BD1

(c) Exemplo 1 - BD2 (d) Exemplo 2 - BD2

(e) Exemplo 1 - BD3 (f) Exemplo 2 - BD3

(g) Exemplo 1 - BD4 (h) Exemplo 2 - BD4

(i) Exemplo 1 - BD5 (j) Exemplo 2 - BD5

Figura 7. Exemplos de resultados de Segmentação.

sólido indica a provável reta obtida com a influência do outlier e o seg-
mento tracejado indica a provável reta sem a sua influência. Analisando
graficamente, diz-se que quanto maior é a distância da reta em relação às
regiões mais densas de pontos, menor é o coeficiente de correlação entre os
eles.

Figura 8. Representação simples de um outlier: o ponto fora da curva
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Portanto, um caractere pode ter seu Reconhecimento prejudicado por
mais que ocorram apenas pequenos desvios em relação à sua máscara cor-
respondente. As altas taxas de acerto do processo de reconhecimento in-
dicam, portanto, que as etapas de Localização e Segmentação foram bem
executadas (salvo os problemas ocorridos com a correção de rotação).

Os resultados combinados das três etapas são apresentados na Tabela 4.
Aqui são consideradas todas as imagens dos bancos vezes 7 caracteres a
serem reconhecidos por placa.

Tabela 4. Resultado geral da abordagem proposta.

Banco Total Acertos Taxa de acerto

BD1 525 428 81,5%
BD2 553 460 83,2%
BD3 889 724 81,4%
BD4 119 77 64,7%
BD5 119 70 58,8%

Todos 2205 1754 79,5%

Para se analisar os tempos de processamento do programa desenvolvido
com a metodologia proposta, realizou-se cinco execuções do mesmo código
e foram medidos os tempos de execução. Os resultados estão na Tabela 5.

Tabela 5. Tempos de execução, em segundos.

Etapas A B C D Todas

0,628 1,413 0,067 0,178
0,681 1,358 0,038 0,148
0,644 1,442 0,030 0,146
0,615 1,408 0,031 0,134
0,634 1,343 0,029 0,141

tmédio 0,641 1,393 0,039 0,149 2,222

Na Tabela 5, a etapa A corresponde ao carregamento da imagem, a
etapa B à Localização, a etapa C à Segmentação e a etapa D ao Reconhe-
cimento. O tempo médio total para carregar a imagem, localizar a ROI,
segmentar os objetos e reconhecer os caracteres de uma placa em uma
imagem foi de aproximadamente 2,2 segundos.

5. Conclusão

A taxa de acerto de cerca de 80% em tempo de processamento de 2,2 se-
gundos foi considerada razoável. Ressalva-se, porém, que são exigidas me-
lhores taxa de acerto e tempo de processamento para aplicação prática do
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algoritmo em tempo real. Gonzalez & Woods (2008) afirmam que o reco-
nhecimento com sucesso será fortemente influenciado por uma segmentação
precisa. Acredita-se que trabalhos futuros devem focar em melhorias no
processo de segmentação para buscar incremento na taxa de acerto e dimi-
nuição do tempo de processamento.

Percebe-se que as taxas de acerto do BD1 são próximas às taxas dos
outros bancos, mesmo com a utilização de imagens visivelmente de menor
qualidade. As imagens do BD1 não apresentam, no entanto, os problemas
de iluminação e sombra que as imagens dos outros bancos apresentam. A
simples combinação de qualidade de fotografia e planejamento de como
obter as imagens, eliminando efeitos de sombra, deve produzir resultados
melhores, próximos à taxa de 95%. Esta afirmação é fundamentada devido
a observações dos resultados acima da média com imagens de boa qualidade
sem problemas de iluminação ao longo do desenvolvimento do sistema.

Os resultados dos bancos BD4 e BD5 merecem destaque negativo, mas
com ressalvas. Apesar do baixo desempenho global, percebe-se que o de-
sempenho abaixo dos demais bancos se deve unicamente a problemas de
correção de rotação, identificados na etapa de Localização. A sáıda muitas
vezes encontradas em sistemas práticos de reconhecimento automático de
placas de automóveis é evitar tais imagens, buscando obter placas de forma
que não necessitem de rotação ou que tenham um ângulo de inclinação co-
nhecido.

O resultado final deste projeto é encorajador, visto que o desenvolvi-
mento de um sistema prático e totalmente aplicável no mundo atual pode
ser realizado com algoritmos relativamente simples.
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Adilson Gonzaga é graduado e mestre em Engenharia Elétrica (Universidade
de São Paulo/São Carlos, 1977 e 1982, respectivamente) e doutor em F́ısica (Uni-
versidade de São Paulo/São Carlos,1991). Atualmente é professor Associado da
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Resumo: Este caṕıtulo apresenta uma comparação entre técni-
cas de segmentação baseadas em subtração de fundo, aprendizagem
supervisionada e watershed aplicadas a dois problemas reais: (1)
detecção de pele humana e (2) rastreamento de camundongos. Os
resultados obtidos utilizando cinco métricas de comparação diferen-
tes indicam que a abordagem de subtração de fundo é mais eficiente
na segmentação de imagens com camundongos e a abordagem de
aprendizagem supervisionada com máquinas de vetores de suporte
é indicada para detecção de pele.
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Abstract: This chapter presents a comparison of some image seg-
mentation techniques based on background subtraction, supervised
learning and watershed applied to two real applications: (1) hu-
man skin detection and (2) mouse tracking. The results using five
different comparison metrics indicate that background subtraction
performs better in mice images and that the supervised learning ap-
proach, using support vector machines, achieves better results for
human skin detection.
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1. Introdução

A segmentação de imagens é uma etapa essencial para diversos sistemas
de visão computacional. A ideia principal é particionar imagens em re-
giões que sejam homogêneas de acordo com um determinado critério de
avaliação. Porém, o particionamento da imagem é altamente dependente
do domı́nio da aplicação. Assim, a avaliação de técnicas de segmentação
para um domı́nio diferente é uma questão que cabe ao pesquisador testá-
las experimentalmente. Existe uma grande quantidade de aplicações em
segmentação de imagens. Alguns dos exemplos t́ıpicos incluem: rastrea-
mento de pessoas em sistemas de segurança (Fuentes & Velastin, 2006; Lu
& Manduchi, 2011), detecção e reconhecimento de face (Yang et al., 2002;
Li & Ngan, 2008), rastreamento de objetos (Spagnolo et al., 2006; Bugeau
& Pérez, 2009), reconhecimento de gestos (Kim et al., 2007), segmentação
de imagens médicas (Nie et al., 2009; Harati et al., 2011), segmentação de
células (Ko et al., 2011) e sensoreamento remoto (Wang et al., 2010).

Neste trabalho é investigado o desempenho de técnicas de segmentação
sobre imagens provenientes de duas aplicações: a detecção de pele para o
reconhecimento de gestos usadas em ĺıngua de sinais e a identificação de
camundongos em estudos etológicos usados na classificação de comporta-
mento animal. A detecção de pele é fundamental em diversos sistemas de
interação homem-máquina baseados em visão e de comunicação homem-
homem mediada por computadores (Murthy & Jadon, 2009). O mesmo
pode se dizer da segmentação de pele humana para o reconhecimento de
gestos baseado em visão, principalmente quando o sinalizador – indiv́ıduo
que transmite a mensagem por gestos – não utiliza recursos adicionais de
apoio, tais como luvas coloridas ou marcadores. Outro problema estudado
por nosso grupo é a identificação automática de comportamentos de ca-
mundongos para avaliar o efeito de novos fármacos (Pistori et al., 2010).
Embora as aplicações não possuam relação direta do ponto de vista prá-
tico, o resultado da segmentação é útil para o tratamento de imagens em
etapas posteriores, por exemplo, no rastreamento de animais.

Neste estudo, os experimentos foram realizados sobre um conjunto de 40
imagens de estudos etológicos e um conjunto com 240 imagens de gestos de
Ĺıngua Brasileira de Sinais – LIBRAS. Além disto, as imagens de referência,
chamadas ao longo do texto de ground-truth, foram produzidas para todas
as amostras com a ajuda de especialistas de ambas as áreas. Tais imagens
são tipicamente usadas para avaliar a qualidade dos algoritmos, reduzindo
assim a subjetividade de avaliações baseadas apenas em análise visual.
Aqui foram usadas cinco métricas estudadas em Sezgin & Sankur (2004),
são elas: (1) taxa de acurácia ou porcentagem de classificação correta, (2)
coeficiente de Jaccard, (3) coeficiente de Yule, (4) área relativa ao erro e
(5) erro de classificação.
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As principais contribuições do nosso trabalho são o estudo comparativo
de três grupos de técnicas de segmentação para duas aplicações reais. O
valor da pesquisa está em orientar pesquisadores que trabalham em apli-
cações semelhantes. Referente ao texto, este trabalho está organizado em
quatro seções. A Seção 2 apresenta as técnicas de segmentação relacionadas
ao fundo da imagem. Na Seção 3 são descritas as medidas de desempenho
aqui utilizadas. Os experimentos e os resultados obtidos são discutidos na
Seção 4. Finalmente, as conclusões e trabalhos futuros são apresentados
na Seção 5.

2. Técnicas de Segmentação

Esta seção apresenta uma breve revisão das técnicas de segmentação utili-
zadas neste trabalho: subtração de fundo, subtração por fundo adaptativo,
modelo Gaussiano, árvores de decisão, redes neurais artificiais e máquinas
de vetores de suporte. Basicamente, tais técnicas fazem o uso das propri-
edades das imagens, por exemplo, a informação de cor (intensidades dos
pixels) ou de um conjunto de caracteŕısticas, por exemplo, informação de
textura, para segmentar as imagens (Solomon & Breckon, 2010). Neste tra-
balho, as propriedades de cor serão utilizadas para discriminar os objetos
de interesse (foreground) dos objetos de fundo da imagem (background).

Considere uma imagem I = {p1, ...,pn} descrita por vetores de pixels
pi ∈ <3, i ∈ [1, ..., n] — sendo n a quantidade de pixel da imagem. Cada
pixel pi é descrito pelo espaço de cor RGB, respectivamente as componentes
de cor: vermelho (R), verde (G) e azul (B). Cada componente do espaço
de cores RGB é descrito por um vetor de valores que varia de 0 a 255, por
exemplo, a componente R é descrita pelo vetor R = [0, ..., 255], sendo que 0
é o tom mais escuro e 255 o tom mais claro. Portanto, pi = [r, g, b], sendo
que r ∈ R, g ∈ G e b ∈ B. Para imagens em tons de cinza em que os valores
de intensidade de seus pixels variam dentro do intervalo [0, ..., 255], cada
pixel pi é descrito por um único valor q ∈ [0, ..., 255], nesse caso, pi = q.

2.1 Subtração de fundo e fundo adaptativo
A subtração de fundo está entre as técnicas mais usadas em visão com-
putacional, devido sua escalabilidade e simplicidade (Cheung & Kamath,
2005; Khan et al., 2009). Este grupo de técnicas é utilizado para diver-
sas tarefas, por exemplo, monitoramento de trânsito (Cheung & Kamath,
2005) e aplicações em multimı́dia (Baf et al., 2007).

Basicamente, a técnica de subtração calcula a diferença entre duas ima-
gens, uma imagem de referência (que representa o fundo – background) e
uma imagem atual, conforme apresentado na Equação 1. Seja um pixel pc

i

da imagem atual Ic, este é subtráıdo do pixel pr
i da imagem de referência

Ir. Quando essa diferença é maior que um limiar τ – cujo valor é determi-
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nado pelo usuário – o pixel pc
i é considerado como pixel de interesse. Caso

contrário, esse pixel é considerado como fundo.

I = {∀pc
i ∈ Ic : |pc

i − pr
i| > τ} (1)

No caso em que pi é m-dimensional, por exemplo, pi = [r, g, b] com
m = 3, pode-se utilizar a distância Euclidiana entre os pixels, conforme
apresentado na Equação 2, onde distE(·) é a distância Euclidiana entre
os pixels. O objetivo é realçar apenas os objetos de interesse da imagem
atual, removendo os objetos que fazem parte do fundo.

I = {∀pc
i ∈ Ic : distE(pc

i ,p
r
i) > τ} (2)

No entanto, a subtração de fundo não atualiza as informações de fundo.
Consequentemente, ela não é capaz de lidar com mudanças de cenas nas
imagens e com as diferentes condições de iluminação ou objetos irrelevantes,
que ocasionalmente aparecem nas imagens e permanecem imóveis durante
um peŕıodo de tempo. Para superar esta limitação, uma variante adapta-
tiva que atualiza a imagem de referência ao longo do tempo foi proposto em
(Heikkilä & Silvén, 2004), tornando este método mais robusto em relação
à técnica tradicional. Nesta variante a imagem de referência é ajustada
iterativamente da seguinte forma:

Ir(z + 1) = αIc(z) + (1− α)Ir(z) (3)

onde z corresponde ao valor da iteração e α ∈ [0, 1] é uma constante de
atualização.

2.2 Segmentação baseada no aprendizado supervisionado
Aprendizagem de Máquina (AM) envolve o estudo de métodos computacio-
nais que aprendem e aperfeiçoam o seu desempenho a partir de experiência
(Mitchell, 1997). No aprendizado supervisionado, cada instância1 de um
conjunto de dados contém a informação do rótulo da classe. Especifica-
mente, seja um conjunto de dados X com n instâncias, i.e., X = {xi}ni=1,
sendo que cada xi é descrito por um vetor de valores de atributos ou carac-
teŕısticas m-dimensional xi = [xji ]

m
j=1. Além disto, para cada instância xi

é atribúıdo um rótulo de classe ci ∈ C, sendo C = {c1, ..., ck} o conjunto
de k posśıveis classes. Portanto, o conjunto de dados é representado pela
tupla < xi, cj >.

Os algoritmos de AM podem ser utilizados para a segmentação de ima-
gens por meio da classificação de um conjunto de pixels. Basicamente, a
classificação de dados é realizada em por um procedimento descrito em

1 O termo instância pode ser também compreendido como uma tupla, um exem-
plo ou um registro de um conjunto de dados.
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duas etapas (Han & Kamber, 2000): i) construção de um modelo (classi-
ficador) a partir de um conjunto de treinamento e ii) inferência dos rótulo
das instâncias, cuja a informação da classe é desconhecida, de um conjunto
de teste por meio do modelo constrúıdo.

No contexto de segmentação de imagens, considere um conjunto de pi-
xels de um objeto de interesse OF de tamanho l. Os pixels de OF são
extráıdos para compor o conjunto de treinamento S = {pi}li=1. Cada pixel
de S receberá o rótulo para classe F (pertencente ao objeto de interesse),
ou seja, < pi, c >, sendo c ∈ C = {F}. Dáı um classificador é treinado
utilizando as instâncias do conjunto de treinamento, rotuladas com a classe
F . Este problema de classificação é conhecido como one-class classifica-
tion (Moya et al., 1993), no qual um classificador é treinado apenas com
instâncias de uma classe. Para a construção de um modelo a partir de S,
aqui foi utilizado o algoritmo de aprendizagem estat́ıstica Gaussiana (Se-
ção 2.2.1). Para o problema de classificação de k-classes foram adotados
três algoritmos: árvores de decisão (Seção 2.2.2), redes neurais artificiais
(Seção 2.2.3) e o algoritmo de máquinas de vetores de sporte (Seção 2.2.4),
sendo que as instâncias do conjunto de treinamento são rotuladas como
pertencente ao objeto de interesse F ou ao fundo B, isto é, < pi, cj >, em
que cj ∈ C = {F,B} e k = 2.

2.2.1 Aprendizagem estatística Gaussiana
Nesta estratégia (Vapnik, 1998), os parâmetros de uma distribuição Gaus-
siana multivariada N (µ,Σ) são estimados a partir dos pixels de S, definido
por:

µ =
1

|S|
∑
p∈S

p, Σ =
1

|S|
∑
p∈S

[p− µ][p− µ]t (4)

onde µ é a média, Σ corresponde à matriz de covariância, p é um vetor
(pixel) do conjunto de treinamento. Portanto, para o conjunto de treina-
mento, que é composto de instâncias rotuladas com a classe F , é estimado
os parâmetros da distribuição Gaussiana (construção do modelo). Nesse
caso, temos uma distribuição N (µ,Σ).

Após a etapa de treinamento, um novo pixel p′, cujo rótulo da classe
é desconhecido, é atribúıdo o rótulo de classe F , se a sua distância de
Mahalanobis com relação a N (µ,Σ) é maior do que um limiar α, cujo
valor é definido pelo usuário, ou seja, distM (p′,Φ) > α, sendo Φ uma
representação para a distribuição normal N (µ,Σ). Caso contrário, este
pixel é considerado como pertencente ao fundo e descartado. A distância
de Mahalanobis entre p′ e uma distribuição normal N (µ,Σ) é apresentada
na Equação 5.

distM (p′,Φ) = [p′ − µ]tΣ−1[p′ − µ] (5)
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2.2.2 Árvores de decisão
A indução de árvores de decisão (Quinlan, 1986) é baseada no uso da estra-
tégia de divisão e conquista para tarefas de classificação. Originalmente, o
algoritmo divide o espaço de atributos em regiões de decisão, gerando nós
internos (não-folhas) ou nós de teste. A ideia é construir uma estrutura
hierárquica de maneira que cada nó não-folha corresponde a um atributo
e os nós folhas correspondam aos rótulos das classes. As conexões entre os
nós correspondem aos diferentes valores para os atributos. Um exemplo de
árvore de decisão é apresentado na Figura 1.

Verde

  (G)

 Azul

  (B)
Vermelho

    (R)

g<20 g>=20

b<30 b>=30 r<70 r>=70

Classe

    F

Classe

    B
Classe

    B

Classe

    F

Figura 1. Exemplo de uma árvore de decisão para classificação de pixels
pi = [r, g, b] descritos pelos componentes R, G e B do espaço de cores.

Assim, os atributos de uma instância são testados ou avaliados em
cada nó não folha da árvore desde a raiz via procedimento de busca top-
down para inferir o rótulo da classe. Dentre as diversas implementações
deste método, usamos o algoritmo C4.5 que divide cada nó sobre baseado
no ganho de informação. Seja uma atributo A com v valores distintos
{a1, ..., av} observados do conjunto de treinamento. Pode-se obter uma
partição de S em v subconjuntos {S1, ...,Sv}, onde Sj contém as instâncias
de S cujo valor do atributo A é aj . Dessa maneira, o cálculo do ganho para
uma atributo A é apresentado na Equação 7.

Entropia(S) = −
k∑

i=1

ui log2(ui) (6)

Ganho(S, A) = Entropia(S)−
v∑

j=1

|Sj |
|S| Entropia(Sj) (7)

onde ui é a probabilidade de uma instância de S pertencer a classe ci, cujo
valor é estimado pela proporção de instâncias em S pertencente a classe ci.
O atributo com maior valor de ganho é escolhido para a divisão.
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2.2.3 Redes neurais artificiais
Redes Neurais Artificiais (RNAs) são modelos matemáticos inspirados nas
estruturas neurais biológicas (Haykin, 1998). Existem diversos modelos
para implementação de uma RNA, por exemplo, SOM (Self Organizing
Map) e MLP (Multi-Layer Perceptron). Neste trabalho, serão utilizadas as
estruturas do tipo MLP. Maiores detalhes sobre as arquiteturas de redes
neurais artificiais podem ser encontrados em (Haykin, 1998).

MLP é uma arquitetura particular de rede neural feedforward para da-
dos não-linearmente separáveis (Rumelhart et al., 1986). Uma rede MLP
consiste em uma ou mais camadas ocultas entre uma entrada e a uma ca-
mada de sáıda dos neurônios, conforme apresentado na Figura 2. Cada
neurônio é totalmente conectado aos neurônios da camada seguinte e pode
ser descrito como um elemento de processamento, que é ativado por uma
função de ativação não-linear. A ativação da rede neural é o produto in-
terno do vetor de entrada (p), com os pesos (conexões) em camadas ocul-
tas. Para o treinamento do MLP, foi adotado o algoritmo backpropagation
(Haykin, 1998).

Figura 2. Exemplo de MLP com duas camadas ocultas cada qual com
quatro neurônios e uma camada de sáıda com três neurônios. para

classificação do pixel pi = [r, g, b] descritos pelas componentes R, G e B do
espaço de cores.

2.2.4 Máquina de vetores de suporte
Máquinas de Vetores de Suporte (Support Vector Machines – SVM) (Vap-
nik, 1979) é uma técnica amplamente utilizada para classificação de dados.
Para o problema de classificação de pixels, considere um conjunto de trei-
namento S com instâncias rotuladas a uma das classe C = {F,B}. A
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SVM encontra um hiperplano que separa as duas classes cuja margem de
separação é máxima. SVM é caso particular de algoritmos de classifica-
ção baseados em kernels que mapeiam as instâncias de um conjunto de
treinamento para um espaço de alta dimensão para encontrar o hiperplano
de separação. Entretanto, o treinamento de uma SVM para encontrar a
solução ótima, isto é, o hiperplano com separação máxima, tem custo com-
putacional quadrático (Platt, 1999). Alternativamente, o algoritmo SMO
(Sequential Minimal Optimization) (Platt, 1999) pode ser utilizado para
solucionar esse problema de otimização de maneira mais eficiente. A es-
tratégia é dividir o problema em um subconjunto de problemas menores
(divisão-e-conquista). Desta maneira, optou-se pelo uso do algoritmo SMO
nesse trabalho.

3. Métodos de Avaliação

A avaliação visual de imagens não é um critério confiável para analisar
o resultado de algoritmos de segmentação. A maneira mais conhecida de
se medir o desempenho é pela comparação quantitativa do resultado de
um algoritmo em relação às imagens de ground-truth. A Figura 3 mostra
quatro exemplos de imagens de ground-truth para avaliar os algoritmos. A
avaliação pode ser obtida pelo acerto em termos de pixels ou em regiões da
imagem. Neste trabalho são computadas cinco medidas, três delas baseadas
em pixels e duas baseadas em propriedades da região. Em seguida, elas
são descritas.

Figura 3. Amostra de quatro imagens de gestos (linha 1) e as imagens de
referência geradas manualmente para cada uma (linha 2).

3.1 Avaliação baseada em pixel
Nesta abordagem, os resultados são baseados na comparação entre o
ground-truth e as imagens de sáıda. Cada pixel analisado pode ser clas-
sificados em quatro rótulos, nomeadamente: (1) verdadeiro positivo, (2)
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falso positivo (3), negativo verdadeiro, e (4) falso negativo. Um verda-
deiro positivo (VP) ocorre quando o resultado da predição corresponde
ao ground-truth, caso contrário, um falso positivo (FP) é encontrado. Por
outro lado, um verdadeiro negativo (VN) ocorre quando o resultado da pre-
dição é diferente da imagem de ground-truth, ou então, ele é considerado
um falso negativo (FN).

Seguindo o esquema de classificação dos pixels, é posśıvel calcular três
medidas quantitativas sobre duas imagens binárias: a porcentagem de clas-
sificação correta (PCC), o coeficiente de Jaccard (CJ) e o coeficiente de Yule
(CY). Tais medidas são formalizadas nas Equações 8a, 8b e 8c, respectiva-
mente.

PCC =
V P + FP

V P + FP + V N + FN
(8a)

CJ =
V P

V P + FP + FN
(8b)

CY =

∣∣∣∣ V P

V P + FP
+

V N

V N + FN
− 1

∣∣∣∣ (8c)

3.2 Avaliação baseada em região
Esta abordagem mede a qualidade da segmentação usando regiões. Além
disto, as medidas de desempenho são marcadas variando de 0, indicando
uma segmentação perfeita, até 1, para um caso totalmente incorreto. A
área relativa ao erro (Relative Area Error – RAE) do objeto segmentado é
obtido pela formas e áreas a partir da imagem segmentada contra o ground-
truth (Sezgin & Sankur, 2004). A medida RAE é 0 se ocorrer a combinação
perfeita entre a imagem de sáıda e a imagem de ground-truth, enquanto a
combinação mı́nima é 1. A Equação 9 define medida RAE, onde A0 é a
área da imagem de ground-truth e At é a área da imagem segmentada.

RAE =

{
A0−At

A0
, ifAt < A0

At−A0
At

, ifAt ≥ A0
(9)

Outra métrica abordada é o erro de classificação (do inglês ME). Ele
é obtido calculando a porcentagem de pixels de fundo segmentado como
objeto, ou frente estabelecido como fundo. A métrica ME é formalizada na
Equação 10, em que B0 e F0 referem-se ao fundo e os objetos da imagem
de ground-truth; Bt e Ft indicam o fundo e os objetos em primeiro plano
da imagem segmentada; e |.| representa a cardinalidade do conjunto.

ME = 1− |B0 ∩Bt|+ |F0 ∩ Ft|
|B0|+ |F0|

(10)
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4. Resultados Experimentais

Para avaliar os algoritmos descritos neste trabalho, os experimentos foram
realizados sobre dois conjuntos de imagens. Primeiro, são descritos ambos
os conjuntos e, em seguida, detalhes da configuração dos experimentos.
Por fim, são discutidos o desempenho de cada grupo de técnica.

4.1 Conjunto de imagens

4.1.1 Conjunto de análise de comportamento animal
Este conjunto consiste de dois comportamentos amplamente estudados em
áreas que envolvem a Etologia: locomoção espacial e exploração vertical.
Exemplos de cada comportamento são mostrados na Figura 4. A locomo-
ção espacial (coluna à esquerda da Figura 4) corresponde à caminhada do
animal na arena, enquanto a exploração vertical é caracterizada quando o
roedor deixa as patas posteriores do piso (coluna à direita da Figura 4),
em outras palavras, quando ele fica em pé. Pesquisadores da Universidade
Católica Dom Bosco (UCDB) têm analisado o comportamento de espécies
de camundongos. Geralmente os experimentos etológicos ocorrem usando
a arena campo aberto (Walsh & Cummins, 1976; Prut & Belzung, 2003).
O campo aberto é um dos procedimentos mais populares em ciências bio-
lógicas (fisiologia, farmacologia e psicologia) por ser um modelo confiável
para quantificar comportamentos animais. As medidas da área da arena
seguem as medidas tradicionais encontradas em Hall (1934), neste caso 1,2
m de diâmetro com uma parede de 0,45 m de altura.

A arena permite que pesquisadores testem os efeitos de novos fárma-
cos medidos pelo número de vezes em que o animal realizou um determi-
nado comportamento. Embora esta tarefa aparenta ser simples, diversos
problemas relacionados com fadiga e diferença na quantificação dos com-
portamentos tem sido reportados na literatura (Carroll & Hughes, 1978;
Stanford, 2007). Com o objetivo de apoiar a quantificação dos comporta-
mentos, o grupo de pesquisa INOVISAO tem trabalhado em parceria com
pesquisadores da área da saúde da UCDB. Um conjunto de 40 imagens
de imagens foi separado pelos especialistas usando duas espécies de ca-
mundongos, conhecidas por Súıço e C57. As imagens capturadas possuem
dimensão de 640 × 480 pixels e são coloridas. Vale ressaltar que camundon-
gos da espécie Súıço são animais com pelagem branca, enquanto animais
da espécie C57 apresentam pelagem preta. Normalmente, os experimentos
em áreas biológicas acontecem usando o contraste entre a cor do animal
e a arena para facilitar a análise dos comportamentos. Aqui o interesse
está em avaliar a capacidade dos algoritmos de segmentação, considerado
uma etapa de pré-processamento para que depois o animal seja rastreado
na arena usando técnicas de visão computacional (Pistori et al., 2010). A
maior dificuldade nos experimentos está em segmentar animais em que a
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sua cor está fortemente correlacionada com a cor do fundo, por exemplo,
um animal da espécie Súıço, com a pelagem branca, juntamente com o
fundo branco da arena. Combinando dois tipos de fundo e duas espécies
de animais obtém-se quatro configurações diferentes. Duas imagens para
cada combinação é mostrado na Figura 4.

4.1.2 Conjunto de língua brasileira de sinais – LIBRAS
Este conjunto consiste de imagens tiradas de quatro configurações de am-
biente. As configurações são capturadas sob duas condições de iluminação
e dois tipos de fundo, cada qual com 6 atores que realizam 10 posturas
cada, resultando um total de 240 imagens. Exemplo de cada postura é
mostrado na Figura 5. O grupo de pesquisa INOVISAO tem avaliado téc-
nicas de segmentação para detecção de pele em imagens. A detecção de
pele por segmentação pode ser considerada um passo de pré-processamento
para análise de imagens ou v́ıdeo. O objetivo é então utilizar o resultado
da segmentação para reconhecer e rastrear gestos e vários outros domı́nios
de interação humano-computador (Murthy & Jadon, 2009). Aqui, a infor-
mação da cor dos pixels (modelo RGB) foi a caracteŕıstica utilizada nos
experimentos. Porém, a representação por meio da cor se torna uma tarefa
desafiadora pela sensibilidade de três fatores: iluminação, etnicidade e ca-
racteŕısticas individuais de aparência. Para criar um conjunto de imagens
com tais variações, as posturas presentes neste conjunto foram tiradas de
seis pessoas com tons de pele diferentes. O tamanho das imagens é de 800
× 600 pixels. Para cada pose foi tirada duas configurações de iluminação:
natural e artificial. Um total de 120 imagens são capturadas usando ilumi-
nação artificial, neste caso dentro de salas, e outras 120 imagens são tiradas
sob iluminação natural. Ainda nesse conjunto, foram capturadas duas con-
figurações diferentes em termos de fundo: plano (simples) e complexo. O
fundo plano ou simples é caracterizado por não possuir nenhum objeto pró-
ximo ao corpo, enquanto o fundo complexo corresponde às imagens tiradas
em cenários com vários objetos ou detalhes. As combinações dos tipos de
iluminação e fundo, assim como os seis sinalizadores, são mostradas na
Figura 5.

4.2 Configuração dos experimentos
Os experimentos foram realizados com três grupos de técnicas de segmen-
tação (veja a Seção 2). A comparação é feita pelas medidas de desempenho
(veja a Seção 3). Primeiro, criou-se as imagens de ground-truth de ambos
os conjuntos de imagens, um processo que demandou muito tempo. Em
relação ao grupo de técnicas, para as técnicas de subtração foi necessá-
rio capturar a imagem referência. Além disto, amostras com tamanho de
40 ×40 pixels foram coletadas com o objetivo de treinar os modelos de
aprendizagem supervisionada. Para gestos, amostras de diferentes partes
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(a) Fundo branco e camundongo Súıço

(b) Fundo branco e camundongo C57

(c) Fundo preto e camundongo Suiço

(d) Fundo preto e camundongo C57

Figura 4. Dois exemplos de cada configuração dos experimentos [a-d]. A
arena consiste em uma base de madeira revestida por fórmica e uma

parede de acŕılico que evita a fuga do animal. Os animais são submetidos
a explorar o ambiente desconhecido e, ao longo do tempo, especialistas
observam dois tipos de comportamentos: locomoção espacial (coluna à

esquerda) e exploração vertical (coluna à direita).
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Figura 5. Amostra dos dez gestos existentes no conjunto de imagens
LIBRAS, realizados por 6 diferentes sinalizadores com diferentes

tonalidades de pele. Além disto, as quatros primeiras colunas
correspondem às combinações de condições de iluminação e fundo, as duas
primeira com iluminação artificial e as duas seguintes iluminação natural.

do corpo são extráıdas, tais como partes de face, braço direito, braço es-
querdo e pescoço. Para imagens do comportamento do camundongo, cinco
amostras do animal e cinco amostras da arena foram selecionadas. Parâ-
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metros para ambas as abordagens foram testados empiricamente para cada
algoritmo, resultando em mais de 70.000 imagens segmentadas. Aqui, os
resultados de ambos os conjuntos de imagens foi alcançado pela precisão
média para determinar a precisão de cada algoritmo de segmentação.

4.3 Resultados

Experimento 1: Primeiro é feita a comparação entre as combinações
de fundo e cor da pelagem dos animais, mostrada no gráfico da Figura
6. Os animais da espécie Súıço possuem pelagem branca e os animais
C57 apresentam pelagem preta. As combinações de espécie e cor de fundo
são mostradas no eixo-y, enquanto o desempenho são indicados no eixo-
x. Os maiores desempenhos são obtidos pelo contraste entre o fundo e
a cor do pelo do animal, por exemplo, fundo preto e camundongo Súıço.
Para técnicas de aprendizagem supervisionada, a combinação fundo branco
obteve melhores resultados.

Experimento 2: As Figuras 7 e 8 mostram o desempenho dos métodos de
segmentação para as combinações de fundo e cor da pele humana. As com-
binações são mostradas no eixo-y do gráfico, enquanto os desempenhos são
indicados no eixo-x. Pode-se observar que as técnicas de subtração de fundo
com a presença de iluminação artificial não atinge um bom desempenho
para as quatros combinações. Há uma clara diferença em desempenho para
fundo simples ao grupo de técnicas de subtração, assim como para aquelas
baseadas em aprendizagem supervisionada. Os modelos árvores de deci-
são, redes neurais artificiais e máquinas de vetores de suporte atingem um
desempenho muito superior quando comparados as técnicas de subtração.
Focando em iluminação natural, é posśıvel observar que a combinação para
ambos tipos de fundos e peles atingem melhores resultados em abordagens
de subtração de fundo em relação à iluminação artificial. Estes resultados
mostram-se consistentes devido à sombra em que os sinalizadores sofrem
ao realizar as posturas. Olhando para os gráficos de abordagem supervi-
sionada, os resultados tem o mesmo comportamento em termos de acerto,
independente da condição de iluminação, porém obtendo desempenho um
pouco superior em ambientes de luz natural.

Experimento 3: Experimentos preliminares tem sido realizados para ava-
liar a técnica de segmentação por watershed, especificamente a watershed
baseada em imersão (Vincent & Soille, 1991). Foi usado o conjunto de
imagens de camundongos composto de 40 imagens separadas em quatro
categorias, de acordo com a combinação de fundo e cor da pelagem dos
animais. A Tabela 1 apresenta os resultados para as quatro combinações.
A comparação foi feita usando as métricas baseadas em pixels, pois algu-
mas vezes a segmentação por watershed pode gerar regiões desconectadas
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Figura 6. Avaliação de desempenho do conjunto de imagens de
camundongos. Neste experimento foi avaliado apenas iluminação artificial,

pois experimentos etológicos devem ocorrer em ambientes fechados.

e impede o uso da avaliação por regiões. Para este experimento, três medi-
das foram usadas: porcentagem de classificação correta (PCC), coeficiente
de Jaccard (CJ), (3) coeficiente de Yule (CY). Além disto, foi calculado a
média e o desvio padrão para cada medida. Os maiores valores para tais
medidas foram atingidos em casos que o contraste entre a arena e o ani-
mal, por exemplo, fundo preto e camundongo branco. Vale ressaltar que
o resultado do watershed pode variar dependendo do pré-processamento
das imagens, pois a entrada deste método requer uma imagem binarizada.
Além disto, vale ressaltar que mesmo com resultados não satisfatórios em
casos que não haja contraste entre fundo e roedor, é posśıvel ainda locali-
zar o animal na cena, porém muitas vez com corpo do animal dividido em
várias regiões.
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Figura 7. Avaliação de desempenho das técnicas baseadas em subtração
de fundo do conjunto LIBRAS. Neste experimento foi avaliado as

combinações de fundo e cor da pele humana. Diferente dos experimentos
anteriores, as técnicas de segmentação foram avaliadas sob duas condições

de iluminação: artificial e natural.

5. Conclusão

Neste trabalho foram avaliados dois grupos de técnicas de segmentação apli-
cados em duas importantes aplicações do mundo real: a detecção de pele
para reconhecimento de gestos em Ĺıngua Brasileira de Sinais e a análise
do comportamento de camundongos. Foram examinados os desafios de tais
aplicações, incluindo a mudança de iluminação e a forte semelhança entre
objetos relevantes e irrelevantes na imagem. A avaliação foi baseada em
métricas de desempenho conhecidas cientificamente comparando-se ima-
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Figura 8. Avaliação de desempenho das técnicas baseadas em
aprendizagem supervisionada do conjunto LIBRAS. Neste experimento foi

avaliado as combinações de fundo e cor da pele humana. Também
avaliadas sob duas condições de iluminação: artificial e natural.

gens segmentadas com as respectivas imagens de referência, segmentadas
manualmente. Os resultados aqui apresentados apontam que os algoritmos
utilizados apresentam bons desempenhos em um banco de dados de ima-
gem espećıfico. Os resultados dos experimentos sugerem fortemente que a
abordagem de subtração de fundo é melhor para as imagens dos camun-
dongos, principalmente em imagens com grande contraste. No entanto,
também é preciso dar atenção a caracteŕısticas visuais básicas em alguns
casos, como, por exemplo, quando se lida com camundongos de espécie
C57, que são animais de pelagem preta que, quando novos, apresentam
estruturas epidérmicas bem viśıveis. Com base nos resultados obtidos em
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Tabela 1. Avaliação de desempenho do conjunto de imagens de
camundongos usando a técnica watershed baseada em imersão.

Camundongos

Cenário Medida Média Desvio Padrão

Fundo branco e espécie Súıço PCC 0,98 0,0100
CJ 0,39 0,2000
CY 0,40 0,2200

Fundo branco e espécie C57 PCC 0,99 0,0005
CJ 0,69 0,1100
CY 0,92 0,0800

Fundo preto e espécie Súıço PCC 0,99 0,0100
CJ 0,66 0,1300
CY 0,84 0,1900

Fundo preto e espécie C57 PCC 0,74 0,0100
CJ 0,02 0,0070
CY 0,02 0,0090

imagens de detecção de pele, observou-se que a abordagem de aprendizado
supervisionado alcançou melhores resultados para ambas as condições de
iluminação, em particular, as máquinas de vetor de suporte. Pesquisas fu-
turas podem se concentrar na análise de diferentes técnicas de segmentação
de imagem para contribuir com este trabalho. O nosso grupo busca avaliar
o potencial de abordagens baseada em regiões, um caso particular a ser
explorado tem sido a técnica watershed.
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Capítulo 17

Arcabouço Computacional para
Segmentação e Restauração Digital de
Artefatos em Imagens Frontais de Face

André Sobiecki∗, Gilson Antonio Giraldi, Luiz Antonio Pereira Neves,
Gilka Jorge Figaro Gattás e Carlos Eduardo Thomaz

Resumo: Há uma variedade de aplicações que usa a imagem de face
como uma informação relevante. Dependendo da aplicação, como,
por exemplo, no problema de identificação de pessoas desapareci-
das com base em fotos, as imagens faciais podem tornar-se ruidosas
para digitalização devido à baixa qualidade do papel fotográfico e a
presença de artefatos. Este caṕıtulo propõe um arcabouço compu-
tacional para a verificação, segmentação e restauração de artefatos
em imagens digitais frontais de face. Para a verificação, utiliza-se
o método de ı́ndice de qualidade estrutural, e para a segmentação
e a restauração são utilizados respectivamente métodos de decisão
estat́ıstica e de inpainting tradicionais. Os resultados mostram que
todas as imagens processadas pelo arcabouço computacional pro-
posto apresentam uma melhora significativa de qualidade..

Palavras-chave: Processamento de imagens, Decisão estat́ıstica,
Inpainting, Reconhecimento de Padrões.

Abstract: There is a variety of applications that has used the face
image as a relevant information. However, depending on the appli-
cation, such as in the problem of identifying missing people based on
paper archiving, the face images can become noisy for digitalization
due to its low original resolution, poor quality of the photographic
paper and the presence of artifacts. In this work, we propose a com-
putational framework for verification, segmentation and automatic
restoration of these frontal face image artifacts. For verification,
an index of image quality has been used, for segmentation statistical
decision methods and for restoration inpainting techniques. Our re-
sults show that all the images processed by the framework proposed
have had a significant improvement in their digitalization quality.

Keywords: Image processing, Statistical Decision, Inpainting, Pat-
tern Recognition.
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1. Introdução

O reconhecimento facial é o processo de obtenção da identidade de uma pes-
soa com base em informações obtidas a partir da aparência facial (Ayinde
& Yang, 2002). Na área da segurança, a maioria dos sistemas de fácil utili-
zação pode garantir o nosso patrimônio e proteger a nossa privacidade por
senhas numéricas ou alfanuméricas. Há outras formas de proteção basea-
das em métodos de idenficação biométrica por impressão digital, análise da
retina ou iris dos olhos, e sistemas de reconhecimento de voz (Zhao et al.,
2003; Hjelmas & Low, 2001; Zhao et al., 2003). Porém estes métodos exi-
gem a colaboração do usuário enquanto que os sistemas de reconhecimento
facial possuem a vantagem de ser um método transparente para o usuário,
onde não é necessário a aprovação e nem a colaboração expĺıcita do indiv́ı-
duo. Na verdade, o reconhecimento facial é a forma mais comum para as
pessoas se identificarem entre si.

Nos últimos anos, o reconhecimento facial tem recebido atenção con-
siderável das comunidades cient́ıficas e comerciais, mas ainda há muitos
desafios no desenvolvimento destas aplicações. Um dos desafios é a ques-
tão da imagem facial estar em baixa qualidade afetando o desempenho do
sistema, especialmente nas etapas automáticas de detecção e identificação
faciais. Os problemas de qualidade observados, tais como sombras, artefa-
tos, ofuscamento e borrões são comuns e afetam este tipo de reconhecimento
(Zamani et al., 2008; Zhao et al., 2003; Castillo, 2006).

Há na atualidade diversas aplicações que utilizam a face como infor-
mação relevante para identificação de pessoas. Por exemplo, o site do
governo federal brasileiro de crianças e adolescentes desaparecidos (REDE-
SAP (2010)) disponibiliza publicamente imagens faciais de pessoas sendo
que muitas destas fotos são antigas e possuem rasuras como dobraduras,
arranhões, luminância irregular, bolor, carimbos e escritos diversos sobre
a imagem digitalizada. Na prática, estas rasuras dificultam o reconheci-
mento facial automático, pois uma rasura sobre uma imagem facial pode
estar em diversas cores, tons, formatos e tamanhos. Uma vez que o de-
sempenho dos algoritmos de reconhecimento facial depende da qualidade
do pré-processamento da imagem do rosto, da precisão da representação
facial e da eficiência do classificador (Jun et al., 2011) é de fundamen-
tal importância que a imagem a ser utilizada em um processo automático
de reconhecimento facial apresente as caracteŕısticas faciais discriminantes
com o mı́nimo de artefatos posśıvel.

Este caṕıtulo propõe e implementa um arcabouço computacional en-
volvendo segmentação e restauração automática de rasuras baseado em
um modelo estat́ıstico constrúıdo a partir de imagens faciais frontais e em
técnicas de inpainting. A localização das caracteŕısticas faciais é feita por
meio de uma imagem de referência gerada a partir de uma população amos-
tral que fornece informações a priori sobre tons e localização espacial das
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caracteŕısticas. As rasuras identificadas na imagem são posteriormente res-
tauradas pelos métodos de inpainting propostos em Oliveira et al. (2001),
Bertalmio et al. (2001) e Telea (2004).

2. Arcabouço Computacional

A Figura 1 apresenta o diagrama do arcabouço computacional proposto
neste artigo para identificação e eliminação de rasuras automaticamente.

Figura 1. Diagrama da metodologia proposta.

Todas as imagens são previamente equalizadas e pré-processadas (Ama-
ral et al., 2009). Em seguida, de acordo com o diagrama da Figura 1, é
verificado se a imagem de entrada é uma face e se possui artefatos. Para
isto, é utilizado um método de ı́ndice de qualidade estrutural. Uma vez
identificado que trata-se de uma imagem de face com artefatos, aplica-se
a etapa seguinte onde é utilizado o método de decisão estat́ıstica para a
segmentação das rasuras. Finalmente, segue-se a ultima etapa do fluxo de
dados da Figura 1 onde é executada a restauração digital via métodos de
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inpainting. Todas estas etapas do arcabouço proposto são explicadas nas
seções seguintes.

2.1 Índice de qualidade estrutural
O ı́ndice de medida de qualidade proposto por Wang et al. (2004) pos-
sui medidas referentes à luminância l(x,y) , contraste c(x,y) e estrutural
s(x,y), conforme as equações 1, 2 e 3, respectivamente:

l(x,y) =
2µxµy

µ2
x + µ2

y

, (1)

c(x,y) =
2σxσy

σ2
x + σ2

y

, (2)

s(x,y) =
σxy

σxσy
. (3)

onde x = {xi|i = 1, 2, ..., n} e y = {yi|i = 1, 2, ..., n} são sinais n-
dimensionais referentes às imagens. As variáveis estat́ısticas são calculadas
como:

µx = x =
1

n

n∑
i=1

xi, µy = y =
1

n

n∑
i=1

yi, (4)

σ2
x =

1

n− 1

n∑
i=1

(xi − x)2, σ2
y =

1

n− 1

n∑
i=1

(yi − y)2 (5)

σxy =
1

n− 1

n∑
i=1

(xi − x)(yi − y), (6)

Os ı́ndices l(x,y) e c(x,y) podem apresentar valores entre 0 e 1 e o
ı́ndice s(x,y) entre -1 e 1. Para imagens normalizadas e equalizadas, tais
como as utilizadas neste trabalho (Amaral et al., 2009) os ı́ndices de qua-
lidade de luminância e de contraste apresentam o valor máximo igual a 1,
pois todas têm valores de média e desvio muito similares. No entanto, os
valores de covariância variam entre imagens normalizadas e equalizadas,
e esta medida de qualidade pode ser usada. Embora s(x,y) não utilize
uma representação descritiva expĺıcita da estrutura de uma imagem, este
ı́ndice será igual a 1 se e somente se as duas imagens de comparação forem
exatamente iguais (informações estruturais são todos os atributos da ima-
gem que não sejam referentes às informações de luminância e de contraste)
(Wang et al., 2004).

Para descrever caracteŕısticas de interesse entre as imagens, utiliza-
se a medida de qualidade estrutural definida pela equação (3) pois, além
de investigar a qualidade digital de cada imagem, também há interesse
em implementar uma medida que informe a existência de artefatos sobre
uma imagem facial frontal utilizando como referência uma imagem padrão.
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Há também interesse em aplicar um método que informe se a imagem de
entrada é ou não uma imagem de face.

2.2 Decisão estatística
Para a segmentação de artefatos utiliza-se um método de decisão estat́ıs-
tica baseado na teoria de inferência estat́ıstica (Spiegel & Stephens, 2008;
Bussab & Morrettin, 2002), onde amostras populacionais podem gerar in-
formações a priori e a partir destas informações é posśıvel tomar decisões
dado um ńıvel α de significância estat́ıstica.

A partir de uma população amostral de 385 imagens frontais com ex-
pressão facial neutra e normalizadas espacialmente (Amaral et al., 2009),
calcula-se a imagem média destas amostras através da seguinte equação:

x =
1

N

N∑
i=1

xi, (7)

onde xi é o vetor n-dimensional que representa a concatenação de todos
os pixeis da imagem de face i, e N o número total de amostras. Neste
trabalho, N = 385. Para verificar quão válida seria a afirmação de que
a média amostral se aproximaria da média da população de faces frontais
com expressão facial neutra, calcula-se o intervalo de 99,9% de confiança
(IC) desta estimativa, ou seja:

99, 9%IC = x± 3, 291
σ√
N
, (8)

onde σ é o desvio-padrão das amostras.
As Figuras 2(c) e 2(d) ilustram as imagens que correspondem aos limi-

tes inferior e superior do intervalo de confiança descritos na equação (8).
Observa-se que visualmente as imagens são muito parecidas, pois possuem
correlação de 0,998942 e 0,998962 com a imagem média amostral.

Portanto, considerando estatisticamente válida a estimativa amostral
da média, a decisão sobre a identificação de artefatos está baseada simples-
mente na definição da região cŕıtica das diferenças significantes. Em outras
palavras, calcula-se o valor z da diferença entre uma imagem de face x e a
imagem da média amostral x, supondo que a distribuição das tonalidades
dos pixeis segue uma densidade de probabilidade Gaussiana com média
nula e variância 1, isto é:

z =
x− x

σ
(9)

Quanto maior for o valor absoluto de z, maior será a significância es-
tat́ıstica desta diferença, pixel a pixel. As Figuras 2(a) e 2(e) mostram a
imagem média e o gráfico dos valores de desvio-padrão de todos os pixeis
utilizados na equação (9) para a identificação das rasuras.
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(a) (b) (c) (d)

(e)
Figura 2. Ilustração das seguintes imagens: (a) Imagem média, (b)
Imagem mediana, (c) Inferência estat́ıstica positiva, (d) Inferência

estat́ıstica negativa e (e) Gráfico dos valores de desvio.

2.3 Operações morfológicas
Para corrigir as imperfeições das segmentações baseadas na decisão esta-
t́ıstica, finaliza-se a etapa de identificação de artefatos do arcabouço com-
putacional com a utilização de operadores de morfologia matemática.

Basicamente, a morfologia matemática é um método para extração
de regiões de interesse em uma imagem (binária ou em tons de cinza),
tornando posśıvel representar e descrever melhor a forma de uma região
através da detecção e suavização das suas respectivas bordas (Aptoula &
Lefèfre, 2007; Santiago et al., 2009; Gonzalez & Woods, 2000). As informa-
ções extráıdas de uma imagem são obtidas pela sua transformação a partir
de um conjunto bem definido chamado elemento estruturante, computaci-
onalmente determinado por uma matriz e um ponto central.
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Uma operação morfológica é determinada pela iteração de um dado
elemento estruturante B em uma imagem I. A cada iteração é realizada
uma operação morfológica local na imagem com região de suporte dada
pelas dimensões do elemento estruturante. Ao final de todo este processo
é obtida uma nova imagem R.

Computacionalmente, a imagem R de sáıda é inicializada com pixels
inativos, ou seja, pretos. Os resultados das operações morfológicas locais
são guardados na imagem R, enquanto a imagem I permanece intacta.
Caso contrário, uma operação morfológica local seria comprometida pelas
anteriores.

Existem duas operações básicas na morfologia matemática denomina-
das dilatação e erosão. Seja z a posição de um pixel na imagem I e Bz

a translação do elemento estruturante B para o ponto z, pode-se então
definir:

• Dilatação da Imagem binária I pelo Elemento Estruturante B:

R = I ⊕B = {z|I ∩Bz 6= ∅}. (10)

• Erosão da Imagem binária I pelo Elemento Estruturante B:

R = I 	B = {z|Bz ⊂ I}. (11)

2.4 Restauração digital
Para restauração digital das imagens de face são utilizados métodos de
inpainting digital que são métodos computacionais que permitem restau-
rar regiões da imagem onde ocorreu a perda de informação decorrente de
rasuras, borrões e carimbos, por exemplo. Na primeira metade dos anos
90 já se encontravam técnicas deste tipo, utilizando modelos do tipo AR
(Auto-Regressive models) e Markovianos para restauração de sequências
de v́ıdeo (Kokaram et al., 1995)). Mais recentemente, foram encontrados
métodos de inpainting baseados em métodos de interpolação e difusão,
modelos variacionais e equações diferenciais parciais (Chan & Shen, 2005).

A escolha da técnica adequada depende do tipo da imagem e das carac-
teŕısticas da rasura. Por exemplo, para a restauração de regiões pequenas,
pode-se aplicar a técnica proposta por Oliveira et al. (2001), baseada em
técnicas de difusão. O método proposto em Telea (2004), utiliza também
a idéia de difundir o campo de intensidades da fronteira da região afetada
em direção ao interior da rasura. Bugeau & Bertalmio (2009) utilizaram
também um método de difusão, mas combinando śıntese de textura, para
realizar o inpainting.

Métodos baseados em equações diferenciais parciais foram extensa-
mente aplicados em processamento de imagens para restauração, filtragem
e métodos multiscala (Chan & Shen, 2005). No caso do inpainting, um
tipo particular de restauração, foram desenvolvidas técnicas baseadas nas
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equações de Laplace e Poisson (Perez et al., 2003; Jeschke et al., 2009),
difusão anisotrópica e difusão de curvatura (Chan & Shen, 2001), śıntese
de textura e equações diferenciais parciais (Bugeau et al. (2009), equações
de Navier-Stokes (Bertalmio et al., 2001), dentre outros.

Neste trabalho, optou-se pelos métodos descritos nas seções seguintes.
O primeiro deles, proposto em Oliveira et al. (2001), foi escolhido por
sua eficiência computacional e facilidade de implementação. O segundo
método, apresentado em Telea (2004), é um pouco mais custoso e sua
implementação é mais elaborada. Porém, sua aplicação não esta limitada
a regiões pequenas. Finalmente, o método descrito em Bertalmio et al.
(2001) é computacionalmente o mais custoso entre os três, porém está
melhor fundamentado do ponto de vista teórico.

2.5 Inpainting via difusão
No caso de regiões pequenas, a alternativa mais direta para realizar o in-
painting é aplicar um método para difundir (borrar) o campo de intensida-
des sobre a fronteira da região rasurada de tal forma a recuperar a imagem
no seu interior, como proposto em Oliveira et al. (2001).

O processo de difusão pode ser realizado pela convolução da imagem
original com um filtro passa-baixas, como o filtro Gaussiano, por exemplo.
No caso discreto, este processo é definido pela seguinte equação:

v (m,n) = I (m,n) ~ h (m,n) =
∑

(s,w)∈V

I (s, w)h (m− s, n− w) , (12)

onde I representa a imagem original, h o núcleo do filtro, V uma vizinhanca
da origem (por exemplo: V = {(s, w)} ; −1 ≤ s, w ≤ 1) e v a imagem
filtrada. Na Tabela 1 são apresentados dois filtros usados em (Oliveira
et al., 2001)).

a b a

b 0 b

a b a

e

c c c

c 0 c

c c c

Tabela 1. Filtros passa-baixa utilizados na região a ser feito o inpainting,
onde a = 0,073235, b = 0,176765, c = 0,125.

Na aplicação deste procedimento, deve-se ter o cuidado para não borrar
a imagem no exterior da região de interesse. Neste sentido, a determinação
da fronteira da região de inpainting Ω é fundamental para definir barreiras
para o processo de difusão (diffusion barriers, como denominado em Oli-
veira et al. (2001). Basicamente, os pixeis da fronteira sao marcados e uma
vez atingido um destes pixeis, o processo de difusão é interrompido.
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Como o sistema visual humano tolera quantidades moderadas de borra-
mento em áreas distantes de bordas com alto contraste, pode ser necessário
aplicar mais de uma vez a convolução definida na equação (12) para corre-
ção de regiões pequenas e obtenção da qualidade desejada na restauração.
Por exemplo, em Oliveira et al. (2001) há testes onde aplica-se 100 vezes
este processo.

2.6 Interpolação e fast marching para inpainting
Telea (2004) propõe um algoritmo de inpainting que parte também da
idéia de difundir o campo de intensidades na fronteira da região afetada.
Contudo, neste caso o processo é baseado em uma aproximação de primeira
ordem Iq(p) do valor da imagem em um ponto p da região Ω a ser corrigida:

Iq(p) = I(q) +∇I(q) · (p− q), (13)

onde q é um pixel em uma vizinhanca de p de raio ∈ (B∈(p)), e∇ representa
o gradiente da imagem em q, definido por:

∇I(q)=

(
∂I

∂x
(q),

∂I

∂y
(q)

)
. (14)

O inpainting feito no ponto p considera todos os pontos q presentes
na vizinhanca B∈(p), tomando como a intensidade final I(p) uma média
ponderada dos valores Iq(p) obtidos pela expressão (13), ou seja:

I(p) =

∑
q∈B∈(p) w(p, q)[I(q) +∇I(q) · (p− q)]∑

q∈B∈(p) w(p, q)
, (15)

onde os pesos w(p, q) são dependentes da aplicação e devem ser normaliza-
dos de acordo com a equação

∑
q w(p, q) = 1.

O primeiro passo é a extração da fronteira da região onde será aplicada
o inpainting, a qual não necessita ser pequena neste caso. Um ponto que fica
mais evidente agora é que o procedimento usado para avançar da fronteira
para o interior da região de inpainting pode interferir na qualidade do
resultado final. Em Telea (2004) este avanço é controlado pelo método de
fast marching (FMM) o qual é baseado na solução da equação Eikonal:

|∇T | = 1, T = 0 em ∂Ω, (16)

onde T é um campo auxiliar. A solução da equação (16) gera um mapa de
distâncias dos pixeis de Ω em relação a fronteira ∂Ω (Sethian, 1996). Uma
curva de ńıvel deste campo, definida por:

Sk = {p ∈ Ω; T (p) = k}
é o lugar geométrico dos pontos p ∈ Ω cuja distância da fronteira é k.
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Desta forma, o método de inpainting proposto em Telea (2004) avança
aplicando a expressão (15) para cada curva de ńıvel do campo T, partindo
da fronteira ∂Ω = S0. Assim, pode-se garantir que áreas mais próximas da
fronteira são corrigidas antes das áreas mais distantes, evitando a geração
de artefatos e melhorando a aparência do resultado final.

2.7 Navier-Stokes framework para inpainting
O método proposto em Bertalmio et al. (2001) tem inspiração em mode-
los 2D da mecânica de flúıdos incompressiveis, onde é possivel converter
as equações de Navier-Stokes em uma equação diferencial envolvendo um
campo escalar Ψ = Ψ (x, y), denominado função de corrente.

A idéia básica do método de inpainting apresentado em Bertalmio et al.
(2001) é considerar a intensidade de imagem I como a função de corrente.
Seja então a velocidade v = (v1 (x, y) , v2 (x, y)) , a viscosidade µ e a pressão
p = p (x, y) de um flúıdo incompresśıvel. Neste caso, os campos envolvidos
devem satisfazer a equação de Navier-Stokes:

∂v

∂t
+ v · ∇v = −∇p+µ∆v, (17)

sujeito à condição de incompressibilidade:

∇ · v = 0, (18)

onde o operador gradiente (∇) está definido pela expressão (14) e os ope-
radores divergente (∇·) e Laplaciano (∆) são definidos pelas equações:

(∇·) =
∂

∂x
+

∂

∂y
, ∆ =

∂2

∂x2
+

∂2

∂y2
. (19)

Uma vez que o fluido é bidimensional e incompressivel, pode-se mos-
trar que existe uma campo escalar Ψ, a função de corrente associada, que
satisfaz:

∇⊥Ψ=

(
−∂Ψ

∂y
,
∂Ψ

∂x

)
= v, ∇× v =

(
∂v2

∂x
− ∂v1

∂y

)
z = (∆Ψ) z, (20)

onde o operador (∇×) é denominado rotacional do campo e z representa
o terceiro vetor da base canônica {x,y, z} . O campo vetorial obtido pelo
rotacional da velocidade é denominado vorticidade ω = ∇× v, e se reduz
à expressão acima para o caso 2D. Tomando agora o rotacional da equação
(17), observando que ∇× (∇p) = 0, e aplicando as propriedades do cálculo
vetorial, obtem-se a equação para o vorticidade do flúıdo, dada por:

∂ω

∂t
+ v · ∇ω =µ∆ω. (21)
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Usando-se as expressões definidas em (20), fica evidente que a solução
estacionária ( ∂ω

∂t
= 0) da equação (21) para viscosidade nula (µ = 0),

satisfaz:

∇⊥Ψ·∇ (∆Ψ) =0. (22)

Considerando-se a intensidade de imagem como a função de corrente,
ou seja I (x, y) = Ψ (x, y) , então a expressão (22) fornece a condição para
a solução estacionária da equação:

It = ∇⊥I · ∇∆I. (23)

A expressão (23) foi utilizada em Bertalmio et al. (2000) e sua solução
estacionária indica que as isolinhas do campo de intensidades (isophotes )
são paralelas às curvas de nivel do campo ∆I. Adicionando à expressão (23)
um termo de difusão anisotrópica da imagem geramos a equação diferencial
parcial:

It = ∇⊥I · ∇∆I + µ∇ · (g(|∇I|)∇I), (24)

onde o parâmetro µ controla agora a influência do termo difusão. Em Ber-
talmio et al. (2001) a equação (24) é usada como inspiração para criar
um modelo de inpainting onde o termo de difusão da vorticidade (∆ω) na
equação (21) é substituido pela difusão anisotrópica, gerando uma expres-
são analoga a equação (24), mas para a vorticidade:

∂ω

∂t
+ v · ∇ω = µ∇ · (g(|∇ω|)∇ω), (25)

onde:

v = ∇⊥I. (26)

Uma vez resolvida a equação (25), recupera-se o campo de intensidades
desejado via:

ω =∆I, I |∂Ω= I0. (27)

O estudo das equações de Navier-Stokes dadas pelas expressões (17) e
(21) é bem fundamentado na literatura, tanto do ponto de vista numérico
quanto teórico (existência e unicidade de soluções). Por outro lado, a
relação com elementos da dinâmica de flúıdos pode tornar mais intuitiva a
análise do resultado do inpainting. Estas são vantagens do método exposto
acima, embora o efeito do termo de difusão anisotrópica na equação (25)
para valores moderados de µ seja um ponto ainda em aberto na teoria.

Para resolver numericamente as equações (25)-(27) é necessário impor
condições de fronteira e iniciais para o campo de intensidades em Ω. Neste
trabalho, as condições de fronteira são obtidas pelos pixeis vizinhos das
áreas de rasura.
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3. Experimentos e Resultados

Para gerar a imagem média e os valores correspondentes de desvio, foram
utilizadas 385 imagens frontais com expressão neutra e sem artefatos (ócu-
los, rasuras, etc.) da base FEI (Thomaz & Giraldi, 2010) e da base FERET
(Phillips et al., 2000). A Figura 3 ilustra quatro imagens de cada base. Na
base FEI, a maioria dos indiv́ıduos são caucasianos, enquanto que na base
FERET há uma variedade de raças.

(a) (b)
Figura 3. Exemplos de imagens de face utilizadas:(a) FEI; (b) FERET.

Para a validação do ı́ndice de qualidade estrutural de imagens, foram
utilizadas três bases contendo 30 imagens cada uma compostas por imagens
frontais de face sem artefatos, com artefatos e imagens diversas (animal,
casa, árvore, carro, entre outros). Para a base de imagens de face com arte-
fatos, foram obtidas imagens do site de crianças e adolescentes desapareci-
dos do Brasil, disponibilizadas publicamente, e de voluntários pertencentes
ou não a base FEI. Há rasuras como borrão e dobras, cabelo sobre o rosto,
armação de óculos, sorriso, chupeta, má qualidade de resolução e carimbo.
As imagens são normalizadas e equalizadas pelo sistema desenvolvido por
Amaral et al. (2009). A Figura 4 mostra exemplos das três bases.

(a) (b) (c)
Figura 4. Ilustração de imagens das bases de validação: (a) Exemplos de

imagens de face sem artefatos; (b) Exemplos de imagens de face com
artefatos; e (c) Exemplos de imagens não-face.

Para os métodos de inpainting, são utilizadas as funções dispońıveis na
biblioteca do OpenCV onde as condições iniciais e de fronteira são infor-
madas por meio das imagens de entrada. Por simplicidade, o método de
inpainting através de interpolação foi implementado usando o resultado
da tranformada de distância para percorrer os pixeis da região de interesse.
Utilizamos também a tranformada de distância para orientar a aplicação
do método de inpainting via difusão.

A Figura 5 apresenta a dispersão do ı́ndice de qualidade estrutural
em relação à imagem média. Pode-se observar que o boxplot da base de
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imagens de face sem artefatos apresenta um outlier que corresponde
a uma imagem de face de uma pessoa de raça negra com labios mais lar-
gos e também com a posição dos labios mais acima do que a maioria das
outras imagens. Para o teste de ı́ndice de qualidade estrutural na base de
imagens com artefatos, a imagem da criança com a chupeta apresenta o
menor valor de ı́ndice de qualidade estrutural, 0,131. A imagem rasurada
que apresenta o maior valor é uma imagem da base FEI que possui como
artefato um par de óculos com uma armação de metal fina e que cobre ape-
nas uma pequena região do nariz, 0,837. Nos valores de ı́ndice de qualidade
estrutural para a base de imagens não-face, a imagem do galo e a imagem
do macaco apresentam os maiores valores, 0,363 e 0,329, respectivamente.
No caso da imagem do galo, a razão pode estar em possuir um contraste
similar às imagens de face utilizadas, entre o centro da imagem (mais claro)
e as demais regiões (mais escuras). Para a imagem do macaco, a justifica-
tiva é mais evidente e se baseia no fato da mesma possuir caracteŕısticas
estruturais de face semelhantes a de uma imagem de face humana.

Figura 5. Gráfico boxplot de dispersão estat́ıstica das imagens de face sem
artefatos, com artefatos, e não-faces com relação à imagem média.

De acordo com os resultados da Figura 5, caso o valor do ı́ndice de
qualidade estrutural esteja abaixo do primeiro quartil da base de imagens
de face sem artefatos e acima do terceiro quartil da base de imagens não-
faces, podemos considerar que este valor se refere a uma imagem de face
com artefatos e de interesse para segmentação e restauração automática.
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A Figura 6 ilustra cinco dos 30 resultados obtidos. Nestas cinco ima-
gens há artefatos como carimbo, pintas, óculos e chupeta, conforme mostra
a coluna (a). A coluna (b) ilustra a segmentação destes artefatos para qua-
tro ńıveis distintos de significância estat́ıstica, variando de 90% (1,645) com
segmentação em cor verde, 95% (1,96) com segmentação em cor amarela,
99% (2,58) com segmentação em cor azul, até 99,9% (3,291) com segmenta-
ção em cor vermelha. Pode-se notar que artefatos como óculos e carimbo,
e caracteŕısticas incomuns, são segmentadas mesmo com um alto ńıvel de
significância. A coluna (c) da Figura 6 mostra a máscara binária necessária
para processamento dos métodos de inpainting, apresentados nas colunas
(d), (e) e (f). É importante ressaltar a última linha da Figura 6 que mostra
um caso de insucesso, onde o artefato é uma chupeta. Este artefato ocupa
uma região muito grande da face de forma que os métodos de inpainting
não conseguem obter um resultado plauśıvel.

Por fim, a Figura 7 mostra a qualidade estrutural das imagens restau-
radas em comparação com as imagens originais. O valor médio e o valor
de desvio-padrão dos ı́ndices de qualidade estrutural das imagens originais
são 0,4605 e 0,2099. Para as imagens restauradas pelo método proposto
por Bertalmio et al. (2001), tem-se 0,5484 e 0,1662, para as imagens res-
tauradas pelo método proposto por Oliveira et al. (2001) tem-se 0,5444
e 0,1664, e para as imagens restauradas pelo método proposto por Telea
(2004) tem-se 0,5521 e 0,1630. Na maioria das imagens testadas, o método
de inpainting proposto por Telea (2004) obteve os maiores valores de ı́ndice
de qualidade estrutural.

4. Conclusão e Trabalhos Futuros

Cada imagem com artefatos foi comparada com uma imagem de referência
para um ńıvel de significância estat́ıstica que pode variar de 90% a 99,9%
com relação aos defeitos na imagem. Para resultados menos conservadores,
pode-se assumir valores de significância estat́ıstica menores. No entanto,
nesta situação mais regiões serão necessariamente identificadas como cŕıti-
cas podendo descaracterizar a singularidade de cada imagem de face.

Na maioria dos testes realizados, os métodos de inpainting estudados
obtiveram resultados promissores, principalmente se a região de artefato
for relativamente pequena em relação ao tamanho da imagem. O método
de inpainting proposto por Telea (2004) obteve os maiores valores de ı́ndice
de qualidade estrutural, portanto, quantitativamente, podemos considerar
este método o mais adequado entre os três para as imagens das bases
utilizadas, embora os resultados dos métodos de inpainting não apresentem
diferenças viśıveis.

Como trabalhos futuros, devido à diversidade biométrica facial da po-
pulação brasileira e considerando os resultados promissores deste estudo,
pode-se propor a criação de modelos estat́ısticos de face que sejam mais es-
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(a) (b) (c) (d) (e) (f)
Figura 6. Exemplos de cinco imagens utilizadas nos testes. (a) imagem
original, (b) segmentação estat́ıstica, (c) Imagem binária, (d) Inpainting
com método proposto por Telea (2004) (Seção 2.6), (e) Inpainting via
equação de Navier Stokes (Seção 2.7) e (f) Inpainting usando método

proposto por Oliveira et al. (2001)(seção 2.5).

pećıficos para as diferenças de raça, idade e gênero inerentes, contribuindo
principalmente para uma melhor segmentação automática de rasuras em
imagens frontais de face arquivadas em papel como, por exemplo, no pro-
blema de identificação de pessoas desaparecidas. Adicionalmente, seria
válido a implementação de um método que caracterizasse as regiões faciais
que devem manter a originalidade como a boca, os olhos e o nariz, para os
casos onde a restauração digital é feita a partir de um método de inpainting.

Para imagens frontais de face que contenham sorrisos largos ou chupetas
talvez fosse válido a investigação de métodos de edição de imagens, tais
como o método de Poisson proposto por Perez et al. (2003), que considera
informações a priori sobre o padrão de interesse a ser restaurado ao invés
somente de informações extráıdas de intensidades de pixeis vizinhos.
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Figura 7. Índice de qualidade estrutural dos resultados em comparação
com as imagens de entrada.
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<http://www.desaparecidos.mj.gov.br/>, 2010. Acessado em: 8 Nov.
2010.



342 Sobiecki et al.

Santiago, J.D.L.; Garmino, A.; Salgado, J.; Trujillo, V. & Ortiz, A., Opera-
dores k-estad́ısticos para morfoloǵıa matemática de conjuntos. Revista
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Capítulo 18

Detecção de Manchas Solares
Utilizando Morfologia Matemática
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Resumo: Este caṕıtulo descreve o algoritmo Mack para detecção
de manchas no disco solar, o qual foi elaborado por meio de modifi-
cações no algoritmo de Curto. Além da apresentação da importân-
cia da detecção de manchas solares e das dificuldades relacionadas
ao processo de detecção automática, são descritos os dois algorit-
mos, apontando as modificações realizadas. O algoritmo Mack foi
aplicado às imagens do observatório SOHO e os resultados foram
comparados com os dados publicados pelo NOAA Institute e pelo
SIDC. A alta correlação entre os resultados obtidos pelos autores e
os provenientes destas instituições apontou consistência dos resul-
tados. As alterações realizadas no algoritmo original sugerem um
aperfeiçoamento da robustez do método.
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Abstract: This chapter describes the Mack algorithm for sunspots
detection on the solar disk. This algorithm was created based on
the Curto’s algorithm. The importance of sunspots detection and
its related drawbacks are presented, followed by a description of the
Curto’s algorithm and the changes performed in it. The proposed
algorithm was applied to SOHO images and results were compared
with data published by the NOAA Institute and SIDC. This com-
parison showed the results consistency, having reached a high data
correlation with the observations. Furthermore, the changes done
to the original algorithm suggest an improvement in the robustness
of the method.
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1. Introdução

A fragilidade da vida humana é evidenciada principalmente em ambientes
desfavoráveis e, neste sentido, a previsão do clima espacial busca elucidar
diferentes processos f́ısicos solares e suas consequências para a vida na
Terra. Alterações no campo magnético global, campos elétricos induzidos
e correntes podem afetar a operação de sistemas terrestres, dentre eles,
redes de transmissão de alta tensão, gasodutos, cabos de telecomunicações,
sinalização ferroviária, sistemas de comunicação sem fio e satélites (Colak &
Qahwaji, 2007), os quais podem colocar em risco a saúde e vidas humanas.

As manchas solares são áreas escuras com intenso campo magnético
que crescem e decaem na fotosfera, camada mais baixa do Sol viśıvel a
partir da Terra. As manchas solares são mais escuras que os seus arredores
porque são mais frias em relação à temperatura média da superf́ıcie solar.
O seu aparecimento e desaparecimento ocorrem devido às mudanças subja-
centes nos campos magnéticos que existem no Sol. A presença destes fortes
campos magnéticos revela a existência de grandes quantidades de energia
que potencialmente podem ser liberadas (Silva, 2006) gerando explosões
solares e ejeções de massa que são responsáveis pelos distúrbios causados
na Terra. Geralmente, as manchas solares são primeiramente observadas
como pequenos pontos escuros denominados poros, os quais podem se de-
senvolver como regiões de manchas solares, evoluindo em horas ou em dias.
Ocasionalmente, quando um ponto se torna mais escuro e maior, ele pode
se romper do ponto original e, neste cenário, apresenta-se a razão para
a contagem total de manchas solares e a classificação destas em grupos
(Curto et al., 2008).

A identificação e a classificação de manchas solares, incluindo sua lo-
calização, tempo de vida, contraste, entre outros, constituem elementos
essenciais na modelagem da irradiância total durante o ciclo solar, os quais
são requisitos para um estudo quantitativo.

A análise do comportamento das manchas solares também é utilizada
no estudo de regiões ativas e na previsão da atividade de explosão solar
(Zharkov et al., 2005). Logo, o aumento substancial de dados contendo
informações referentes às imagens solares, à detecção automatizada e à
verificação de diferentes caracteŕısticas de interesse, dentre outras aplica-
ções, permitem uma previsão confiável da atividade solar e, portanto, da
previsão do clima espacial (Zharkov et al., 2004).

Em f́ısica solar e, especialmente em geof́ısica, ı́ndices solares são de vital
importância para avaliar o impacto potencial da atividade solar na Terra
e em véıculos espaciais. O número de manchas solares é o ı́ndice utilizado
no estudo a longo prazo das variações de atividade solar, assim como nos
estudos das relações solares terrestres. O número relativo de manchas
solares foi definido por Rudolf Wolf (Wolf, 1856), sendo R = k(10g + s),
onde g é o número de grupos de manchas solares, s é o número total de
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“pontos” em todos os grupos no disco viśıvel, e k é um fator de correção de
erros de observação em função do equipamento utilizado (Svalgaard, 2010).

Zharkov et al. (2005) apresentaram técnicas para reconhecimento au-
tomático de manchas presentes no disco em imagens solares. Esta técnica
se resume nos seguintes passos:

1. Aplicar uma suavização gaussiana com uma vizinhança 5×5 seguida
por um operador de Sobel para uma cópia ∆ da imagem.

2. Utilizando um valor de limiar inicial, T0, binarizar o mapa de bordas
e aplicar um filtro de mediana 5×5 ao resultado. Em seguida, contar
o número de componentes conexos, Nc, e a taxa do número de pixels
de borda para o número total de pixels do disco solar, R. Se Nc for
maior que 250 ou R maior que 0,7, incrementar T0 e repetir o passo
2.

3. Binarizar iterativamente a imagem original para definir menos de
100 regiões escuras. Combinar as duas imagens binárias dentro de
um mapa binário de caractecteŕısticas candidatas.

4. Remover a borda correspondente ao limbo do mapa de manchas
candidatas e preencher as posśıveis lacunas nas caracteŕısticas de
contorno utilizando os operadores morfológicos de fechamento e wa-
tershed ;

5. Utilizar uma coloração por blobs para definir uma região de interesse,
Fi, como um conjunto de pixels representando um componente co-
nexo na imagem binária resultante, B∆.

6. Criar um mapa de manchas solares candidatas, B∆, uma máscara
de byte a qual conterá os resultados da detecção com os pixels per-
tencentes à umbra marcados como 2, e à penumbra marcados como
1.

7. Para cada Fi uma imagem cortada contendo Fi definir Ts e Tu:

a. se |Fi| ≤ 5 pixels associar os limiares:

para penumbra: Ts = 0, 91IQSun;

para umbra Tu = 0, 6IQSun

b. Se |Fi| ≥ 5 pixels associar os limiares:

para penumbra: Ts = max{0, 93IQSun; (< Fi > −0, 5∆FI)};
para umbra: Tu = max{0, 55IQSun; (< Fi > −∆Fi)}

onde: < Fi > é a intensidade média e ∆Fi é o desvio padrão para
Fi;
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8. Binarizar a imagem cortada neste valor para definir os pixels can-
didatos (umbral/penumbral) e inserir os resultados novamente em
B∆. Em seguida, utilizar a coloração de blob para definir uma man-
cha solar candidata, Si com os conjuntos de pixels representando um
componente conexo em B∆.

9. Verificar os resultados de detecção, sobrepondo o B∆ com o magne-
tograma sincronizado, M , como segue. Para cada mancha candidata
Si de B∆ extrair:

a. Bmax(Si) = max(M(p)|p ∈ Si)

b. Bmin(Si) = min(M(p)|p ∈ Si)

c. se max(abs(Bmax(Si)), abs(Bmin(Si))) < 100 então descarte Si

como rúıdo;

10. Para cada Si extrair e armazenar os seguintes parâmetros: coorde-
nadas do centro de gravidade, área, diâmetro, tamanho da umbra,
número de umbras detectadas, intensidades fotométricas: máxima,
mı́nima e média, fluxos magnéticos: máximo, mı́nimo e médio, fluxo
magnético total e fluxo umbral total.

Colak & Qahwaji (2007) apresentaram uma classificação automática
das manchas solares em tempo real para previsão de atividade solar. O
método descrito por eles foi divido em três etapas:

1. Aplicação de um processo de filtragem e cálculo das coordenadas
solares.

2. Detecção inicial de manchas solares a partir de imagens cont́ınuas, e
detecção de regiões ativas a partir do magnetograma.

3. Agrupamento de manchas solares utilizando aprendizado de máquina
por meio de Redes Neurais Artificais.

Posteriormente, Curto et al. (2008) apresentaram suas técnicas com
o uso de morfologia matemática para detecção automática de manchas
solares em imagens na faixa viśıvel do disco solar, aplicando seus algoritmos
às imagens do observatório Ebro e comparando os seus resultados aos dados
disponibilizados pelo SFC (Solar Feature Catalog), instituto europeu de
controle de atividades solares.

O SOHO (Solar & Heliospheric Observatory), lançado em 2 de Dezem-
bro de 1995, é um projeto de colaboração internacional entre a ESA e a
NASA para estudo do Sol a partir do seu núcleo até sua corona mais ex-
terna, assim como o vento solar. O véıculo solar SOHO foi constrúıdo na
Europa por um conjunto de indústrias liderado por Matra Marconi Space
(atualmente EADS Astrium) sob o gerenciamento global da ESA. Os doze
instrumentos a bordo do SOHO foram fornecidos por cientistas da América
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e Europa. A NASA foi a responsável pelo seu lançamento e, atualmente,
pelas operações em missões. Grandes antenas de rádio espalhadas ao re-
dor do mundo, as quais formam a Rede Espacial da NASA, são utilizadas
para download de dados e comandos. O controle de missão é baseado no
Goddard Space Flight Center em Maryland 1.

Diante deste contexto, este trabalho apresenta uma versão modificada
do algoritmo de detecção de Curto et al. (2008) adaptada para as ima-
gens solares na faixa viśıvel do observatório SOHO (Solar and Heliospheric
Observatory), denominada algoritmo Mack. As operações morfológicas re-
levantes para este artigo são brevemente discutidas na Seção 2. A técnica
de Curto et al. (2008) para descrição e agrupamento e as modificações fei-
tas em seu algoritmo são descritas nas Seções 3 e 4, respectivamente. A
técnica de agrupamento utiliza o mesmo prinćıpio de Curto et al. (2008):
as manchas solares são agrupadas com base em suas distâncias heliográ-
ficas uma em relação à outra. A Seção 4 detalha o método empregado
para converter as coordenadas cartesianas em coordenadas heliográficas.
A Seção 5 apresenta os resultados da comparação dos dados com os apre-
sentados por Curto et al. (2008) para detecção, assim como expõe os resul-
tados de atividade solar com os dados obtidos ao longo dos anos de 2001 e
2009, comparando-os com os dados oficiais dos Institutos NOAA (National
Oceanic and Atmospheric Administration) e SIDC (Solar Influences Data
Center). Por fim, a Seção 6 apresenta a conclusão deste trabalho.

2. Operações Morfológicas

A Morfologia Matemática, no contexto de processamento de imagens, é uti-
lizada para analisar e extrair caracteŕısticas geométricas das imagens, além
de permitir operações de pré e pós processamentos destas, por exemplo, a
filtragem morfológica.

As operações morfológicas são baseadas na teoria dos conjuntos. Em
imagens binárias, os conjuntos em questão são membros do espaço 2-D de
números inteiros Z2, em que cada elemento de um conjunto é um vetor
bidimensional, cujas coordenadas são (x, y) de um pixel branco (ou preto,
dependendo da convenção) de uma imagem. As imagens digitais em ńıveis
de cinza podem ser representadas como conjuntos, cujos componentes es-
tão em Z3. Neste caso, dois componentes de cada elemento do conjunto
referem-se às coordenadas de um pixel, e o terceiro corresponde ao seu va-
lor discreto de intensidade. Um conceito fundamental da morfologia é o de
elemento estruturante (ES): pequenos conjuntos ou subimagens utiliza-
das para examinar uma imagem, com o objetivo de identificar propriedades
de interesse (Gonzalez & Woods, 2010). A Figura 1 exibe exemplos de ele-
mentos estruturantes.

1 http://sohowww.nascom.nasa.gov/about/about.html

http://sohowww.nascom.nasa.gov/about/about.html
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Figura 1. Primeira linha: exemplos de elementos estruturantes. Segunda
linha: elementos estruturantes convertidos em arranjos retangulares

(Gonzalez & Woods, 2010).

A seguir são apresentadas as operações morfológicas relevantes para
este trabalho. Embora a morfologia tenha sido inicialmente aplicada em
imagens binárias, as operações aqui descritas foram aplicadas em imagens
em ńıvel de cinza.

2.1 Erosão e dilatação
Seja f(x, y) uma imagem bidimensional e b o elemento estruturante, a
erosão de f por b é dada por:

f 	 b(x, y) = min{f(x + s, y + t)}(s,t)∈bN (1)

A erosão de um ponto (x, y) é o valor mı́nimo dentre os pontos vizinhos
de (x, y) que estão dentro do elemento estruturante b. A dilatação, por
outro lado, sendo uma operação dual à erosão (Gonzalez & Woods, 2010),
tem o efeito de aumentar as partes mais claras da imagem. A dilatação é
dada por:

f ⊕ b(x, y) = max{f(x + s, y + t)}(s,t)∈bN (2)

A dilatação de um ponto (x, y) é o valor máximo dentre os pontos
vizinhos de (x, y) que estão dentro do elemento estruturante b.

2.2 Abertura e fechamento
Sendo f(x, y) a imagem e b o elemento estruturante, a abertura e o fecha-
mento são dados, respectivamente, por:
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f ◦ b = (f 	 b)⊕ b (3)

f • b = (f ⊕ b)	 b (4)

A abertura é uma erosão seguida de uma dilatação, enquanto o fecha-
mento é uma dilatação seguida de erosão. A abertura remove pequenas
partes claras da imagem com mı́nima distorção das partes escuras. De
modo análogo, o fechamento remove partes escuras com mı́nima distorção
das partes claras.

A abertura geralmente suaviza o contorno de um objeto, rompe os ist-
mos e elimina as saliências finas. O fechamento também tende a suavizar
contornos, mas, ao contrário da abertura, geralmente funde as descontinui-
dades estreitas e alonga os golfos finos, elimina pequenos buracos e preenche
as lacunas em um contorno (Gonzalez & Woods, 2010).

2.3 Transformadas top-hat e bottom-hat
As transformadas top-hat e bottom-hat são geralmente utilizadas na remo-
ção de objetos da imagem com base no elemento estruturante. A top-hat
atua sobre objetos claros com fundo escuro, enquanto a bottom-hat atua
sobre objetos escuros com fundo claro. A seguir são apresentadas as des-
crições das transformadas top-hat e bottom-hat :

T (f) = f − (f ◦ b) (5)

T (f) = (f • b)− f (6)

Uma das principais aplicações destas transformadas é a remoção de
uma imagem fazendo uso de um elemento estruturante na operação de
abertura ou de fechamento que não se encaixa nos objetos a serem remo-
vidos. A operação de diferença resulta em uma imagem na qual apenas os
componentes removidos permanecem (Gonzalez & Woods, 2010).

3. Detecção de Manchas Solares

A superf́ıcie do Sol apresenta uma distribuição de estruturas com dife-
rentes ńıveis de intensidades e padrões regulares indefinidos, conforme se
apresenta na Figura 2.

Geralmente cada estrutura escura é considerada como uma mancha
solar e, sua identificação, envolve um processo de segmentação da imagem
em escala de cinza do Sol, como nas imagens mostradas nas Figuras 2
e 3. Segundo Curto et al. (2008), em um primeiro momento, existem
três processos de segmentação: detecção de borda, crescimento de região e
binarização. A técnica a ser descrita neste artigo, algoritmo Mack, utiliza
o processo de binarização. Entretanto, ao aplicar um sistema global de
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Figura 2. Imagem original com manchas, SOHO.

Figura 3. Manchas solares ampliadas.

binarização, este produz histogramas não particionáveis em decorrência da
variação de intensidade da imagem do disco solar, ou seja, o escurecimento
do limbo solar (Zharkov et al., 2005). Este fenômeno, o escurecimento do
limbo solar, ocorre porque o brilho é máximo na faixa viśıvel localizada
no centro do disco e decai aproximadamente 20% nas bordas em função
do gradiente positivo de temperatura da atmosfera solar. Logo, camadas
mais próximas à superf́ıcie, que são mais frias, são menos brilhantes (Silva,
2006).

Estruturas escuras na imagem são consideradas manchas candidatas,
uma vez que podem se tratar de rúıdos e não de manchas solares. Para
distinguir uma mancha solar de um rúıdo tem-se que considerar duas ca-
racteŕısticas: o tamanho da mancha candidata e o quão escura ela é. Es-
pacialmente, quanto maior a mancha candidata, maior a probabilidade
de ser uma mancha solar e, quanto menor, maior a probabilidade de ser
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um rúıdo. No histograma de cor, quanto mais escura a mancha candidata,
maior a probabilidade de ser uma mancha solar e, quanto mais clara, maior
a probabilidade de ser um rúıdo. O algoritmo atua de forma iterativa para
encontrar um tamanho de elemento estruturante que elimine espacialmente
o maior número de rúıdos e, ao mesmo tempo, minimize a eliminação de
manchas verdadeiras. O algoritmo também atua para encontrar um ponto
de corte ótimo no processo de binarização, visando sempre maximizar a
eliminação de rúıdos e minimizar a eliminação de manchas.

A técnica descrita por Curto et al. (2008) consiste na aplicação de um
procedimento utilizando a binarização iterativa, assim como em Zharkov
et al. (2005). Contudo, em Curto et al. (2008), as manchas solares can-
didatas são obtidas aplicando um procedimento que envolve somente dois
laços iterativos na imagem original, sendo um incrementando o tamanho do
elemento estruturante da operação de fechamento e o outro incrementando
o ńıvel de intensidade, enquanto o crescimento da população dos pixels da
mancha solar está sendo controlado.

A detecção da totalidade de pixels verdadeiros pertencentes a uma man-
cha solar utiliza um método iterativo, o qual incrementa a escala de escopo
a cada repetição. Novamente uma dificuldade surge. Existe uma larga va-
riedade de tamanhos nas manchas solares. A priori, não se sabe o tamanho
da maior mancha do disco solar em uma imagem em particular. Assim,
as iterações devem continuar até a população de pixels a serem detectados
estabilizar. Neste ponto, quando estabilizados, todos os pixels pertencentes
às manchas solares estão detectados.

Para ser aplicada às imagens do observatório SOHO, a técnica de Curto
et al. (2008) foi modificada para eliminar rúıdos e produzir maior robustez
contra o efeito de escurecimento do limbo. Assim, aplica-se a operação
bottom-hat (Figura 4) em detrimento da operação top-hat utilizada por
Curto et al. (2008). Este método inverte a imagem, sendo que o fundo
se torna escuro e as manchas tendem ao branco. No processo original de
binarização, inicia-se com um valor de corte, o qual inicialmente detecta
somente os pixels mais escuros da imagem, e o valor de corte é iterati-
vamente incrementado até ocorrer um crescimento abrupto no número de
pixels, quando é detectado o fundo da imagem.

A presente proposta visa controlar os pixels detectados como perten-
centes às manchas solares e interromper o processo quando o seu número
estabilizar. O número de pixels com valor branco após a binarização na
iteração n é Pn, assim, interrompe-se o processo quando Pn−1 − Pn < q,
onde q representa um ponto de corte na taxa de decaimento de pixels.
Diante disto, o processo finaliza quando a taxa de decaimento de pixels de-
tectados tende a zero (Figura 5). Porém, impondo o valor zero, é posśıvel
que eventuais manchas que se sobreponham a alguns pontos de rúıdo no
histograma de cor sejam eliminadas durante a binarização. Logo, a solução
encontrada para este problema foi relaxar esta imposição, tornando q um
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Figura 4. Imagem após operação bottom-hat.

Figura 5. Imagem binarizada.

valor maior que zero. Isto evita falsos negativos durante o processo de bi-
narização, mas aumenta a probabilidade de ocorrência de falsos positivos.
Entretanto, os resultados obtidos indicam que o aumento desta probabili-
dade de falsos positivos é, em geral, despreźıvel, mas a diminuição de falsos
negativos é significativa. Rúıdos são, em geral, espacialmente menores que
as manchas, logo, após o processo de segmentação completo, efetua-se uma
abertura morfológica na imagem para eliminar rúıdos remanescentes.

Após a binarização, o tamanho do elemento estruturante é incremen-
tado e o processo se repete. O elemento estruturante de tamanho ótimo é
determinado quando a população de pixels detectada se estabiliza (Curto
et al., 2008) ou, para alguns casos observados, decresce. Curto et al. (2008)
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utilizaram um tamanho inicial de elemento estruturante 7x7. Para as ima-
gens do SOHO foi utilizado neste trabalho um tamanho 3x3, com a âncora
centralizada e formato de elipse. Para manter a âncora do elemento estru-
turante centralizada, os incrementos de tamanho foram feitos em passos de
duas unidades. No final, conforme mencionado, aplicou-se uma abertura
morfológica com tamanho do elemento estruturante igual a dois.

Em seguida à segmentação, há a necessidade de contar a quantidade
de manchas detectadas. Neste trabalho, foi utilizado o algoritmo de cres-
cimento de região para identificação dos blobs (Gonzalez & Woods, 2010),
sendo que cada blob tem seu centro geométrico calculado e todas as in-
formações extráıdas dos blobs são armazenadas em estruturas de dados
vetorizadas, na qual cada blob possui um identificador (ID). O algoritmo
completo de detecção de manchas está resumido na Figura 6.

Figura 6. Algoritmo de detecção de manchas.
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O valor 2 para a abertura morfológica ao final foi determinado expe-
rimentalmente, sendo observado que tamanhos estruturantes maiores ten-
diam a eliminar manchas de tamanhos reduzidos. Diante disto, não foi
utilizado um tamanho ı́mpar para o elemento estruturante.

Para este trabalho, utilizou-se o valor 40 para o parâmetro q, deter-
minado experimentalmente. A obtenção deste valor se deu observando a
quantidade de falsos positivos e falsos negativos para um subconjunto das
imagens de referência, em relação aos resultados de Curto et al. (2008).
Para um conjunto de imagens proveniente de outra fonte, possivelmente
este parâmetro tenha de ser ajustado. Uma vez detectadas as manchas,
é necessário determinar sua localização na imagem. Para isto, conforme
mencionado, aplica-se um algoritmo de detecção de blobs utilizando cres-
cimento de região. O algoritmo funciona percorrendo a imagem linha a
linha, procurando por pixels brancos e vizinhos conexos. Quando um pi-
xel branco é encontrado, verificam-se os pixels localizados imediatamente
à sua esquerda e na parte superior na estrutura da imagem, a fim de se
determinar se este pixel pertence a um blob já existente. Em caso negativo,
adiciona-se um novo blob ao conjunto de blobs. Os pixels pertencentes a
cada blob são armazenados em uma estrutura de dados do tipo vetor para
localização de manchas no algoritmo de agrupamento.

4. Agrupamento de Manchas Solares

No contexto de visão computacional, os resultados obtidos pelo algoritmo
de detecção de manchas solares tornam-se subśıdios para um novo processa-
mento fundamentado nos conceitos de f́ısica solar e técnicas de astrof́ısica,
a fim de se determinar o número de grupos e, por sua vez, o número de
Wolf.

As manchas solares formam grupos que compartilham propriedades f́ısi-
cas, tais quais as presentes na base de arcos coronais, os quais são estruturas
curviĺıneas alinhadas ao campo magnético (Silva, 2006).

O número de manchas individuais e o número de grupos são necessá-
rios para se determinar o ńıvel de atividade solar, conforme o ı́ndice de
Wolf (Wolf, 1856). Duas manchas solares fazem parte do mesmo grupo se
estão localizadas próximas e compartilham do mesmo arco de fluxo mag-
nético, para isto utiliza-se o critério de proximidade espacial (Curto et al.,
2008). Neste contexto, estatisticamente define-se quais manchas solares
fazem parte do mesmo grupo se estiverem até seis graus heliográficos equi-
distantes (Curto et al., 2008).

Para se determinar as distâncias entre as diferentes manchas solares,
torna-se necessário converter a imagem de coordenadas cartesianas para
coordenadas heliográficas (Green, 1985). A detecção de grupos por pro-
ximidade se caracteriza por ser um processo computacionalmente simples
e eficiente na classificação dos grupos, porém há certa dificuldade quando
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diferentes grupos estão dispostos próximos uns dos outros, principalmente
por efeitos de projeção como nas proximidades do limbo solar.

Neste trabalho, define-se o raio e o centro do limbo solar utilizando
a imagem original posicionada sobre um ćırculo maior. Iterativamente,
por meio da detecção de transições abruptas, centraliza e ajusta o raio do
ćırculo maior até que suas caracteŕısticas se aproximem das encontradas
no limbo solar, respeitando uma tolerância (∆) de no máximo três pixels.
O algoritmo converge para a solução em no máximo três iterações.

Definindo-se os valores de centro e raio do limbo solar (r), transformam-
se as coordenadas cartesianas (x, y) das manchas solares em coordenadas
heliográficas. Aplicam-se as equações 7 e 8 (Green, 1985) para o centro
de cada mancha, para encontrar sua localização (longitude e latitude) na
esfera solar, sendo que o meridiano principal e do equador solar são, res-
pectivamente, as linhas que cortam o limbo solar na vertical e na horizontal
em referência ao observador. Com a conversão das coordenadas, a distân-
cia em graus pode ser aferida por meio da aplicação da equação 9 (Green,
1985) nas manchas encontradas.

Lat = arcsin
(y
r

)
(7)

Lon = arcsin

(
x√

r2 + y2

)
(8)

Lamb = arccos(sin(lat1) sin(lat2)+cos(lat1) cos(lat2) cos(lon2−lon1)) (9)

Na Figura 7 é apresentado o fluxograma do algoritmo de detecção de
grupos de manchas.

5. Resultados

Este trabalho apresentou uma versão modificada do algoritmo de detecção
de Curto et al. (2008), implementado em linguagem C++, utilizando a
biblioteca de algoritmos de Visão Computacional OpenCV (Intel & Garage,
1999), adaptado para as imagens solares na faixa viśıvel do observatório
SOHO. A Figura 8 mostra resumidamente o passos no processo de detecção
e agrupamento.

5.1 Detecção de manchas
Curto et al. (2008), para verificação dos resultados, aplicaram seu algoritmo
às imagens do observatório Ebro e compararam os resultados de detecção
aos dados disponibilizados pelo Solar Feature Catalog (SFC), sendo que as
imagens utilizadas datam de maio de 2004. Neste trabalho foram utilizadas
as imagens do satélite SOHO com as mesmas datas definidas por Curto
et al. (2008).
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Figura 7. Algoritmo de detecção de grupos.

Convencionou-se para este trabalho que, quando eram disponibilizadas
mais de uma imagem no mesmo dia no observatório SOHO, seria utilizada
a imagem com o horário mais próximo ao meio dia. A Tabela 1 exibe os
resultados desta comparação. Ressalta-se que algumas imagens presentes
na tabela original de Curto et al. (2008) em determinadas datas, não se
encontravam dispońıveis no site do laboratório SOHO.

Nota-se, pelos resultados obtidos que, de forma geral, os dados apre-
sentados por Curto et al. (2008) e por este trabalho são consistentes. Em
alguns pontos, por exemplo o dia 27/05/2004, Curto et al. (2008) obtiveram
um resultado discrepante com o SFC, enquanto o presente trabalho obteve
um resultado mais próximo ao do SFC. Em outros casos, Curto et al. (2008)
e este trabalho apresentaram discrepância com relação ao SFC, embora o
grau de discrepância apresentado pelo algoritmo Mack seja ligeiramente
menor que o de Curto et al. (2008). O coeficiente de correlação entre os
dados do laboratório Ebro, utilizando o método original de Curto et al.
(2008), e os resultados do SFC, foi de 46%. Utilizando as imagens do ob-
servatório SOHO com as alterações realizadas no algoritmo de Curto et al.
(2008), foi obtida uma correlação de 59%. A correlação entre os resultados
do algoritmo Mack e o de Curto et al. (2008) foi de 92%.
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(a) (b)

(c) (d)

Figura 8. Processo de detecção e agrupamento das manchas solares. (a)
imagem original com o ćırculo maior marcado (b) imagem binarizada pelo

processo de detecção (c) imagem binária final (d) agrupamento.

5.2 Agrupamento de manchas
O agrupamento de manchas foi comparado com os resultados de agrupa-
mento utilizando 350 imagens do ano de 2001 e 260 imagens do ano de 2009
do observatório SOHO com os dados divulgados pelos Institutos NOAA e
o SIDC, em relação ao número de Wolf. O processamento automático de
agrupamento resultou em uma correlação de aproximadamente 79% e 93%,
respectivamente, para o ano de 2001 e 63% e 67%, respectivamente, para o
ano de 2009. A Figura 9 apresenta o gráfico de comparação dos resultados
deste trabalho com os resultados dos institutos NOAA e SIDC para o ano
de 2001 e a Figura 10 mostra o mesmo gráfico para o ano de 2009.

Nota-se, pelo gráfico do ano de 2001, que o algoritmo deste traba-
lho detecta menos grupos em relação aos dados divulgados pelo Instituto
NOAA, porém os resultados estão muito próximos aos apresentados pelo
SIDC. Tais diferenças, em relação ao Instituto NOAA, podem ser vistas
com maior intensidade nos resultados dos meses de Abril, Outubro, No-
vembro e Dezembro.
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Tabela 1. Número de manchas detectadas

Data Mack EBRO SFC

04/05/04 8 9 9
05/05/04 11 9 3
06/05/04 9 9 4
08/05/04 5 3 7
09/05/04 5 4 6
10/05/04 6 9 7
18/05/04 19 17 24
19/05/04 17 17 17
20/05/04 14 15 17
21/05/04 14 15 13
24/05/04 26 27 13
27/05/04 14 27 12
28/05/04 12 12 6
29/05/04 12 11 18
30/05/04 12 12 22
31/05/04 13 13 10

Total 197 210 188

Comparando as figuras 9 e 10, os resultados foram mais d́ıspares para
o ano de 2009 do que para o ano de 2001, uma vez que o ano de 2001 se
caracterizou pela existência de poucas manchas em função do peŕıodo do
ciclo solar. Além disto, estas manchas foram espacialmente pequenas, o que
ocasionou em um aumento da probabilidade de manchas se confundirem
com rúıdos. Na prática, o que houve foi que mais rúıdos foram errone-
amente detectados como manchas. A Figura 11 mostra uma imagem do
ano de 2009 do observatório SOHO. É posśıvel observar que as manchas
solares são quase impercept́ıveis. Isto se deve ao fato que o Sol estava em
um peŕıodo de mı́nima atividade enquanto em 2001, a atividade solar se
encontrava próxima ao máximo do ciclo solar de 11 anos.

6. Conclusões

A aplicação de Visão Computacional para a automatização do processo
de detecção de manchas solares gera uma ferramenta que objetiva facilitar
o estudo do ciclo solar e suas influências na Terra, fornecendo subśıdios
relevantes para o estudo da previsão de clima espacial com a manipulação
do numeroso acervo disponibilizado no Observatório SOHO.

Ferramentas morfológicas para a detecção de manchas solares foram
utilizadas para analisar e extrair caracteŕısticas geométricas das imagens,
dentre elas, as operações morfológicas de pré e pós-processamento. Tais
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Figura 9. Comparação entre os algoritmos para o ano de 2001.

Figura 10. Comparação entre os algoritmos para o ano de 2009.

operações são baseadas na teoria dos conjuntos, sendo utilizadas neste tra-
balho as de abertura e bottom-hat para o processamento da imagem. A
operação de abertura foi utilizada para remover posśıveis rúıdos remanes-
cente da imagem, após a aplicação do algoritmo de detecção de manchas.
A transformada bottom-hat foi utilizada para separar as manchas solares
do fundo da imagem.

Os resultados obtidos apresentaram robustez e demonstraram alta con-
sistência com os resultados descritos por Curto et al. (2008). Além disto, a
correlação com os dados divulgados pelos institutos NOAA e SIDC apon-
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Figura 11. Imagem do observatório SOHO do ano de 2009.

taram que o algoritmo Mack pode contribuir para a detecção automática
de manchas solares.

Uma dificuldade encontrada foi a determinação de falsos positivos ou
negativos, tanto na detecção de manchas quanto no agrupamento. Tal fato
indica a necessidade de acompanhamento de um profissional especializado
em segmentação e agrupamento manual de manchas, para indicar em quais
pontos o algoritmo falhou.

Para futuros trabalhos, sugere-se avaliar a possibilidade de agrupa-
mento de manchas analisando o fluxo magnético das manchas candidatas
através do magnetograma, análise da área das manchas e média de inten-
sidade de brilho, conforme apresentado por Zharkov et al. (2004).
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Capítulo 19

Exploração de Espaços de Características para Imagens
por meio de Projeções Multidimensionais

Bruno Brandoli Machado∗, Danilo Medeiros Eler, Glenda Michele Botelho,
Rosane Minghim e João do Espírito Santo Batista Neto

Resumo: Aplicações para imagens baseiam-se na premissa de que
o conjunto de dados sob investigação é corretamente representado
por caracteŕısticas. Apesar dos avanços na área, a definição de um
conjunto de caracteŕısticas adequado para representar um conjunto
de dados ainda é um desafio. A abordagem apresentada neste caṕı-
tulo procura inspecionar esta etapa de definição de caracteŕısticas
por meio de representações visuais. Isto permite que usuários mu-
dem interativamente os parâmetros dos algoritmos extratores que
avaliam visualmente a representatividade da sáıda obtida por estes
algoritmos, obtendo novas perspectivas sobre a representatividade
de tais caracteŕısticas. É mostrada a relação da melhoria da quali-
dade da representação com a melhoria dos resultados de classifica-
dores. Também é apresentado o uso das mesmas abordagens visuais
no apoio ao processo de seleção, mostrando que o processo apoia a
seleção mantendo a capacidade de discriminação das caracteŕısticas.

Palavras-chave: Análise visual do espaço de caracteŕısticas, Vi-
sualização dos espaço de caracteŕısticas, Seleção de caracteŕısticas,
Avaliação do espaço de caracteŕısticas.

Abstract: Imaging applications rely on suitable extraction of featu-
res. Regardless of the advances in this field, for many applications
finding the suitable set of features to represent an image set still
remains challenging. The approach proposed by this chapter ins-
pects this stage of the image processing pipeline via visualization
techniques. It allows users to interactively modify feature extrac-
tion parameters and visualize improvement in their decisions by
checking on improvements of the visualization generated. We show
the relationships between improvement of the visualizations and the
performance of the classifiers based on the same features. We also
extend the approach to support feature selection seeking to maintain
discrimination properties of the set of features.

Keywords: Visual feature space analysis, Feature space visualiza-
tion, Feature selection, Feature space evaluation.
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1. Introdução

Gerar vetores de caracteŕısticas é uma tarefa crucial para muitas aplicações
relacionadas a imagens, incluindo reconhecimento de padrões, recuperação
de imagem por conteúdo ou mineração de imagens. Esta tarefa é capaz
de determinar a precisão dos resultados alcançados por aplicações desta
natureza (Theodoridis & Koutroumbas, 2006). Há muitos algoritmos para
computar tais vetores, cada qual com seu próprio conjunto de parâmetros,
refletindo em diferentes propriedades do conjunto de imagens sob investi-
gação. Portanto, a escolha de um descritor que forneça as maiores taxas
de classificação e a maior eficiência na recuperação é uma tarefa desafi-
adora, que requer, sobretudo, um conhecimento a priori do conjunto de
imagens (Aggarwal, 2002). Adicionalmente, muitos experimentos de alto
custo computacional podem ser necessários para criar um modelo coerente
com a aplicação (Pampalk et al., 2003), demandando também tempo do
usuário até convergir para uma parametrização satisfatória.

Tradicionalmente, usuários começam por selecionar um conjunto de da-
dos rotulado e por definir os parâmetros para os algoritmos extratores de
caracteŕısticas. Em seguida, os vetores de caracteŕısticas são computados
e a classificação é realizada. Os resultados somente exibirão altas taxas de
classificação correta se o conjunto de caracteŕısticas se mostrar adequado
para o conjunto de imagens em análise. Estas taxas podem ser melhoradas
somente depois da execução da tarefa de classificação, isto é, os usuários
não podem antecipadamente inferir quão efetivas serão as caracteŕısticas
computadas para a classificação. Nosso objetivo principal é prover uma
metodologia efetiva para auxiliar usuários a encontrar um espaço de carac-
teŕısticas coerente.

Neste trabalho, uma abordagem para análise visual de espaços de carac-
teŕısticas por meio da aplicação de técnicas de visualização de informação é
apresentada. Inicialmente, diferentes conjuntos de caracteŕısticas são gera-
dos por diferentes técnicas ou variações de parâmetros. Em seguida, estes
conjuntos são visualmente organizados em uma representação 2D, ou uma
projeção, que revela a similaridade entre as imagens do conjunto, isto é, são
formados agrupamentos de imagens similares de acordo com o espaço de
caracteŕısticas. Para reduzir a subjetividade durante a análise visual, uma
medida de qualidade, chamada “coeficiente de silhueta” (Tan et al., 2005),
é calculada a partir da representação visual. Este coeficiente indica o grau
de capacidade das caracteŕısticas em promover o agrupamento de imagens
similares. Os experimentos mostram que sempre que a qualidade da re-
presentação visual, refletida pela silhueta, melhora, a taxa de classificação
aumenta.

Esta abordagem visual permite que o usuário explore espaços de carac-
teŕısticas e escolha o melhor. Além disto, permite que o usuário localize
itens de dados que dificultam a criação do modelo. Nem sempre é posśı-
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vel, entretanto, compreender quais caracteŕısticas influenciam a formação
de agrupamentos de imagens similares. Nestes casos, é necessário empre-
gar um algoritmo seletor de caracteŕısticas para melhorar a qualidade do
espaço. Para tanto, também é apresenta uma abordagem visual para sele-
ção de caracteŕısticas, combinando técnicas tradicionais de seleção com o
aux́ılio da mineração visual de dados (Wong, 1999). Nesta abordagem, ao
invés de projetar n imagens como instância de dados, projetam-se m carac-
teŕısticas. A projeção resultante consistirá, portanto, de m amostras, cada
qual representando uma caracteŕıstica. A exemplo da projeção tradicional,
agrupamentos de caracteŕısticas poderão ser gerados. Se agrupamentos in-
dicam instâncias com propriedades comuns, então podemos assumir que ca-
racteŕısticas pertencentes ao mesmo grupo possuem poder discriminatório
semelhante. Ao selecionar apenas algumas amostras de cada agrupamento
da projeção, teremos um subconjunto de caracteŕısticas, configurando um
processo de seleção. Por fim, o melhor espaço de caracteŕısticas é aquele
cuja projeção apresenta o melhor coeficiente de silhueta, conforme comen-
tado na descrição da primeira abordagem.

As principais contribuições deste trabalho são: propiciar uma aborda-
gem para análise visual de espaços de caracteŕısticas com o objetivo de
convergir em espaços de caracteŕısticas representativos para o propósito de
classificação de imagens; uma abordagem para análise visual do relaciona-
mento entre caracteŕısticas, com o objetivo apoiar o processo de seleção
por eliminação de caracteŕısticas altamente correlacionadas; um método
para avaliar quantitativamente a qualidade das representações visuais as-
sim apoiando as decisões do usuário. Adicionalmente, foi adaptada uma
técnica para seleção de caracteŕısticas baseada em projeções (Botelho &
Batista Neto, 2011) para complementar a metodologia de utilização de vi-
sualização baseada em projeções multidimensionais na escolha de espaços
de caracteŕısticas adequados a conjuntos de imagens.

Este caṕıtulo está organizado da seguinte maneira: a Seção 2 descreve
os trabalhos relacionados a análise visual de espaços de caracteŕısticas. A
Seção 3 apresenta informações conceituais dos principais tópicos relacio-
nados às abordagens apresentadas. Na Seção 4 são apresentadas as duas
técnicas sugeridas para a análise visual do espaço de caracteŕısticas. A
Seção 5 apresenta os resultados dos experimentos executados. Finalmente,
as conclusões e trabalhos futuros são apresentados na Seção 6.

2. Trabalhos Relacionados

Utilizar técnicas de visualização para explorar e extrair conhecimento de
conjuntos de dados é uma maneira eficiente de combinar a inteligência hu-
mana com métodos computacionais (Aggarwal, 2002). Muitas técnicas e
ferramentas de visualização foram desenvolvidas para possibilitar a intera-
ção com dados abstratos, algumas das quais especialmente desenvolvidas
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para explorar espaços multidimensionais resultantes de processos extrato-
res de caracteŕısticas.

Uma destas abordagens foi proposta por Rodrigues Jr. et al. (2003),
posteriormente estendida em Rodrigues Jr. et al. (2005). O objetivo desta
abordagem é prover suporte para análise de caracteŕısticas empregadas em
buscas de similaridade para um sistema de recuperação de imagens por
conteúdo. Uma vez que o espaço de caracteŕıstica é formado, uma repre-
sentação visual é criada para mostrar que a melhor representação visual
leva à melhor medida de precisão e revocação quando uma busca é execu-
tada sobre os dados. Entretanto, a representação visual não é usada para
auxiliar o usuário a interativamente definir um melhor conjunto de carac-
teŕısticas ou o melhor conjunto de parâmetros para o algoritmo extrator,
mas somente para confirmar que as medidas de busca precisão e revocação
correspondem à melhoria da qualidade da representação visual. Na abor-
dagem apresentada aqui, a representação visual é como um guia interativo
para explorar, definir e refinar o conjunto de caracteŕısticas, fornecendo
uma perspectiva de como os parâmetros do algoritmo extrator ou os pesos
das caracteŕısticas afetam o relacionamento de similaridade entre imagens.

PEx-Image (Eler et al., 2009) é uma ferramenta que emprega represen-
tações visuais baseadas em posicionamento de pontos no plano para auxiliar
a exploração de conjuntos de imagens. Ela foi aplicada para auxiliar na
escolha da melhor representação visual de espaços de caracteŕısticas para
um determinado conjunto de dados. Em contraste à abordagem apresen-
tada neste caṕıtulo, na PEx-Image a qualidade da representação visual é
definida de acordo com a perspectiva do usuário, enquanto que aqui alia-se
a isto a uma medida quantitativa bem conhecida, emprestada da comuni-
dade de mineração de dados, para reduzir a subjetividade das conclusões
puramente baseadas na análise visual.

3. Conceitos Básicos

3.1 Extração de características
Extração de caracteŕısticas é o processo de capturar caracteŕısticas quan-
titativas de uma imagem representando-as em um espaço vetorial. As ca-
racteŕısticas são calculadas por meio de métodos tradicionais de análise de
textura como matrizes de co-ocorrência (Haralick et al., 1973) e filtros de
Gabor (Bianconi & Fernández, 2007). Para o primeiro, são consideradas
cinco medidas (energia, entropia, inércia, momento de diferença inversa e
correlação), para cinco distâncias (pares de pixels com distâncias entre si
variando entre 1 e 5 pixels) e quatro direções; totalizando 100 diferentes
caracteŕısticas. Para o segundo, são calculadas 16 caracteŕısticas usando a
energia sobre as respostas dos filtros de Gabor (quatro orientações e quatro
escalas).
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3.2 Técnicas de projeção multidimensionais
Técnicas de projeção multidimensional (Paulovich et al., 2008) são um
tipo de representação visual de um conjuntos de dados multidimensional
que mapeia os indiv́ıduos num espaço de baixa dimensão (duas ou três).
Cada instância de dado corresponde em tela a um elemento visual, que
pode ser representado por um ćırculo, um ponto ou uma esfera. As posi-
ções geométricas destes elementos refletem algum tipo de relacionamento
entre as instâncias de dado, tais como similaridade ou relacionamento de
vizinhança (Paulovich et al., 2008). Deste modo, se os elementos são posi-
cionados na mesma vizinhança no espaço visual, em prinćıpio as instâncias
de dado que eles representam são similares de acordo com uma certa dis-
tância.

Atualmente, há um grande número de diferentes técnicas que conside-
ram diferentes aspectos da distribuição dos dados – ver Paulovich et al.
(2008) para mais detalhes sobre tais técnicas. Neste trabalho o interesse
é definir uma técnica que reflita da melhor maneira posśıvel, no espaço
visual, as relações de similaridade entre as instâncias de dados do espaço
original. Uma técnica que recebe um grande interesse para esta tarefa é a
Classical Scaling (Cox & Cox, 2000). Nesta técnica é definida uma matriz
de distância duplamente centrada (doubly-centered) entre todos os pares
de instâncias, seguida de uma decomposição espectral para recuperar as
coordenadas cartesianas dos elementos no espaço visual. É posśıvel provar
que se a função de distância é Euclideana, o espaço projetado apresenta o
menor desvio médio quadrático, calculado a partir do espaço original X e
todos posśıveis espaços reduzidos A. Isto é, entre todas matrizes An×p, a
projeção Yn×p é uma que minimiza ‖X−A‖2 =

∑
i,j (xi,j − ai,j)

2 (Mar-
dia et al., 1979), onde xi,j é a distância entre as instâncias i e j no espaço
original e ai,j é a distância entre elas no espaço de menor dimensão (espaço
projetado).

3.3 Seleção de características
A seleção de caracteŕısticas é um processo importante para minimizar os
problemas gerados pela alta dimensionalidade e pela utilização de conjuntos
de dados que contenham caracteŕısticas correlacionadas ou irrelevantes. Na
prática, a seleção de caracteŕısticas consiste em selecionar um subconjunto
de caracteŕısticas mais relevantes, dado o conjunto original de tamanho
m. Entretanto, encontrar um subconjunto ótimo só é posśıvel por meio
de uma busca exaustiva, o que é inviável computacionalmente na maioria
dos casos. Diante disto, vários métodos utilizam heuŕısticas para realizar
a seleção.

Tradicionalmente, os métodos de seleção de caracteŕısticas seguem uma
perspectiva de reconhecimento de padrões (Jain & Zongker, 1997; Kudo &
Sklansky, 2000; Liu & Yu, 2005), onde alguma forma de análise estat́ıstica
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dos dados é conduzida, ou adotam uma abordagem de redes neurais arti-
ficiais (Santos, 2007). Em ambos os casos, a qualidade dos subconjuntos
selecionados é medida por meio de uma função critério.

4. Abordagens para Análise Visual do Espaço de Característi-
cas

O uso de projeções na definição de espaços de caracteŕısticas pode apoiar
de várias formas o processo, admitindo rápida intervenção do usuário. Des-
crevemos a seguir o uso deste tipo de visualização para a comparação de
espaços e para a seleção de caracteŕısticas.

4.1 Apoio visual à definição de espaços de características
A primeira abordagem de análise visual apresentada neste trabalho tem o
objetivo de verificar se imagens similares, de acordo com o ponto de vista
do usuário, são também similares de acordo com o conjunto de caracte-
ŕısticas extráıdo. Embora usuários possam empregar habilidades visuais
para determinar a qualidade de uma projeção, ela não é suficiente para
identificar diferenças oriundas de pequenas modificações do conjunto de
caracteŕısticas. Para reduzir este problema de subjetividade, emprega-se
uma medida chamada de “coeficiente de silhueta” (Tan et al., 2005), origi-
nalmente proposta para avaliar resultados de algoritmos de agrupamento.

O coeficiente de silhueta mede tanto a coesão quanto a separação entre
as instâncias de agrupamentos (clusters). Dada uma instância di, sua coe-
são ai é calculada como a média das distâncias entre di e todas as outras
instâncias pertencentes ao mesmo grupo de di. A separação bi é a distância
mı́nima entre di e todas as outras instâncias pertencentes a outros agru-
pamentos. A silhueta de uma projeção é dada como a média da silhueta
para todas instâncias, como apresentado na Equação (1).

S =
1

n

n∑
i=1

(bi − ai)

max(ai, bi)
(1)

A silhueta pode variar entre −1 ≤ S ≤ 1. Valores maiores indicam
melhor coesão e separação entre agrupamentos. Na presente abordagem,
agrupamentos são compostos levando em consideração as etiquetas pré-
determinadas da imagem, e a silhueta indica se imagens pertencentes a
uma mesma classe são mais similares entre elas mesmas do que imagens
pertencentes a outras classes. Deste modo, o melhor conjunto de caracte-
ŕısticas é aquele que resulta em projeções que geram os maiores coeficientes
de silhueta.

O diagrama da Figura 1 ilustra esta abordagem. Primeiramente, um
conjunto de caracteŕısticas de imagem é extráıdo e então projetado no
espaço 2D. Se o usuário julgar satisfatório o resultado projeção, o conjunto
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Figura 1. Abordagem para exploração visual do espaço de caracteŕısticas.

de caracteŕısticas pode ser empregado em outras tarefas como, por exemplo,
classificação. No entanto, quando erros significativos de posicionamento são
identificados, os parâmetros usados para calcular as caracteŕısticas deverão
ser modificados e o processo é refeito até se obter uma versão satisfatória do
layout visual. No caso de pequenas diferenças de layout, o uso do coeficiente
de silhueta pode ajudar no processo de decisão.

Esta abordagem auxilia na compreensão do espaço de caracteŕısticas,
permitindo que o usuário decida sobre a configuração dos parâmetros dos
algoritmos extratores e até mesmo sobre quais caracteŕısticas utilizar. No
entanto, quando o espaço de caracteŕısticas é de alta dimensão ou o enten-
dimento das caracteŕısticas é não trivial, é necessário executar uma etapa
de seleção. Após a aplicação de um seletor, esta abordagem pode ser em-
pregada para verificar se o espaço reduzido é melhor do que o original, ou
até mesmo comparar diferentes espaços reduzidos (i.e., espaços resultantes
de uma seleção de caracteŕısticas).

4.2 Apoio das projeções multidimensionais ao processo de seleção
de características

Esta abordagem combina projeções multidimensionais com elementos tra-
dicionais de seleção de caracteŕısticas. Além do usuário participar do pro-
cesso de seleção através da representação visual, a abordagem também
explora a seleção de caracteŕısticas de forma automática, combinando pro-
jeções com algoritmos de agrupamento. A Figura 2 apresenta a metodologia
usada nesta abordagem de seleção de caracteŕısticas.

O conjunto original de dados é representado por uma matriz Mn×m,
composta por n instâncias (imagens) com m caracteŕısticas cada. Esta ma-
triz, que é o espaço de caracteŕısticas, é projetada para uma futura compa-
ração entre as projeções dos espaços reduzidos. Em seguida, o conjunto de
dados original é transposto, obtendo-se agora uma matriz Mm×n, ou seja,
uma matriz com m instâncias (caracteŕısticas) e n dimensões (imagens). A
partir deste conjunto transposto, três processos de seleção são efetuados:
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Figura 2. Metodologia. (a) Seleção Visual, com aux́ılio do usuário. (b)
Seleção por meio da aplicação do algoritmo k-means sobre os dados
projetados. (c) Seleção por meio da aplicação do algoritmo k-means

diretamente no conjunto transposto.

a) seleção visual, com aux́ılio do usuário; b) seleção por meio da aplicação
de k-means sobre os dados projetados; e c) seleção por meio da aplicação
de k-means diretamente no conjunto transposto.

No primeiro processo (a), o conjunto transposto é projetado, podendo
revelar agrupamentos. Cada um dos m pontos representa uma caracte-
ŕıstica. A partir destes agrupamentos, um subconjunto de caracteŕısticas
(uma ou mais amostras de cada agrupamento) pode ser selecionado manu-
almente pelo usuário.

O segundo processo (b) consiste em substituir a seleção manual de
caracteŕısticas pela seleção automática, por meio da aplicação do algoritmo
k-means sobre as caracteŕısticas projetadas. Esta solução é normalmente
empregada quando a projeção de caracteŕısticas não revela agrupamentos
bem definidos.

No terceiro processo de seleção (c), o algoritmo de agrupamento não
supervisionado k-means é aplicado diretamente sobre o conjunto de dados
transposto, gerando grupos de caracteŕısticas. A partir destes, seleciona-se
um subconjunto de caracteŕısticas, geralmente aquelas mais próximas do
centroide de cada agrupamento.

Os subconjuntos de caracteŕısticas selecionados pelos três processos são,
então, utilizados para gerar novas projeções do conjunto de imagens. Fi-
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nalmente, as projeções obtidas das seleções e do espaço original podem ser
comparadas tanto subjetiva, por meio da análise visual de um observador;
quanto numericamente, por meio do coeficiente de silhueta, como no caso
da comparação entre espaços de caracteŕısticas descrito acima.

5. Resultados

Nesta seção são apresentados resultados da aplicação das abordagens des-
critas na Seção 4. A primeira abordagem é utilizada para auxiliar o usuário
na configuração de um espaço de caracteŕısticas e também para verificar
qual espaço produz o melhor resultado visual. Esta abordagem é validada
comparando-se o valor do coeficiente de silhueta com o valor da taxa de
classificação de classificadores. A silhueta aqui é sempre calculada com
base da projeção usando Classical Scaling. Uma vez que esta abordagem
foi validada, ela é utilizada para verificar qual é o melhor espaço de carac-
teŕısticas após a execução das etapas de seleção da segunda abordagem.

5.1 Análise visual do espaço de características
No experimento a seguir foi utilizado um conjunto de 70 imagens de tex-
turas de Brodatz (Brodatz, 1966), que consiste em sete classes com dez
imagens cada. São empregadas 16 caracteŕısticas de Gabor, para quatro
diferentes orientações (0◦, 45◦, 90◦ e 135◦) e quatro escalas (numeradas
de 1 a 4). A visualização do conjunto para este espaço de caracteŕısticas é
apresentada na Figura 3. As imagens são representadas como ćırculos e são
coloridas de acordo com a classe à qual pertencem. É importante salientar
que a informação de classe dispońıvel para cada amostra do conjunto não é
utilizada para gerar a projeção, mas somente para propósitos de exibição.
Para um melhor entendimento, uma amostra de imagem de cada classe foi
colocada perto de seu agrupamento correspondente. Nesta projeção, cinco
classes estão bem separadas e duas misturadas (canto superior direito da
figura), evidenciando uma provável limitação do poder discriminativo do
conjunto de caracteŕısticas escolhido. Uma observação mais aprofundada
revela que em termos de padrão de textura, as duas classes de imagens
são muito similares. Portanto, cabe ao usuário decidir se ambas devem
ser consideradas como uma única classe ou qual deve ser a evolução do
conjunto de caracteŕısticas para realizar a separação.

Este experimento é estendido com a adição de três novas classes de
textura (mármore e duas classes de arame). A projeção resultante é apre-
sentada na Figura 4(a), destacando uma amostra (imagem) de cada nova
classe adicionada. O mesmo conjunto de parâmetros foi utilizado neste
experimento. Observe que a classe de imagens de mármore, cuja amostra é
destacada em vermelho, aparece espalhada por toda a projeção. Um usuá-
rio sem muita experiência poderia facilmente concluir que o conjunto de ca-
racteŕısticas escolhido não é apropriado para representar a classe mármore,
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Figura 3. Análise Visual do uso de caracteŕısticas de Gabor para o
subconjunto de Brodatz.

o que provavelmente coincidiria com a opinião de um usuário especialista.
As imagens desta classe apresentam elementos de textura não uniforme, os
quais variam em tamanho e em orientação. Este aspecto é ilustrado na Fi-
gura 4(b) que mostra em detalhes (zoom-in) uma área da classe de imagens
de mármore apresentada na Figura 4(a). Uma vez que um conjunto fixo de
parâmetros (para orientação e escala) é usado, é improvável que todas as
sutilezas das texturas (e.g., variação de tamanho e orientação) das imagens
de mármore possam eventualmente ser capturadas.

(a) (b) (c)

Figura 4. Projeções usando o Filtro de Gabor. (a) Todas as caracteŕısticas.
(b) Destaque em zoom da classe vermelha em (a). (s) Projeção usando

somente as caracteŕısticas de Gabor com orientação de 90◦.
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Para a classe de imagens de arame, as amostras projetadas estão mistu-
radas, como pode ser observado no canto superior esquerdo da Figura 4(a).
Para alcançar uma melhor separabilidade, somente caracteŕıstica com ori-
entação 90◦ foram, portanto, selecionadas (o usuário ignorou as outras três
orientações definindo seus pesos iguais a zero) e uma nova projeção é ge-
rada. A visualização resultante é apresentada na Figura 4(c). Note que
agora ambas as classes estão separadas, uma vez que o padrão de textura
para a orientação 90◦ é diferente em cada classe de imagem. Entretanto,
quando comparado com a projeção anterior, que emprega mais caracteŕıs-
ticas, as demais classes estão mais espalhadas. Neste caso, o usuário pode
concluir que a orientação 90◦ é eficaz para separar ambas as classes de
arames, mas a coesão dos agrupamentos das demais classes é prejudicada.
Este resultado não é facilmente percebido sem a utilização da visualização
do espaço de caracteŕısticas. Em termos do coeficiente de silhueta, as ca-
racteŕısticas empregadas para gerar a projeção apresentada na Figura 4(c)
são melhores do que aquelas empregadas para gerar a projeção apresentada
na Figura 4(a). Entretanto, a diferença é pequena, 0, 429 para a primeira
e 0, 474 para a segunda, o que condiz com a inspeção visual.

Quaisquer que sejam as orientações escolhidas neste experimento é pos-
śıvel notar que as caracteŕısticas dos filtros de Gabor falham em separar as
classes de imagens de linho. As amostras destas classes estão coloridas em
marrom e ciano (canto superior direito da Figura 3). Elas também estão
presentes nas Figuras 4(a) e 4(c).

De fato, estas duas classes de imagens apresentam um padrão de tex-
tura muito similar e uma inspeção mais detalhada revela somente uma
leve variação nas intensidades dos pixels. Procurando uma melhor separa-
bilidade, adicionou-se as caracteŕısticas de matrizes de co-ocorrência para
quatro orientações (0◦, 45◦, 90◦ e 135◦) e cinco distâncias (1 a 5 pixels). Os
vetores de caracteŕısticas são calculados sobre as matrizes utilizando cinco
diferentes medidas estat́ısticas: energia, entropia, inércia, momento de di-
ferença inversa e correlação, resultando em um espaço de caracteŕısticas
com 100 dimensões. A projeção resultante é apresentada na Figura 5(a),
com amostras de cada classe de linho ilustradas à direita. Note que as
amostras representadas pelas cores marrom e ciano estão agora bem sepa-
radas. A inspeção visual indica que a técnica de matrizes de co-ocorrência
é uma melhor escolha para discriminar estas imagens, quando comparada
com a técnica de filtros de Gabor. O coeficiente de silhueta reforça esta
percepção, pois a projeção do espaço de caracteŕısticas das matrizes de
co-ocorrência resultou em um coeficiente com valor 0, 583, contra 0, 474 da
projeção gerada a partir do espaço de caracteŕısticas de filtros de Gabor
(Figura 4(c)).

Embora o espaço de caracteŕısticas das matrizes de co-ocorrência pro-
mova uma melhor separabilidade para as duas classes de imagem de linho,
a classe de imagens de arame (lado esquerdo da projeção apresentada na
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(a) (b)

Figura 5. (a) Projeção das texturas de Brodatz usando as caracteŕısticas
de co-ocorrência; (b) Projeção das texturas de Brodatz usando as

caracteŕısticas de co-ocorrência sem a medida de energia.

Figura 5(a)) revelou coesão inferior se comparada com aquela fornecida
pelas caracteŕısticas de filtros de Gabor. Com o intuito de identificar qual
a medida estat́ıstica das matrizes de co-ocorrência com maior influência
no espalhamento desta classe de imagem, foram geradas projeções consi-
derando cada uma das medidas separadamente. O coeficiente de silhueta
calculado destas projeções revela que a medida de energia é a que mais
contribui para degradar o resultado. Consequentemente, uma nova proje-
ção com todas as caracteŕısticas, exceto aquelas calculadas com a energia,
é criada. Esta projeção é apresentada na Figura 5(b). A classe de imagens
de arame é mais bem agrupada, enquanto que a coesão das outras classes
de imagem é preservada. Pode-se inferir que a medida de energia é um
atributo que prejudica a representação deste conjunto de dados. O coefi-
ciente de silhueta para esta projeção tem o valor 0, 607, isto é, um valor
mais alto do que aqueles apresentados nas projeções anteriores. Isto indica
que o espaço de caracteŕısticas usado aqui é apenas quantitativamente o
melhor; novamente, mas esta verificação condiz com a inspeção visual.

Os exemplos a seguir procuram apresentar como a abordagem proposta
apoia tarefas de classificação baseadas em similaridade. Neste experimento,
é utilizado um conjunto de dados de textura1 com 280 imagens e sete di-
ferentes classes, cada uma contendo 40 amostras distintas. A Tabela 1
apresenta os resultados de aplicação de um classificador K-NN com valida-
ção cruzada de dez dobras para as caracteŕısticas de filtros de Gabor com
diferentes orientações. A caracteŕıstica utilizada para formar o espaço é
indicada pelo valor 1, que representa o peso dado à caracteŕıstica. Test1,
Test2, Test3 e Test4 correspondem às orientações 0◦, 45◦, 90◦ e 135◦, res-
pectivamente. Test5 é a combinação das orientações 0◦ e 90◦, enquanto que
TestAll consiste em um espaço de caracteŕısticas formado pela combinação
de todas as orientações. O coeficiente de silhueta e a taxa de classificação

1 http://www-cvr.ai.uiuc.edu/ponce grp/data/
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são condizentes, sustentando a ideia de que se um usuário utilizar o espaço
de caracteŕısticas que resultou na melhor projeção, também alcançará os
melhores resultados em tarefas de classificação baseada em similaridade.

Tabela 1. Resultados de Silhueta com combinações das caracteŕısticas de
Gabor.

θ 0◦ 45◦ 90◦ 135◦ Silhueta Classificação
(%)

Test1 1 – – – 0,1117 69,28
Test2 – 1 – – -0,0164 60,01
Test3 – – 1 – 0,0164 68,57
Test4 – – – 1 -0,0179 53,93
Test5 1 – 1 – 0,2204 84,28
TestAll 1 1 1 1 0,2758 87,85

Em um segundo exemplo, extraiu-se caracteŕısticas de matrizes de co-
ocorrência a partir do mesmo conjunto de imagens e as combinou-se com as
caracteŕısticas de filtros de Gabor com orientações 0◦ e 90◦. Para as matri-
zes de co-ocorrência foram escolhidas as medidas estat́ısticas de Entropia
(H), Correlação (COR), Momento de Diferença Inversa (MDI) e Inércia
(I). A Tabela 2 apresenta os resultados do coeficiente de silhueta e as taxas
de classificação, bem como as caracteŕısticas que foram selecionadas para
compor o espaço. Test1 combina as caracteŕısticas COR e MDI, enquanto
que TestAll combina todas as caracteŕısticas. Adicionalmente, TestBest

considera as melhores caracteŕısticas com base nos valores dos coeficientes
de silhueta calculados a partir das projeções individuais. As caracteŕısticas
empregadas para o espaço TestBest são filtros de Gabor com orientação em
0◦ e 90◦; e as medidas COR e I das matrizes de co-ocorrência. Novamente
confirmou-se que a melhor projeção, isto é, aquela com maiores coeficientes
de silhueta, resulta na melhor taxa de classificação.

Tabela 2. Resultados de Silhueta com diferentes combinações de
caracteŕısticas.

0◦ 90◦ H COR MDI I Silhueta Classificação
(%)

Test1 – – – 1 1 – 0,2590 81,96
TestAll 1 1 1 1 1 1 0,3023 83,74
TestBest 1 1 – 1 – 1 0,3899 84,61

Para melhorar a robustez desta abordagem em outros cenários, dife-
rentes subconjuntos combinando as caracteŕıstica de filtros de Gabor e
matrizes de co-ocorrência foram criados. Para cada espaço, uma projeção
foi gerada e o coeficiente de silhueta computado. Além disto, diferentes
classificadores baseados em distância, além do K-NN, foram aplicados so-
bre os sub-conjuntos. Os resultados deste experimento são apresentados na
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Figura 6. O eixo horizontal indica os diferentes espaços de caracteŕısticas
e o eixo vertical mostra as medidas do coeficiente de silhueta e das taxas
de classificação obtidas dos classificadores K-means, Expectation Maximi-
zation (EM) e K-nearest neighbor (K-NN). Para o classificador K-NN foi
utilizado o valor de K = 25. Para os demais, o número de agrupamentos
é definido como sete, que é a quantidade de classes do conjunto de dados.
Embora a taxa de classificação observada entre os classificadores apresen-
tados exiba uma certa flutuação, é interessante notar que, em geral, quanto
maior o valor do coeficiente de silhueta, maior é a taxa de classificação.

Figura 6. Relação entre silhueta e taxa de classificação para três diferentes
classificadores.

Finalmente, o último experimento descreve como aplicar projeções para
auxiliar a seleção de caracteŕısticas a partir da inspeção de um conjunto
reduzido de amostras (daqui em diante referido como conjunto de treino),
validado com a tarefa de classificação executada sobre o conjunto de dados
completo (conjunto de teste). Foi empregado um subconjunto do conjunto
ImageCLEF 20062, composto de 3870 imagens e 35 classes (cada classe con-
tendo entre 50 e 200 imagens). Para o conjunto de treino, 15 imagens de
cada classe foram empregadas, resultando em um total de 525 imagens. A
partir deste conjunto de dados, três diferentes conjuntos de caracteŕısticas
são formados: a) 16 caracteŕısticas de filtros de Gabor; b) 100 caracteŕısti-
cas de matrizes de co-ocorrência; e c) 1024 caracteŕısticas wavelet de Haar

2 http://ir.shef.ac.uk/imageclef/2006/
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com três ńıveis de decomposição. Projeções são criadas durante as etapas
de treino e de teste para cada conjunto de caracteŕısticas. A Tabela 3
apresenta os valores do coeficiente de silhueta e das taxas de classificação
para o classificador K-NN. Quanto maior o valor do coeficiente de silhueta
calculado para a projeção do conjunto de treino, melhor é a taxa de clas-
sificação do conjunto de teste. Esta correlação mostra como a qualidade
alcançada pelas caracteŕısticas selecionadas em um subconjunto é também
preservada quando o conjunto de dados maior é empregado.

Tabela 3. Análise das silhuetas e taxas de classificação de três diferentes
espaços de caracteŕısticas.

Conjunto de Dados Descritor % (1-NN) % (10-NN) Silhueta

Gabor 18,86 16,95 -0,29
Treinamento Co-occorrência 38,67 37,91 -0,22

Wavelet 77,14 71,62 -0,19

Gabor 14,11 15,46 -0,34
Teste Co-occorrência 35,16 36,08 -0,21

Wavelet 77,10 75,67 -0,18

5.2 Análise visual para seleção de características
O objetivo dos seguintes experimentos é avaliar a abordagem de seleção
de caracteŕısticas apoiada por projeção, quer seja interativamente, quando
o usuário analisa a projeção dos dados transpostos e seleciona manual-
mente um subconjunto de amostras; ou por meio de algum algoritmo de
agrupamento, como por exemplo, o k-means. Os subconjuntos de carac-
teŕısticas selecionados são usados para gerar novas projeções. Por fim, o
espaço reduzido de caracteŕısticas pode ser comparado ao espaço original
verificando-se o valor do coeficiente de silhueta da projeção de cada es-
paço. No experimento, o conjunto transposto é projetado com a técnica
Least Square Projection (LSP) (Paulovich et al., 2008), enquanto que os
espaços de caracteŕısticas originais e os constrúıdos a partir da seleção são
projetados com a técnica Classical Scaling (Cox & Cox, 2000).

5.2.1 Mosaico de texturas
Mais do que demonstrar a qualidade da conjunto selecionado de carac-
teŕısticas, o primeiro experimento visa ilustrar as etapas envolvidas na
abordagem de seleção por projeção de dados. Foram empregadas amostras
(imagens) provenientes de um mosaico composto por padrões de textura
em quatro ângulos de rotações diferentes (0◦, 30◦, 60◦ e 90◦) do álbum
Rotate de Brodatz (Brodatz, 1966). As caracteŕısticas foram extráıdas uti-
lizando os Filtros de Gabor (Bianconi & Fernández, 2007), considerando
quatro escalas, 20 orientações e três medidas (média, variância e energia),
totalizando 240 caracteŕısticas. O conjunto de dados é formado por 784
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imagens (196 amostras por classe). Note que ao realizarmos a transposição,
teremos 240 amostras e um total de 784 caracteŕısticas.

A Figura 7(a) ilustra a projeção do conjunto original de dados com
784 imagens para todas as 240 caracteŕısticas. A Figura 7(b) ilustra a
projeção do conjunto transposto com a técnica de projeção LSP. Note que
esta projeção não revelou agrupamentos perfeitamente delineados, o que
impede a seleção interativa. Neste caso, aplicou-se o algoritmo k-means
(para quatro classes) sobre os dados projetados para realizar o agrupamento
das instâncias de dados. Na etapa de seleção automática, para cada um
dos quatro agrupamentos, três amostras foram tomadas, totalizando 12
caracteŕısticas. O processo aleatório pode ser facilmente substitúıdo por
um esquema automático em que as x amostras mais próximas ao centroide
de cada grupo sejam tomadas.

Para fins de comparação, aplicou-se o k-means diretamente no con-
junto transposto, obtendo-se um subconjunto com 12 caracteŕısticas. A
Figura 7(c) e (d) ilustram as projeções obtidas das 784 imagens para o mé-
todo proposto e k-means diretamente sobre o conjunto transposto, respec-
tivamente. As medidas de silhueta obtidas nas projeções são apresentadas
na Tabela 4.

(a) (b)

(c) (d)

Figura 7. Projeção das 784 amostras. (a) Projeção do conjunto original de
dados; (b) Projeção das 240 caracteŕısticas, com os quatro agrupamentos

computados por k-means; (c) Projeção usando o subconjunto de
caracteŕısticas selecionado pela aplicação do k-means a projeção de (b);
(d) Projeção usando o subconjunto de caracteŕısticas selecionado pela

aplicação do k-means diretamente sobre o conjunto original.
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Tabela 4. Medidas de silhueta obtidas das projeções para o conjunto de
784 imagens do mosaico de textura.

Método de Seleção Silhueta Figura 7

Sem seleção (240) 0,9398 (a)
Seleção baseada em projeção (12) 0,8029 (c)
Seleção por meio do k-means (12) 0,7541 (d)

Ao observar os resultados, percebe-se que as projeções das imagens
apresentam as quatro classes distintas (0◦, 30◦, 60◦ e 90◦) separadamente,
ou seja, a qualidade visual das projeções se mantém após a seleção, com
considerável redução do número de caracteŕısticas (95% das caracteŕısticas
foram eliminadas). Também é confirmada a validade da abordagem pela
redução pequena no valor da silhueta. É importante também salientar
que a composição da amostra usada neste teste (para o dado transposto
temos 240 amostras apenas, de dimensão 784) tipifica claramente uma si-
tuação suscet́ıvel aos efeitos da maldição de dimensionalidade, uma vez que
o número de amostras chega a ser inclusive menor que o número de carac-
teŕısticas. Apesar disto, o método consegue selecionar boas caracteŕısticas,
produzindo projeções com alta segregação entre classes. Isto também é
notado pelos valores de silhueta altos, que corroboram a percepção visual.

5.2.2 Cenas naturais
Um segundo experimento foi realizado usando o banco de imagens de cenas
naturais Scene, composto por 200 imagens, sendo 100 imagens de constru-
ções e 100 de costas oceânicas. As caracteŕısticas das imagens foram ex-
tráıdas por meio dos Filtros de Gabor, para quatro escalas, 12 orientações
e apenas a função média, totalizando 48 caracteŕısticas.

A Figura 8(a) ilustra a projeção do conjunto original de dados com
200 imagens para todas as caracteŕısticas, onde pontos azuis representam
imagens de construções e pontos vermelhos representam imagens de cos-
tas oceânicas. Em seguida, foi realizado o processo de seleção: o conjunto
de dados foi transposto e projetado, revelando sete agrupamentos, con-
forme ilustra a Figura 8(b). O usuário, então, selecionou uma amostra
de cada agrupamento, compondo um subconjunto com sete caracteŕısticas.
Para fins de comparação, aplicou-se o algoritmo k-means sobre o conjunto
transposto não projetado, para sete agrupamentos, tomando uma única
amostra de cada agrupamento (a mais próxima do centroide). As Figu-
ras 8(c) e (d) ilustram, respectivamente, as projeções das 200 imagens para
o subconjunto gerado pela seleção visual e para aquele obtido pelo método
de seleção por k-means. As medidas de silhueta obtidas das projeções são
apresentadas na Tabela 5.
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(a) (b)

(c) (d)

Figura 8. Projeção das 200 amostras. (a) Projeção do conjunto original de
dados; (b) Projeção do conjunto transposto; (c) Subconjunto de

caracteŕısticas selecionado visualmente e (d) Subconjunto de caracteŕısticas
selecionado pela aplicação do k-means diretamente no conjunto transposto.

Tabela 5. Medidas de silhueta obtidas das projeções para o conjunto de
200 imagens de cenas naturais.

Método de Seleção Silhueta Figura 8

Sem seleção (48) 0,4599 (a)
Seleção baseada em projeção (7) 0,4946 (c)
Seleção por meio do k-means (7) 0,3651 (d)

Observando os valores de silhueta obtidos nas projeções percebe-se que
ocorre uma pequena variação, ressaltando que houve um aumento no va-
lor da silhueta obtido na projeção que utiliza apenas cerca de 15% das
caracteŕısticas selecionadas por meio visual. Além disto, a qualidade vi-
sual das projeções obtidas se mantém, pois as imagens de classes diferentes
permanecem separadas.

6. Conclusão

Este trabalho apresentou duas abordagens que combinam exploração de
espaços de caracteŕısticas por meio de representações visuais com análises
quantitativas por meio do cálculo do coeficiente de silhueta, com o intuito
de melhorar a qualidade dos espaços de caracteŕısticas que representam
conjuntos de imagens. Muitos experimentos foram realizados, mostrando
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que conforme o valor do coeficiente de silhueta aumenta, por meio de mu-
danças realizadas nos algoritmos extratores ou em seus parâmetros, a quali-
dade do espaço de caracteŕısticas, em termos de separabilidade e coesão das
classes de imagens, também aumenta. Além disto, classificadores baseados
em distância apresentaram melhores taxas de classificação para espaços de
caracteŕıstica que produzem os maiores valores de coeficiente de silhueta e
quem apresentam visualizações de melhor qualidade.

Também comparou-se a utilização de uma abordagem baseada em ma-
peamentos visuais do conjunto de caracteŕısticas com uma abordagem de
seleção de caracteŕısticas tradicional, que usa o algoritmo de agrupamento
k-means para a obtenção de um subconjunto de caracteŕısticas. Os ex-
perimentos realizados mostraram bons resultados, visto que as projeções
obtidas, após o processo de seleção de caracteŕısticas, mantiveram caracte-
ŕısticas de separabilidade semelhante às das projeções que usam o conjunto
total de caracteŕısticas. Isto é importante pois a redução do número de ca-
racteŕısticas é sempre muito significativa.

Ressalta-se que nem sempre é posśıvel identificar grupos bem defini-
dos na projeção de caracteŕısticas. Neste casos, a abordagem consiste em
aplicar um algoritmo de agrupamento, como o k-means, sobre as caracte-
ŕısticas projetadas ou diretamente no conjunto de dados transposto. Ao
aplicar o algoritmo de agrupamento sobre o conjunto de caracteŕısticas,
pode-se considerar diferentes valores de k, o que permite selecionar dife-
rentes subconjuntos de caracteŕısticas.

Embora existam métodos automáticos para seleção de caracteŕısticas
em espaços de alta dimensão, a interação do usuário e sua percepção exer-
cem um papel importante neste processo. Muitas vezes, diferentes classes
de imagens têm, de fato, amostras muito similares. Em outros casos, amos-
tras de uma dada classe podem ter um baixo grau de uniformidade. Con-
sequentemente, o impacto que tais amostras produzem na classificação ou
em algoritmos de seleção de caracteŕısticas depende da natureza dos descri-
tores. A capacidade de analisar amostras visualmente e a coesão de classes
de imagens é uma abordagem poderosa que supera os limites impostos
em esquemas tradicionais de seleção de caracteŕısticas e, analogamente,de
representar diferentes tipos de imagens por meio de caracteŕısticas.

Como trabalhos futuros, é necessário buscar bases teóricas para adaptar
a representação visual para que o usuário possa utilizar outros classifica-
dores que não sejam puramente baseados em distância, tal como um clas-
sificador Support Vector Machines (SVM). Também pretendemos avaliar
o método de seleção apoiado por projeção frente à um método de seleção
quantitativo baseado em Redes Neurais Artificiais com Saliência (Santos,
2007). Além disto, os grupos de caracteŕısticas obtidos nas projeções po-
dem ser usados usados para determinar a quantidade de neurônios da ca-
mada oculta da rede neural, com a quantidade de agrupamentos sendo igual
a quantidade de neurônios. Também é posśıvel utilizar a discriminação
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das projeções e para influenciar no cálculo da saliência de cada caracteŕıs-
tica, o qual vai depender apenas das caracteŕısticas pertencentes ao mesmo
grupo e não mais do conjunto completo de caracteŕısticas. Outro tema
importante a ser tratado é a utilização de um método de agrupamento sem
número de classes pré-definido, que possa sugerir o melhor subconjunto de
caracteŕısticas.
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Mosaicos de Imagens Aéreas Sequenciais
Construídos Automaticamente
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Resumo: A geração automática de mosaicos de imagens aéreas
agŕıcolas aumenta a eficiência na análise das áreas agŕıcolas e nas
tomadas de decisão relacionadas a controle de pragas, doenças e
desmatamento. Neste caṕıtulo é apresentada uma ferramenta para
construção automática de mosaicos de imagens sequenciais. As prin-
cipais caracteŕısticas que interferem no desempenho da ferramenta
são: construir mosaicos sem distorção e o custo computacional. Dez
mosaicos foram obtidos a partir de 200 imagens agŕıcolas e compa-
rados com aqueles obtidos com os softwares comerciais, mostrando
melhor qualidade e menor distorção. Posteriormente, eles foram vi-
sualmente inspecionados por um profissional, que confirmou a qua-
lidade da ferramenta desenvolvida.
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Abstract: The automatic generation of mosaics of aerial agricultu-
ral images increases efficiency in the analysis of agricultural areas
and in decisions-making related to pest control, diseases and defo-
restation. This chapter presents a tool for automatic construction
of mosaics from sequential images. The main features that inter-
fere with the performance of the tool are: building mosaics without
distortion and the computational cost. Ten mosaics were obtai-
ned from 200 agricultural images and compared with those obtained
with commercials software, showing better quality and less distor-
tion. After, they were visually inspected by a professional, which
confirmed the quality of the tool developed.
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1. Introdução

Até o presente momento, a construção de mosaicos de imagens na agri-
cultura vem sendo feita de maneira semiautomática, necessitando obter o
modelo digital do terreno, fazer a ortorretificação das imagens e colocação
manual de bandeirinhas (marcadores), para que um software possa recons-
truir esta área e gerar um mosaico deste terreno. Deste modo, a construção
de mosaicos é demorada e trabalhosa, podendo demorar um dia todo ou
mais dias. Isto também envolve uma grande demanda de pessoal para fazer
as marcações na área em questão, além de poder gerar um mosaico com
pouca precisão.

Com os mosaicos, é posśıvel direcionar vistorias de campo durante o
ciclo do cultivo ou em datas posteriores à colheita, possibilitando fornecer
um diagnóstico preciso da área de cultivo. A partir dáı, podem ser elabo-
rados os mapas de recomendações: descompactação, fertilidade e aplicação
de insumos em taxa variável.

Mais recentemente, aplicações na agricultura passaram a exigir maior
rapidez na construção destes mosaicos, para possibilitar a obtenção mais
rápida de informações para tomada de decisões relativas ao controle de
pragas, doenças ou queimadas.

Estes fatos levaram à construção de uma metodologia apresentada neste
caṕıtulo, para a construção automática de mosaicos de imagens digitais na
agricultura. As imagens são fotos aéreas, obtidas com uma câmera de alta
resolução acoplada em um avião. A alta resolução da câmera minimiza
posśıveis problemas de distorção nas imagens, causados pela distância entre
a aeronave e o solo.

Para a implementação desta metodologia, foi utilizada a transformada
SIFT (Scale Invariant Feature Transform) para a extração de caracteŕısti-
cas das imagens, o algoritmo BBF (Best-Bin-First) para determinar pontos
correspondentes entre pares de imagens e o algoritmo RANSAC (Random
Sample Consensus) para filtrar os falsos pontos correspondentes entre os
pares de imagens. Por fim, após a aplicação destas técnicas, os pares de
imagens foram unidos.

O uso da SIFT para a implementação de mosaicos pode ser encontrado
nos trabalhos de Bei & Haizhen (2009) e Li & Geng (2010). Outra téc-
nica usada para este fim é a PCA-SIFT, encontrada no trabalho de Ke &
Sukthankar (2004). SURF é uma técnica mais recente que a SIFT e tem
se destacado por ter menor custo computacional (Hong et al., 2009). No
entanto, de acordo com o trabalho de Juan & Gwun (2009), que faz uma
comparação destas técnicas (SIFT, PCA-SIFT e SURF), a transformada
SIFT apresenta melhor estabilidade quanto à invariância à escala e rota-
ção, apesar desta transformada ter um custo computacional mais elevado
do que as outras técnicas. De acordo com Lowe (2004), as técnicas BBF e
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RANSAC, após aplicação da SIFT, são as mais indicadas para encontrarem
os pontos correspondentes entre pares de imagens.

O restante deste caṕıtulo está estruturado da seguinte maneira: na
Seção 2 é apresentada a fundamentação teórica, na Seção 3 é detalhada a
metodologia utilizada, na Seção 4 são apresentados os resultados, na Seção
5 são apresentadas as discussões e conclusões.

2. Fundamentação Teórica

Nesta seção será apresentado como foi constrúıda a base de dados de ima-
gens aéreas bem como a descrição das principais técnicas utilizadas neste
artigo.

2.1 A base de imagens
As imagens aéreas utilizadas neste projeto de doutorado foram fornecidas
pela EMBRAPA (Empresa Brasileira de Pesquisas Agropecuárias) Instru-
mentação, situada em São Carlos - SP. As imagens contêm áreas de pas-
tagens, lavouras e áreas urbanas, obtidas na região de Santa Rita do Sa-
pucáı - MG em Setembro de 2007, com o aux́ılio de um avião de pequeno
porte, contendo uma câmera acoplada a um suporte. A base de imagens é
composta por 200 imagens sequenciais. As imagens foram adquiridas com
dimensão de 3504 x 2336 pixels, com 24 bits por pixel com 72 dpi (pontos
por polegada) no formato JPG, utilizando 8 Megapixels de resolução. A
Figura 1 ilustra um exemplo de imagem usada no projeto.

Figura 1. Exemplo de imagem usada no projeto.

As imagens foram obtidas seguindo um padrão de aquisição (para evitar
distorções), que inclui os seguintes itens:
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• A câmera foi posicionada horizontalmente em relação ao solo;

• O avião percorreu sempre a mesma distância, fazendo movimentos
horizontais na área demarcada, para obtenção das imagens (Figura
2);

• A obtenção da sequência de imagens foi feita com um tempo deter-
minado e śıncrono, entre a imagem anterior e a posterior, para gerar
regiões de sobreposição.

Figura 2. Padrão de rota do avião para obtenção das imagens.

Para uma construção sem muita distorção de um mosaico, é de extrema
importância que seja seguido o padrão apresentado para a obtenção das
imagens.

2.2 A transformada SIFT
A transformada SIFT (Lowe, 2004) é capaz de transformar uma imagem,
em uma coleção de vetores de caracteŕısticas locais (descritores de carac-
teŕısticas), e cada um destes vetores são invariantes à escala, rotação e
parcialmente invariante à mudanças de iluminação e ponto de vista.

As caracteŕısticas fornecidas pela transformada SIFT são bem localiza-
das em ambos os domı́nios, o da frequência e o do espaço, reduzindo assim a
probabilidade de não haver correspondência das caracteŕısticas por oclusão
ou rúıdo. As caracteŕısticas são altamente distintas, permitindo que uma
simples caracteŕıstica seja corretamente correspondida com alta probabili-
dade diante de um grande banco de dados de caracteŕısticas, possibilitando
assim, uma base para o reconhecimento de objetos e cenas.

O custo de extrair essas caracteŕısticas é minimizado por meio de uma
abordagem de filtragem em cascata, na qual as operações com maior custo
operacional são executadas apenas em locais que passaram em testes inici-
ais.
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Os quatro principais estágios que compõem a transformada SIFT para
gerar o conjunto de caracteŕısticas de imagens são:

• Detecção de extremos no Espaço Escala: Neste primeiro está-
gio é feito a procura por todas as escalas e locais de uma imagem.
Para isto é utilizada uma função conhecida como Diferença da Gaus-
siana, para identificação dos potenciais pontos de interesse que são
invariantes à escala e orientação. Esta é a parte mais custosa do
algoritmo.

• Localização dos Pontos Chave: Para cada local candidato, é
determinada a sua posição e escala. Os pontos chave são selecionados
baseados em medidas de sua estabilidade.

• Definição da Orientação: Uma ou mais orientações são atribúıdos
para cada ponto chave localizado, baseado em direções do gradiente.
Todas as operações posteriores são realizadas sobre os dados da ima-
gem que foram considerados ponto chave e que foram transformados
em relação à orientação, escala e localização, proporcionando invari-
ância a estas transformações.

• Descritor dos Pontos Chave: Os gradientes da imagem são men-
surados na escala selecionada, na região ao redor de cada ponto
chave, sendo criados histogramas de orientações para compor o des-
critor.

Com as caracteŕısticas extráıdas a partir de todas as imagens, as mes-
mas devem ser pareadas. Na Figura 3 pode ser observado um exemplo da
localização de caracteŕısticas através da transformada SIFT.

Figura 3. Localização de caracteŕısticas com a transformada SIFT.
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A transformada SIFT converte dados da imagem em coordenadas inva-
riantes à escala, relativas às caracteŕısticas locais. Um aspecto importante
é o grande número de caracteŕısticas geradas, que cobrem densamente toda
a imagem (Lowe, 2004).

2.3 BBF
Uma vez aplicada a transformada SIFT sobre as imagens, é posśıvel en-
contrar a correspondência entre duas imagens de acordo com os pontos
chaves detectados. Há a comparação dos descritores das duas imagens,
encontrando os melhores candidatos a serem seus equivalentes na outra
imagem.

O melhor candidato correspondente para cada ponto chave é encon-
trado, identificando os seus vizinhos mais próximos na base de dados dos
pontos chave a partir de imagens de entrada. O vizinho mais próximo é
definido como o ponto chave, com distância euclidiana mı́nima entre os
descritores em questão.

A maneira mais eficaz de identificar o melhor ponto candidato é obtida
através da comparação da distância do vizinho mais próximo ao de um
segundo vizinho mais próximo. Quando se procura classificar uma imagem
em um extenso banco de dados de descritores para vários objetos, a busca
exaustiva de vizinho mais próximo pode ser demorada e para tal existe a
técnica BBF (Beis & Lowe, 1997) para acelerar a busca.

O algoritmo BBF usa uma busca ordenada modificada de um algo-
ritmo k-d tree de modo que as posições no espaço das caracteŕısticas são
procuradas na ordem de suas distâncias mais próximas a partir do local
investigado.

Uma razão para o algoritmo BBF (Beis & Lowe, 1997) funcionar bem
é que somente são consideradas correspondências nas quais o vizinho mais
próximo é menor do que 0,8 vezes a distância do segundo vizinho mais
próximo e, portanto não é necessário resolver os casos mais dif́ıceis, nos
quais muitos vizinhos têm muitas distâncias similares.

2.4 RANSAC
Após a correspondência dos pontos chave, os mesmos são usados para cal-
cular uma transformada que mapeia as posições dos pontos de uma imagem
para as posições dos pontos correspondentes, na outra imagem, de um par
de imagens.

Às vezes acontece de pares encontrados corresponderem a falsas corres-
pondências, sendo necessário identificar estas falsas correspondências e de
removê-las. A solução para este problema envolve o conceito da geometria
epipolar (Oram, 2001) e homografia (Hartley & Zisserman, 2004). Com
isso será reduzido o número de falsas correspondências e calculado uma
transformação para juntar duas imagens sequenciais.
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A correspondência de imagens fornece um conjunto de vetores de deslo-
camento relativo às caracteŕısticas de um par de imagens obtidas, ou seja,
cada vetor representa as coordenadas da mesma caracteŕıstica em ambas
imagens. Com isto, é posśıvel determinar o movimento entre tais imagens
através da homografia.

Como a etapa de correspondência fornece um conjunto de n pontos
correlacionados, estes pontos podem ser usados para se achar a matriz H.
A matriz homográfica H é determinada, permitindo estimar o movimento
entre as imagens.

2.5 Geometria epipolar
Os seres humanos têm a capacidade de distinguir quais objetos estão mais
um próximos dos outros quando olham para eles, por possuirmos visão esté-
reo. Ou seja, cada um dos nossos olhos observa o mundo de pontos de vista
diferentes e, a partir disto, o nosso cérebro consegue extrair várias relações
geométricas entre as imagens formadas em cada retina. Assim, é capaz de
reconstruir o ambiente 3D de forma que possamos perceber as diferenças
de profundidade dos objetos que compõem a cena observada. A simulação
computacional deste processo de visão que recria o ambiente 3D a partir
de duas imagens é baseada na área da geometria, denominada geometria
epipolar. Ela depende apenas dos parâmetros da câmera, independente da
estrutura da cena (Roberto et al., 2009).

A modelagem da visão estéreo pode ser realizada usando duas câmeras,
como mostrado na Figura 4. Pode-se observar que cada câmera possui o
seu próprio centro e orientação. Deste modo, cada uma possui também o
seu próprio sistema de coordenadas de câmera (Pollefeys, 1999).

Dentre as várias relações posśıveis entre pares de imagens, algumas são
bastante importantes, pois ocorrem em todos os casos de visão estéreo. A
primeira delas é a reta que liga o centro C1 da primeira câmera com o
centro C2 da segunda, chamada de baseline.

Figura 4. Esquema computacional da visão estéreo (Roberto et al., 2009).
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O ponto de intersecção desta reta com o plano de imagem é chamado
de epipolo. Para a primeira câmera têm-se o epipolo e1 e para a segunda
câmera tem-se o epipolo e2.

Se existem dois pontos m1 e m2 na primeira e na segunda imagem
respectivamente, que são a projeção de um ponto M em coordenadas reais,
pode-se dizer que M , C1, C2 são coplanares, formando o plano epipolar,
como visto na Figura 5. Este plano intersecta com o plano de imagem de
cada uma das câmeras formando as linhas epipolares. A Figura 5 ilustra a
relação que as linhas epipolares possuem entre uma imagem e outra. Por
uma análise, usando o ponto m1 como referência, é posśıvel definir um raio
que parte de C1 até m1 . A partir deste raio, pode-se perceber que m1 na
realidade não é apenas a projeção de M , mas sim de todos os pontos que
pertencem ao raio. Isto significa que é imposśıvel determinar exatamente a
posição espacial de um ponto projetado numa imagem sem que haja uma
outra imagem, capturada por uma segunda câmera em uma outra posição.
Neste exemplo, m2 seria este segundo ponto de vista de M . Desta forma, a
intersecção dos raios que vão de C1 à m1 e de C2 à m2 ocorreria no ponto
M (Oram, 2001).

Se o primeiro raio for projetado na segunda imagem ele formará uma
reta no plano projetivo, que é a linha epipolar correspondente ao ponto
m1 e esta reta contém o ponto m2. O mesmo acontece se o raio de C2

à m2 for projetado na primeira imagem. Desta análise pode ser extráıda
mais uma importante conclusão: para todos os pontos de uma imagem,
seu correspondente na outra figura estará na sua respectiva linha epipolar
(Roberto et al., 2009).

Figura 5. Geometria epipolar e seus principais elementos (Roberto et al.,
2009).

Todas as linhas epipolares passam pelo epipolo da imagem e, inde-
pendente da coordenada espacial do ponto M , todos os planos epipolares
passarão pela baseline, como mostra a Figura 6. A partir de um ponto m1

na primeira imagem, a linha epipolar l1 na segunda imagem, que conterá
o ponto m2, pode ser achada a partir da seguinte relação:
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l1 = Fm1 (1)

Sendo F a matriz fundamental (uma representação algébrica da geo-
metria epipolar entre duas imagens). Ela é uma matriz 3 × 3 que pode ser
encontrada a partir da seguinte relação:

mT
2 = Fm1 = 0 (2)

Figura 6. Vários planos epipolares, todos passando pela baseline, formando
várias linhas epipolares, todas passando pelos epipolos (Roberto et al.,

2009).

Para casos onde o objetivo é encontrar a linha epipolar l2 na primeira
imagem, correspondente ao ponto m2 da segunda, a matriz fundamental
também pode ser calculada:

l2 = FTm2 (3)

Outro papel importante da matriz fundamental é calcular os epipolos
da imagem. Eles são definidos como os núcleos da matriz fundamental:

Fe1 = 0 e FT e2 = 0 (4)

Também é posśıvel encontrar linhas epipolares correspondentes. Ou
seja, dado que a equação da linha l1 na segunda imagem é conhecida, en-
contrada a partir do ponto m1 na primeira imagem, é posśıvel encontrar a
linha epipolar l2 que contém o ponto m1, mesmo sem conhecer o ponto m2

na segunda imagem. Isto é posśıvel porque existe uma matriz homográfica
H que mapeia todos os pontos e retas da primeira imagem na segunda,
assim como o contrário. Esta matriz é encontrada a partir da matriz fun-
damental e dos epipolos da imagem pela seguinte equação:

H = [e2]xF + e2a
T = 0 (5)
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sendo a um vetor qualquer não nulo, usado para garantir que a matriz H
tenha uma inversa e [e2]x é a matriz anti-simétrica do epipolo da segunda
imagem, definida por:

[e2]x =

[ 0 −e2z e2y
e2z 0 −e2x
−e2y e2x 0

]
(6)

Assim, conhecendo a matriz homografica, as linhas epipolares corres-
pondentes podem ser facilmente calculadas usando:

I2 = H−T I1 e I1 = HT I2 (7)

Homografias são estimadas entre imagens para detectar caracteŕısticas
correspondentes nessas imagens. Dentre os algoritmos capazes de estimar
a matriz fundamental é posśıvel citar o RANSAC.

Para a estimação da matriz fundamental, o RANSAC calcula as ver-
dadeiras correspondências (inliers) para cada matriz H e escolhe a que
maximiza esse número. Tendo eliminado os outliers, a matriz H é recalcu-
lada com o objetivo de melhorar a estimação.

Mesmo com a matriz homográfica calculada, para fazer a junção de um
par de imagens é necessário retificar as imagens no sentido de minimizar
distorções e suavizar as junções. As retificações utilizadas neste artigo fo-
ram: Planar e Ciĺındrica. O cálculo da homografia em si com retificação,
juntamente com a junção das imagens é feito pelo algoritmo da Transfor-
mação Linear Direta – DLT (Hartley & Zisserman, 2004).

2.5.1 Estimando a matriz fundamental
RANSAC é um procedimento de estimação robusto que usa um conjunto
mı́nimo de correspondências amostradas, para estimar os parâmetros de
transformação da imagem e achar a solução que tem o melhor consenso com
os dados. Os métodos clássicos procuram utilizar o maior número de pontos
para obter uma solução inicial e, então, eliminar os pontos inválidos. O
RANSAC, ao contrário destes métodos, utiliza apenas o número mı́nimo e
suficiente de pontos necessários para uma primeira estimativa, aumentando
o conjunto com novos pontos consistentes sempre que posśıvel (Fischler &
Bolles, 1981).

Uma vantagem do RANSAC é a sua habilidade de realizar a estimativa
de parâmetros de um modelo de forma robusta, ou seja, ele pode estimar
parâmetros com um alto grau de acerto mesmo quando um número signifi-
cativo de outliers esteja presente nos dados analisados. Uma desvantagem
do algoritmo é que ele tem de possuir uma quantidade pré-estabelecida de
iterações e com isso a solução obtida pode não ser a melhor existente.
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Para o problema espećıfico de remoção de outliers na correspondência
de imagens, a Matriz Fundamental (H) pode ser determinada da seguinte
maneira:

• Selecionar randomicamente um subconjunto de oito pontos correla-
cionados, retirados do conjunto total de pontos correlacionados;

• Para cada subconjunto, indexado por j, calcular a matriz fundamen-
tal Fj através do algoritmo de oito pontos;

• Para cada matriz Fj computada, determinar o número de pontos com
distância até a linha epipolar, ou residual, menor que um limiar;

• Selecionar a matriz F que apresenta o maior número de pontos com
residual inferior ao máximo definido;

• Recalcular a matriz F considerando todos os pontos inliers.

Uma visão mais detalhada da relação do RANSAC com a geometria
epipolar é apresentada a seguir. Pela geometria epipolar, é posśıvel calcular
a matriz fundamental entre dois pares de imagens. Considere m = [x, y, 1]

um ponto sobre o plano da imagem L e n = [x
′
, y

′
, 1] um ponto sobre o

plano da imagem L
′
. Assim, a equação 8 define a matriz fundamental.

mTFn = 0 (8)

Diversos métodos para estimação da matriz fundamental são encon-
trados na literatura, contudo o método mais conhecido é o algoritmo de
8 pontos. Tal método, dado um conjunto com n ≥ 8 correspondências,
estima a matriz fundamental de forma linear, solucionando a Equação 9.

Σn
i=1‖mT

i Fni‖2 (9)

A estimação robusta da matriz fundamental é feita pesando o residual
para cada ponto. O reśıduo é mostrado pela equação 10, sendo r o reśıduo
e i o número do par de pontos na lista de pontos correlacionados.

ri = mT
i Fni (10)

Para o cálculo das homografias neste projeto é selecionado um conjunto
mı́nimo de S = 4 correspondências de caracteŕısticas e o processo é repetido
N vezes (N = 200) para um limiar t (distância máxima do modelo que um
dado pode estar para ser considerado um inlier) de 4 pixels.

2.6 Retificação de imagens
Duas maneiras de retificação são conhecidas na literatura e ambas determi-
nam que o par de imagens a ser retificadas deva ser reorganizado a partir
de uma reprojeção. Os algoritmos diferem basicamente na forma como as
imagens serão reprojetadas (Roberto et al., 2009).
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O método tradicional de retificar um par de imagens consiste em repro-
jetar as imagens num plano em comum paralelo à baseline. Desta forma,
quando a imagem for mapeada numa região em comum deste plano, têm-se
a garantia que linhas epipolares correspondentes estarão na mesma altura
(Fusiello et al., 2000). Conhecida como retificação planar, esta abordagem
é relativamente simples de ser implementada. Porém, ela falha com alguns
movimentos de câmera. Isto se deve ao fato de que, quanto mais próximo
da imagem o epipolo estiver, maior será o tamanho da imagem retificada,
culminando no caso extremo, onde o epipolo está localizado dentro da ima-
gem, que resultaria numa imagem de tamanho infinito.

A segunda maneira, chamada de retificação ciĺındrica, consegue tratar
esses casos. Ela se diferencia da retificação planar principalmente por, ao
invés de usar um plano em comum, usar um cilindro em comum para re-
projetar o par de imagens. O método consiste em determinar um cilindro
de raio unitário que tem a baseline com eixo de revolução e, em seguida,
mapear cada pixel da imagem numa coordenada (z, θ) de um sistema de
coordenadas ciĺındricas, que pode ser usado normalmente, como um ponto
(x, y) na imagem (Roy et al., 1997). Apesar de mais geral, esta técnica é
bem mais complexa de ser implementada e possui um alto custo compu-
tacional, pois todos os cálculos realizados para cada pixel da imagem são
feitos num espaço tridimensional.

A retificação ciĺındrica, entretanto, pode ser simplificada se as infor-
mações das geometrias projetiva e epipolar forem usadas. Desta forma, é
posśıvel realizar todos os cálculos no plano de imagem, evitando assim ope-
rações tridimensionais. A ideia da retificação ciĺındrica simplificada é muito
semelhante à anterior, ou seja, reparametrizar a imagem num sistema de
coordenadas ciĺındrico. Entretanto, ela difere no cilindro escolhido. En-
quanto na implementação convencional o cilindro é centrado na baseline,
na forma simplificada as transformações ocorrem ao redor dos epipolos e,
como estes estão no mesmo plano da imagem, nenhuma operação ocorrerá
no espaço tridimensional (Pollefeys et al., 1999).

Como mostrado na Figura 7, cada linha epipolar possui um ângulo θ
em relação ao epipolo, assim como cada pixel dela está a uma distância
r deste mesmo ponto. Desta forma, as linhas epipolares são reescritas
horizontalmente na nova imagem. No final, o par estará retificado porque
linhas epipolares correspondentes possuem o mesmo ângulo em relação ao
epipolo, já que elas estão no mesmo plano epipolar.

3. A Metodologia Empregada

Para se ter um padrão e reduzir o custo computacional foram selecionadas
20 imagens por vez para a construção dos mosaicos, resultando em 10
grupos de 20 imagens. A construção do mosaico se inicia pela primeira
imagem (a esquerda do mosaico) em direção à última imagem (a direita do
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Figura 7. Retificação ciĺındrica simplificada (Roberto et al., 2009).

mosaico), do respectivo grupo. As junções são feitas por pares de imagens,
ou seja, imagem1 com imagem2, que na sequencia é juntada à imagem3 e
assim por diante.

Como as imagens foram obtidas de maneira sequencial, a primeira etapa
consiste em extrair as caracteŕısticas do primeiro par de imagens pela SIFT,
criar os descritores deste primeiro par, fazer as correspondências destas
caracteŕısticas (pelo método do vizinho mais próximo, com aux́ılio da BBF
para acelerar este processo). Na sequencia é aplicado o RANSAC que
estima a matriz homográfica, que é responsável por corresponder partes
comuns da primeira imagem com a segunda do par de imagens, eliminando
falsos pontos correspondentes (Figura 8).

Com isto é posśıvel realizar a retificação (planar ou ciĺındrica) no par de
imagens para corrigir posśıveis distorções de ângulo ou movimentação entre
as imagens e fazer a interpolação nas imagens para que as mesmas possam
ser unidas. Enfim, as imagens são unidas pelos pontos correspondentes
restantes, após a aplicação do RANSAC e estimação da matriz homográfica.
Um momento antes de cada junção ser efetivada é aplicado o algoritmo
Blend Feathering para suavizar a região de junção. A Figura 9 mostra um
exemplo de mosaico sem aplicação do Blend Feathering. Todo este processo
é repetido para cada par de imagens, até formar um mosaico completo,

Figura 8. Exemplo de pontos correspondentes após aplicação do RANSAC.
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Figura 9. Exemplo de mosaico sem aplicação do Blend Feathering nas
junções.

incluindo as 20 imagens de cada grupo. Todo este processo é repetido para
cada par de imagens, até formar um mosaico completo, incluindo as 20
imagens de cada grupo.

A Figura 10 apresenta um diagrama com a metodologia empregada
neste projeto.

4. Resultados

Para gerar os resultados, primeiro foi feita uma análise nas retificações (pla-
nar e ciĺındrica) para determinar qual é a mais indicada para este projeto.
Depois foi realizada a montagem dos mosaicos utilizando a Metodologia
Proposta (Projeto), a metodologia comercial livre desenvolvida por Brown
& Lowe (2007) (Autostitch), e a metodologia comercial livre PTGui. Por
fim, os resultados finais foram comparados para verificar a qualidade das
junções e o tempo de processamento.

A Figura 11 apresenta os resultados gerados para um mesmo grupo de
imagens (contendo 20 imagens), utilizando a retificação ciĺındrica e planar.

Observando as retificações realizadas por um profissional da área, foi
posśıvel verificar que em 90% dos mosaicos gerados, as retificações planar
e ciĺındricas geraram resultados similares.

A Figura 12 apresenta um mosaico completo, composto por 20 imagens,
que foi constrúıdo pelas metodologias citadas anteriormente. Os mosaicos
gerados pelo Autostitch e pela Metodologia Proposta são visualmente se-
melhantes, como pode ser observado na Figura 12, já o mosaico gerado
pelo PTGui mostrou-se diferente.

A Tabela 1 apresenta os tempos médios em segundos de processamento
para cada metodologia gerar um mosaico contendo 20 imagens.

5. Discussão e Conclusões

Os testes de retificações realizados, conforme exemplo da Figura 11, tive-
ram uma alta porcentagem de resultados similares devido ao fato de que
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Figura 10. Diagrama da metodologia empregada.

Tabela 1. Tempo de processamento das metodologias usadas.

Metodologia Tempo (s)

AutoStitch 48
PTGui 39

Metodologia Proposta 60

as transformações se comportaram de maneira estável, pelo motivo de que
as imagens obtidas sequencialmente possuem pouca distorção angular en-
tre uma e outra imagem; isto foi comprovado por inspeção visual, por um
profissional da área. Para evitar o posśıvel surgimento de uma imagem de
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Figura 11. Exemplo da retificação ciĺındrica e planar.

Figura 12. Exemplo de mosaicos gerados.

tamanho infinito (Seção 2.6) que reduz a precisão e qualidade do mosaico
resultante, neste projeto foi utilizada a retificação ciĺındrica.

Os mosaicos gerados pelas três metodologias (Autostitch, PTGui e Me-
todologia Proposta) apresentaram resultados visualmente similares, mas se
for considerado questões de distorção para gerar os mosaicos, é posśıvel ve-
rificar que os resultados das três metodologias diferem muito, como pode
ser observado na Figura 13.

Para comprovar as distorções de cada metodologia, foram marcados
3 pontos comuns de junção (ponto inicial, ponto médio e ponto final),
conforme pode ser observado pela linha branca na Figura 12 dada como
exemplo. O ponto inicial e ponto final sempre foram marcados na mesma
localização.
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Na Figura 13 dada como exemplo, usando o Google Earth, foram feitas
as mesmas marcações, nas mesmas posições que foram feitas na Figura 12 e
mais uma marcação pelas coordenadas ideais do Google Earth. Pelas coor-
denadas de GPS, foi posśıvel ter uma referência ideal dos pontos marcados
do Google Earth em relação aos pontos marcados pelas três metodologias
utilizadas para comparação. Com isto, foi posśıvel comparar qual meto-
dologia se aproxima mais da marcação do Google Earth (ideal) e, verificar
qual metodologia gerou mais distorção. De acordo com a Figura 13, a li-
nha vermelha corresponde às coordenadas do Google Earth, a linha azul a
Metodologia Proposta (Projeto), a linha amarela ao AutoStitch e a linha
verde ao PTGui. Na Tabela 2 são apresentadas as coordenadas GPS dos
pontos marcados na Figura 13.

Pelas informações da Tabela 2, é posśıvel verificar que os pontos médios
pertencentes a cada metodologia variam e isto pode ser comprovado na
Figura 13. As metodologias AutoStitch e PTGui distorcem as imagens
para que as junções ocorram, não se preocupando muito com a precisão do
mosaico, mas visualmente aparentam ser mosaicos de boa qualidade.

Tabela 2. Coordenadas GPS dos pontos marcados.

Coordenada GPS Ponto Metodologia

-22,269857 -45,771812 Inicial
-22,252313 -45,729144 Médio Autostich
-22,252913 -45,729219 Médio Projeto
-22,247868 -45,730388 Médio PTGui
-22,239154 -45,691300 Final

Foi feita uma inspeção visual por um profissional da área nos 10 mosai-
cos gerados por cada metodologia empregada neste artigo. Então verificou-
se qual metodologia se aproxima mais da coordenada ideal do Google Earth
(Figura 9). Com todas estas verificações e inspeções, comprovou-se que em
85% dos casos é a Metodologia Proposta que se mais aproxima da referência
ideal do Google Earth.

Com isto conclui-se que as metodologias comerciais dão ênfase a um
baixo tempo de processamento ao invés da precisão do mosaico a ser ge-
rado. De acordo com os resultados da Tabela 1 e pela análise apresentada
anteriormente, é posśıvel concluir que a Metodologia Proposta apresenta
mosaicos com melhor qualidade e menor distorção em relação às metodo-
logias comerciais, mas com tempo de processamento mais elevado.

Como trabalhos futuros, pode-se citar a implementação de processa-
mento paralelo na etapa de extração de caracteŕısticas para ganho de de-
sempenho, uma vez que esta etapa é a mais custosa computacionalmente,
a implementação de processamento paralelo para unir vários pares de ima-
gens simultaneamente e a construção de mosaicos de imagens georreferen-
ciados.
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área do mestrado na USP São Carlos e Embrapa Instrumentação.
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